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Abkürzungen und Akronyme

2-HG 2-Hydroxyglutarat

ABAT 4-Aminobutyrat-Aminotransferase, auch GABA-Transaminase genannt

ARROWS Verbundprojekt Juli 2010 - Dezember 2013, Förderung im 7. EU-
Forschungsrahmenprogramm (http://www.arrows-online.eu)

cancerclass R-Paket zur Entwicklung und Validierung diagnostischer Tests
(http://bioconductor.org/packages/release/bioc/html/cancerclass.html)

Cx:y Notation für freie Fettsäuren: x = Zahl der Kohlenstoffatome, y = Zahl
der Doppelbindungen

DASL cDNA-mediated annealing, selection, extension, and ligation assay (Me-
thode zur genomweiten Expressionsanalyse)

ER Östrogenrezeptor

FDR False discovery rate

FWER Familywise error rate

GABA Gamma-Aminobuttersäure

GEO Gene Expression Omnibus = öffentliche Datenbank für Genexpressions-
daten (http://www.ncbi.nlm.nih.gov/geo)

GGR Glutamate/glutamine ratio

GLS Glutaminase 1

GLS2 Glutaminase 2

GLUL Glutamat-Ammonium-Ligase

GC-TOFMS Gas chromatography combined with time-of-flight mass spectrometry
(Gaschromatographie kombiniert mit Flugzeit-Massenspektrometrie)

HER2 Human epidermal growth factor receptor 2

HMDB The Human Metabolome Database (http://www.hmdb.ca)

HumanCyc Encyclopedia of Human Genes and Metabolism (http://humancyc.org)

IDH1 Isocitrat-Dehydrogenase 1

IDH2 Isocitrat-Dehydrogenase 2

KEGG Kyoto encyclopedia of genes and genomes
(http://www.genome.jp/kegg)

LC-MS Liquid chromatography combined with mass spectrometry
(Flüssigkeitschromatographie kombiniert mit Massenspektrometrie)

METAcancer Verbundprojekt April 2008 - März 2011, Förderung im 7. EU-
Forschungsrahmenprogramm (http://www.metacancer-fp7.eu)
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METAtarget Methode zur Detektion signifikanter Änderungen des Substrat-Produkt-
Gleichgewichts in Metabolomik-Datensätzen

NMR Nuclear magnetic resonance

PROFILE-
Clustering

Projection from interaction lattice clustering (Methode zur Analyse von
Metabolitenänderungen im funktionellen Kontext)

R Softwareumgebung für statistisches Rechnen und Visualisierung
(http://www.r-project.org)

Reactome A curated pathway database (http://www.reactome.org)

ROC Receiver operating characteristics

TCA Tricarboxylic acid

8



1 Einleitung

Das Metabolom ist die Gesamtheit der kleinen chemischen Moleküle in einer Zelle, in
einem Gewebe oder in einem Organismus. Darunter fallen sehr unterschiedliche Mo-
leküle mit einer großen Vielfalt an räumlichen chemischen Strukturen, wie z.B. Ami-
nosäuren, Fettsäuren, Nukleotide, Zucker und viele andere. Metabolomik ist die Techno-
logie und Wissenschaft zum Studium dieser Moleküle. Die hier vorgelegten sechs Studien
beschäftigen sich mit der Analyse des Metaboloms in Krebsgeweben und der Entwick-
lung bioinformatischer Analysemethoden. Ziel der Analysen ist einerseits die Findung
molekularer Zielstrukturen für eine therapeutische Intervention und andererseits die Ent-
wicklung diagnostischer, prognostischer und prädiktiver Biomarker.

1.1 Krebs als Stoffwechselerkrankung

Veränderungen im Zellstoffwechsel gehören zu den typischen Veränderungen, die Krebs-
zellen im Vergleich zu gesunden Normalzellen charakterisieren und die zum malignen
Wachstum beitragen [1, 2, 3, 4]. In dem 2011er Update des viel rezipierten Artikels hall-
marks of cancer wurden Veränderungen im Energiestoffwechsel als emerging hallmark zu
den typischen Charakteristiken der Krebszelle hinzugefügt [5]. Im heute allgemein akzep-
tierten Modell der Krebsentstehung bilden Veränderungen im Erbgut der Körperzellen
die Ursache für die maligne Transformation. Zu diesen Veränderungen gehören einer-
seits Alterationen der DNA-Sequenz, wie Punktmutationen, Deletionen, Insertationen
und Kopienzahlvariationen (copy number variations), andererseits durch epigenetische
Veränderungen wie zum Beispiel Hypo- oder Hypermethylierung der DNA. Während
noch diskutiert wird, inwieweit die Veränderungen im Stoffwechsel eine Ursache oder
Folge der malignen Transformation sind, ist klar, dass Veränderungen des Zellmeta-
bolismus ein gemeinsames Charakteristikum vieler maligner Tumorzellen sind [5]. Die
Veränderungen im Stoffwechsel der Krebszelle im Vergleich zur normalen Köperzelle um-
fassen u.a. Veränderungen im Glukose-Stoffwechsel (Warburg-Effekt), Veränderungen im
Glutamine-Stoffwechsel, Veränderungen im Fettstoffwechsel.

1.1.1 Anaerobe Glykolyse (Warburg-Effekt)

Eukaryotische Zellen verfügen über zwei verschiedene Möglichkeiten, um aus aufgenom-
mener Glukose Energie zu gewinnen [6]: Einerseits kann das durch Glykolyse aus Glukose
entstandene Pyruvat im Zytosol weiter zu Lactat abgebaut werden. Andererseits kann
das Pyruvat im Mitochondrium zu Acetyl-CoA umgewandelt und im TCA-Zyklus weiter
metabolisiert werden. Der Energiegewinn erfolgt dann zum größten Teil durch die Wie-
deroxidation des bei diesem Prozess entstandenen NADH und FADH in der Atmungsket-
te (oxidative Phosphorylierung). In der bahnbrechenden Arbeit

”
Über den Stoffwechsel

der Karzinomzelle“(erschienen 1924) stellte Otto Warburg eine Hochregulation der Gly-
kolyse im Verhältnis zur oxidativen Phosphorylierung in malignen Tumorgeweben im
Vergleich zu Normalgeweben und benignen Tumoren fest [7]. Lange vorher, von Luis
Pasteur bereits 1857 beim Studien an Hefen entdeckt, war bereits bekannt, dass Zel-
len unter anaeroben Bedingungen mehr und schneller Glukose verbrauchen als unter
aeroben Bedingungen und dass die Zufuhr von mehr Sauerstoff zu einer Hemmung der
Glykolyse führt (Pasteur-Effekt). Ein wichtiger Aspekt von Otto Warburgs Entdeckung
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ist eine starke Nutzung der Glykolyse in der Krebszelle auch unter aeroben Bedingungen
(aerobe Glykolyse).

Die von Warburg aufgestellte Hypothese, dass dieser Effekt auf einer Beschädigung der
Mitochondrien und einer nicht-funktionalen Atmungskette in den Krebszellen beruht, hat
sich mittlerweile als jedenfalls nicht allgemein richtig herausgestellt [8]. Stattdessen liegt
in den Krebszellen oft eine veränderte Regulation der Glykolyse vor. Eine Schlüsselrolle
spielt dabei möglicherweise der Transkriptionsfaktor HIF1α (hypoxia-inducible factor
1α), der sowohl die Glukosetransporter als auch viele der an der Glykolyse beteiligten
Enzyme reguliert [9]. HIF1α kann einerseits durch Hypoxie, andererseits aber auch durch
an der malignen Transformation beteiligte Onkogene aktiviert werden. Die anaerobe
Glykolyse ist eine im Vergleich zu oxidativen Phosphorylierung ineffiziente Art und Weise
der zellulären Energieproduktion (es entstehen nur 2 ATPs im Vergleich zu über 30
ATPs). Ein möglicher Vorteil für Krebszellen, dennoch diesen Pathway zu benutzen, liegt
darin, dass er es erleichtert, Nahrungsstoffe (wie Glukose und Glutamin) aufzunehmen
und als molekulare Bausteine für den Aufbau neuer Biomasse (zum Beispiel Nukleotide,
Aminosäuren und Lipide) zu verwenden [3]. Zusätzlich ist spekuliert worden, dass die
Erniedrigung des pH-Wert in der Microumgebung des Tumors immunsuppressiv wirkt
und die Invasivität des Tumors begünstigt [1].

Zur Erreichung der hohen Glykolyseraten in malignen Tumoren ist eine starke Glu-
koseaufnahme durch die Krebszellen nötig. Insgesamt sind 14 Glukose-Transmembran-
transporter (GLUT) beschrieben worden, von denen verschiedene eine besondere Rolle in
Krebszellen spielen. Insbesondere ist der Transporter GLUT1 in vielen Krebsarten her-
aufreguliert [10]. Die vermehrte Aufnahme von Glukose durch Krebszellen wird in dem
bildgebenden Verfahren der 18F -fluorodeoxyglucose position emission tomography (FDG-
PET) genutzt. Die FDG-PET beruht darauf, dass ein radioaktiv markiertes Glukose-
Analog zwar von den Zellen über die Glukosetransporter aufgenommen wird und durch
Phosphorylierung in diesen gefangen wird, aber wegen des Fehlens eines Sauerstoffatoms
an der C2-Position nicht weiter metabolisiert werden kann [11]. Eine großen Metanaly-
se über die Verwendung der FDG-PET zur Detektion von soliden Tumoren ergab eine
Sensitivität von 84% bei einer Spezifität von 86% [12].

1.1.2 Veränderungen im Glutamin-Stoffwechsel

Glutamin ist die am höchsten konzentrierte Aminosäure im menschlichen Blut. Zusätzlich
zum Warburgeffekt findet man in vielen Krebszellen Veränderungen in der Aufnahme
und Metabolisierung von Glutamin [13, 14, 15]. An Stelle von Glukose kann Glutamin
verwendet werden, um den TCA-Zyklus wieder aufzufüllen und molekulare Bausteine
(Kohlenstoff und Stickstoff) für die Synthese von Nukleotiden, Aminosäuren und Lipiden
zu liefern. Dazu wird Glutamin zunächst in Glutamat und dann in Alpha-Ketoglutarat
umgewandelt, das im TCA-Zyklus weiter metabolisiert werden kann. Dieser Prozess wird
analog zur Glykolyse als Glutaminolyse bezeichnet. Eine weitere wichtige Funktion von
Glutamin in proliferierenden Zellen ist die Produktion von Energie. In der Tat war in
immortalisierten wie auch in malignen Zellen Glutaminolyse und nachfolgende oxidative
Phosphorylierung die Hauptquelle von ATP [16].

Glutamin ist eine für den Menschen nicht-essentielle Aminosäure, die aus dem im
TCA-Zyklus vorhandenden Alpha-Ketoglutarat über Glutamat synthetisiert werden kann.
Im Gegensatz dazu ist schon lange bekannt, dass Glutamine für die Kultur einiger Krebs-
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zellenlinien essential ist [17]. In Zellkulturmedien ist es üblicherweise die abundanteste
Aminosäure mit einer mindestens zehnfach so hohen Konzentrationen wie jeder der ande-
ren Aminosäuren. Neuere Studien zeigen, dass Glutamin zur Invasivität des Ovarialkar-
zinoms beitragen kann [18] und dass Glutamin das Wachstum des Pankreaskarzinoms
über einen KRAS-regulierten Stoffwechselweg unterstützt [19].

Der erste Schritt der Verwendung von Glutamin besteht in seiner Umwandlung in
Glutamat durch eine Glutaminase. Glutaminasen kommen in humanen Zellen in Form
der beiden Isoenzyme Glutaminase 1 (GLS) und Glutaminase 2 (GLS2) vor. Durch die
aktuelle Entdeckung von drei neuen Glutaminse-Inhibtoren (BPTES, 968 und CB-839),
die das GLS-Enzym allosterisch blockieren, hat sich ein neues therapeutisches Fenster
zur zielgerichteten Blockade des Glutamin-Stoffwechsels geöffnet [20, 21, 22]. CB-839
wird seit Anfang 2014 in Phase-I klinischen Studien zu soliden Tumoren und Leukämien
getestet.

1.1.3 Veränderungen im Fettstoffwechsel

Die meisten Körperzellen decken ihren Bedarf an Lipiden durch Aufnahme aus dem
Blutstrom, während die Neusynthese von Lipiden vor allem in der Leber, im Fettge-
webe und der laktierenden Brust erfolgt [23]. Lipide werden u.a. benötigt zum Aufbau
von Phosphoglyceriden, die den Hauptbestandteil der Zellmembranen bilden. Außerdem
können Lipide als Triacylglyceride zum Speichern von Energie verwendet werden. Eine
dritte Funktion besteht in der Verwendung von Lipiden als Signalmolekülen.

Wie normale Körperzellen können Krebszellen Lipide über die Blutversorgung auf-
nehmen. Seit über 50 Jahren ist jedoch bekannt, dass Krebszellen auch in der Lage sind
Fettsäuren selbst zu synthetisieren [24]. In den letzten Jahren ist bei vielen Krebsar-
ten eine Hochregulierung von an der Lipogenese beteiligten Proteinen gefunden worden
[23]. Zur Bildung langkettiger Fettsäuren wird zunächst im Zytosol durch Aktivität von
der ATP citrate lyase (ACLY) Citrat in Acetyl-CoA metabolisiert. Als zweiter Schritt
wird Acetyl-CoA durch eine CoA carboxylase (ACACA) zu Malonyl-CoA carboxyliert.
Der Schlüsselschritt zur Synthese von Lipiden besteht schließlich in der Kondensation
von Acetyl-CoA und Malonyl-CoA zur 16-Kohlenstoff-Fettsäure Palmitinsäure durch das
Protein fatty acid synthase (FASN). In vielen Karzinomen und Sarkomen ist eine hohe
Expression der FASN gefunden worden, so z.B. im Prostatakarzinom [25], im kolorek-
talen Karzinom [26] und in vielen anderen. Sowohl Genexpression als auch Proteinex-
pression waren überexpremiert im invasiven Mammakarzinom sowie in nicht-invasiven
Vorläuferläsionen [27]. In Zellkultursystemen und Tiermodellen wurde gezeigt, dass die
Hemmung von ACLY das Tumorwachstum unterdrücken kann [28].

Endogene Lipogenese kann in folgender Weise zur Malignität proliferierender Zellen
beitragen [23]: 1. Es werden genügend Phosphoglyceride zur Synthese neuer Membra-
nen bereitgestellt. 2. Die neu synthetisierten Membranen haben einen hohen Anteil an
gesättigten Fettsäuren und sind damit unempfindlicher gegen Oxidation. 3. Aus den
Lipiden können Triacylglyceride synthetisiert werden, die als Energievorrat in Stresssi-
tuationen dienen können. 4. Auf- oder Abbau der langkettigen Fettsäuren können zur
Regulierung der Redoxbalance der Zelle verwendet werden. 5. Durch Lipide vermittelte
Signalwege können hochreguliert werden.

Zusätzlich zur Hochregulationen der Lipogenese findet sich in Krebsgeweben oft ei-
ne Hochregulation des Cholinmetabolismus [29]. Bereits in den 1980er-Jahren fiel in
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Abbildung 1: Publikationsaktivität in der Metabolomforschung von 1999 bis 2014. An-
zahl der in PubMed gelisteten Publikationen, die im entsprechenden Jahr veröffentlich
wurden (Stand: 5.1.2015). Suchbegriffe (Titel oder Abstract): metabolomic* OR lipido-
mic* OR metabonomic*, bzw. (metabolomic* OR lipidomic* OR metabonomic*) AND
(cancer* OR tumor* OR carcinoma* OR sarcoma* OR leukemia*).

NMR-Studien an humanen Tumoren ein
”
Cholin-Peak“ auf und es stellte sich heraus,

dass in vielen Tumoren die Gesamtkonzentration cholinhaltiger Metaboliten und insbe-
sondere die Konzentration von Phosphocholin erhöht sind [30, 31, 32]. Später wurde ge-
zeigt, dass die maligne Transformation und nicht alleine eine starke Proliferation Ursache
des heraufregulierten Cholinmetabolismus ist [33]. Zur Bildung der Membranbestanteile
Phosphatidylcholine und Phosphatidylethanolamine müssen Choline und Ethanolamine
phosphoryliert und durch CDP aktiviert werden. Der erste dieser beiden Schritte wird
durch die Cholinkinasen (CHKA und CHKB) katalysiert. Der zweite Schritt wird durch
die CTP:Phosphocholin-Cytidylytransferase (CCT) katalysiert. Sowohl CHKA als auch
CCT in sind vielen in humanen Tumoren hochexpremiert oder aktiviert [29].

Aus epidemiologischen Studien ist bekannt, dass ein hoher Body-Mass-Index (BMI)
mit einem höheren Risiko für verschiedene Krebsarten assoziiert ist. Es wird geschätzt,
daß Fettleibigkeit ursächlich für etwa 20% der Mammakarzinome, etwa 20%-30% der ko-
lorektalen Karzinome und etwa 50% der Endometriumkarzinome und Ösophaguskarzinome
ist [34]. Ein interessantes Wechselspiel zwischen erhöhtem BMI und FASN-Expression
ist im kolorektalem Karzinom gefunden worden: In der nurses health study war ein ho-
her BMI assoziiert mit erhöhtem Risiko für FASN-negative kolorektale Karzinome, aber
unverändertem Risiko für FASN-positive Karzinome [35].
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1.2 Metabolomanalyse

Metabolomik – in Analogie zu den anderen -omik-Wissenschaften Genomik, Transcrip-
tomik und Proteomik – ist definiert als die Analyse der Gesamtheit der Metaboliten
einer biologischen Probe. Unter Metaboliten werden dabei kleine Moleküle (molekula-
re Masse < 2000 Dalton) verstanden, die eine große Vielfalt an chemischer Strukturen
und biologischen Funktionen aufweisen [36]. Die Begriffe Metabolom und Metabolomik
(anfangs auch als Metabonomik bezeichnet) tauchen Ende der 1990er- bzw. Anfang der
2000er-Jahre erstmals in der biomedizinischen Literatur auf [37, 38]. Wie in Sumner et
al. rezensiert [39], ist das Konzept der Metabolitenprofilierung (metabolite profiling) aber
bereits in Arbeiten aus den 1970er-Jahren zu finden: Bis in die späten 1990er-Jahre gab
es in diesem Fachgebiet eine niedrige weltweite Aktivität mit etwa 5-15 Publikationen
jährlich. Danach setzte ein kontinuierliches Wachstum der Metabolomik-Forschung ein,
das bis heute andauert und sich in mittlerweile mehr 2000 jährlich erscheinenden Pu-
blikationen manifestiert (Abbildung 1). Am Anfang dieser Entwicklung standen Anwen-
dungen der Metabolomik zur funktionellen Charakterisierung von mutierten Hefezellen
[40] und in der Pflanzenbiologie [38]. Später folgten erste Krebsstudien, zunächst in Mo-
dellsystemen [41, 42], dann an humanen Körperflüssigkeiten [43, 44] und an humanen
Krebsgeweben, wie z.B. in unserer GC-TOFMS-Studie zum Ovarialkarzinom [45].

Im Jahr 2005 wurde in Kanada das human metabolome project (hmp) initiiert, dass
zum Ziel hat, alle Metaboliten, die in humanen Geweben und Körperflüssigkeiten vor-
kommen, zu identifizieren und zu katalogisieren. In der Projektdatenbank HMDB 3.0
sind bereits über 40.0000 Metaboliten erfasst, darunter 20.000 detektierte Metaboliten
des humanen Metaboloms und über 19.000 weitere Metaboliten, von denen erwartet
wird, dass sie Bestandteil des humanen Metaboloms sind [36]. Heute ist es in einer typi-
schen Metabolomikanalyse möglich, 50 bis 1000 verschiedene Metaboliten in einer Probe
zu messen und auf definierte chemische Strukturen abzubilden. Anders als bei Genex-
pressionsanalysen mittels RNAseq oder Microarrays, bei denen alle oder fast alle der
expremierten RNAs erfasst werden, bilden Metabolomikanalysen nur einen kleinen Teil
der in der untersuchten Probe tatsächlich vorhandenen Metaboliten ab. Der Großteil der
Komplexität der Metabolomik liegt in der riesigen Vielfalt der räumlichen chemischen
Strukturen der Metaboliten begründet, im Gegensatz zur linearen Struktur von DNA-,
RNA- und Aminosäuresequenzen.

Für Metabolomik-Analysen gibt es eine Vielzahl von verschiedenen Verfahren [46]. Die
am häufigsten verwendeten Verfahren sind Kernspinresonanzspektroskopie (NMR) und
Verfahren, die Massenspektroskopie (MS) mit chromatographischen Methoden kombi-
nieren. NMR hat gegenüber massenspektrometrischen Verfahren den Vorteil die Proben
unzerstört zu lassen und kann unter Umständen auch in vivo angewendet werden. Der
Vorteil der massenspektrometrischen Verfahren liegt in einer höheren Sensitivität im
Vergleich zur NMR. Die beiden am häufigsten mit der Massenspektrometrie kombinier-
ten Verfahren sind die Gaschromatographie (GC) und die Flüssigkeitschromatographie
(LC). Die größten kommerziellen und öffentlich verfügbaren Bibliotheken von Meta-
bolitenspektren existieren derzeit für GC-MS-Daten. Bei der Analyse von biologischen
Proben wie Geweben und Körperflüssigkeiten müssen die Metaboliten für die Untersu-
chung mit GC-MS zunächst durch Derivatisierung und/oder Temperaturerhöhung in die
Gasphase gebracht werden. Daher können mit der GC-MS nur Substanzen mit einer re-
lativ geringen Molekülmasse (< 1000 Dalton) und hinreichender thermischer Stabilität
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untersucht werden. Der heutige Stand der Technik erlaubt mittels GC-MS typischerweise
100-200 Metaboliten in einer biologischen Probe zu detektieren und auf definierte che-
mische Strukturen abzubilden. Mit GC-MS detektierbar sind u.a.: Glukose und andere
Zucker, fast alle proteinogenen Aminosäuren und weitere Aminosäuren, einige Nukleotide
und einige ihrer Phosphate, zahlreiche freie Fettsäuren und einige Glycerophospholipide.
Die LC-MS-Technik sowie die Bibliotheken für die entsprechenden Spektren haben sich
in den letzten Jahren stark weiterentwickelt. Kürzlich wurde eine Plattform mit zwei
separaten Injektionen vorgestellt, die die Detektion von 339 Metaboliten erlaubte [47].
Zur Abdeckung einer noch höheren Zahl von Metaboliten wurden in letzter Zeit öfter
GC-MS und LC-MS miteinander kombiniert (getrennte Analyse zweier Aliquots und
anschließende Kombination der Daten), so z.B. in [48] und [49].

Für die hier vorgelegten Studien wurde das Verfahren der Flugzeitmassenspektrome-
trie (time-of- flight mass spectrometry, TOFMS) kombiniert mit Gaschromatographie
(gas chromatography, GC) verwendet. Es wurden Gefriergewebeproben verwendet, die an
der Charité aufgearbeitet und durch einen Facharzt für Pathologie qualitätskontrolliert
wurden. Zum besseren Aufschluss für die nachfolgenden Analysen wurden die Proben als
5µm- oder 10µm-Schnitte vorbereitet. Für alle Studien liegen positive Ethikvoten der
Charité-Ethikkommission vor. Details dazu finden sich in den Originalpublikationen. Die
GC-MSTOF-Analysen wurden unter Leitung von Prof. Oliver Fiehn am Max-Planck-
Institut für Molekulare Pflanzenphysiologie in Potsdam Golm und am West Coast Me-
tabolomics Center in Davis, CA, USA durchgeführt.

1.3 Bioinformatik

Die bioinformatische Analyse von Metabolomikdaten läßt sich in zwei voneinander un-
abhängige Schritte einteilen: Der erste Schritt besteht darin, aus den gemessenen NMR-
oder Massenspektren quantitative Messungen von Metaboliten zu gewinnen. Der zweite
Schritt besteht darin, den so entstandenen Metaboliten-Datensatz im Hinblick auf die
biomedizinische Fragestellung zu untersuchen. Für die hier vorgestellten Studien wur-
de der erste bioinformatische Schritt direkt im Anschluss an die experimentelle Arbeit
durch das Fiehn Lab durchgeführt. Die Detektion von Metaboliten in den GC-TOFMS-
Spektren beruht dabei auf dem Abgleich mit Datenbanken, in denen Retentionszeiten
und Massenspektren von Referenzproben der entsprechenden Metaboliten abgelegt sind.

Der zweite Schritt der bioinformatischen Analyse zielt auf die Aufdeckung neuer Ziel-
strukturen für eine therapeutische Intervention und die Detektion neuer diagnostischer,
prognostischer und prädiktiver Biomarker. Dabei kommen folgende Methoden zum Ein-
satz: 1. Metabolitenweise Korrelation des Datensatzes mit klinisch-pathologischen Para-
metern oder anderen –omik-Daten, 2. Unüberwachtes Lernen zur Identifikation krank-
heitsrelevanter Metabolitenmuster, 3. Überwachtes Lernen zur Identifikation krankheits-
relevanter Metabolitenmuster und 4. Analyse der Metabolitendaten im Kontext der bio-
chemischen Stoffwechselwege und im Kontext medizinischen Wissens. Während für die
ersten drei Punkte dieselben Methoden wie bei der Analyse anderer -omik-Daten zum
Einsatz kommen, benötigt man für den vierten Punkt auf Metabolikdaten spezialisierte
Methoden.
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1.3.1 Differentiell veränderte Metaboliten

Wie Genexpressionsdaten sind logarithmierte Metabolomikdaten oft in guter Näherung
normalverteilt. Für die Korrelation mit klinisch-pathologischen Parametern können in
diesem Fall parametrische Tests verwendet werden, z.B. der t-Test für den Vergleich zwi-
schen zwei Gruppen oder der F-test für den Vergleich von mehr als zwei Gruppen. Nicht
parametrische Tests (z.B. Wilcoxon-Ranksummen-Test oder Kruskal-Wallis-Test) sind
robust gegen Abweichungen von der Normalverteilung, besitzen aber geringere Macht,
falls die Normalverteilungshypothese erfüllt ist. Nachdem die Signifikanz jedes Metabo-
liten bewertet ist, ist es wichtig der Situation des multiplen Testens Rechnung zu tragen
und die p-Werte entsprechend zu korrigieren. Die stringenteste Methode dazu ist die
Bonferroni-Korrektur, die eine Kontrolle der familywise error rate (FWER) erlaubt. In
genomweiten Genexpressionsdatensätzen, die Zehntausende von Genen umfassen, ist die
Bonferroni-Methode fast immer zu streng und nicht erfolgversprechend. Die Situation ist
etwas anders für Metabolomikdatensätze mit typischerweise einigen hundert Metaboli-
ten, aber auch hier ist eine Bonferroni-Korrektur oft zu streng. Als Alternative greift man
daher auf Methoden zur Kontrolle der false discovery rate (FDR) zurück. Hier können
beispielsweise die Benjamini-Yekutieli oder die Benjamini-Hochberg-Prozedur zum Ein-
satz kommen [50, 51]. Eine weitere Möglichkeit besteht darin, eine p-Wert-Schwelle fest-
zulegen und die entsprechende FDR mit einer Permutationsanalyse abzuschätzen. Dieses
Verfahren haben wir für Genexpressionsdaten mehrfach erfolgreich angewendet [52, 53].

1.3.2 Unüberwachte Mustererkennung

Unüberwachtes Maschinenlernen dient der Entdeckung von Mustern in molekularen Da-
ten, ohne dass ein Zielparameter (wie zum Beispiel das klinische Ergebnis oder die Zu-
gehörigkeit zu einer diagnostischen Entität) in die Analyse miteinbezogen wird. Seit der
ersten Anwendung von Heatmaps in der Molekularbiologie durch Eisen et al. (Eisen1998)
haben sich diese zur wichtigsten und weitverbreitetsten Visualisierungs- und Clustering-
methode von -omik-Daten entwickelt. In einer Heatmap wird einerseits die Abundanz
jedes Moleküls in jeder Probe durch die Farbe eines Pixels dargestellt, andererseits wer-
den sowohl Moleküle als auch Proben bezüglich der Ähnlichkeit der molekularen Profile
gruppiert. Die Gruppierung der Moleküle und der Proben erfolgt jeweils durch ein hier-
archisches Clustering.

In wegweisenden Arbeiten von Sørlie, Perou und Koautoren wurden Heatmaps und
hierarchisches Clustering zur Analyse der Genexpression des Mammakarzinoms verwen-
det [54, 55, 56]. Ergebnis war die Einteilung des Mammakarzinoms in molekulare fünf
Subtypen: Luminal A, Luminal B, ERBB2+, Basal-like und Normal-Breast-like. Mit
Hilfe von Überlebensanalysen wurde im Trainingsdatensatz und später in unabhängigen
Validierungsdatensätzen gezeigt, dass diese fünf molekularen Subtypen ein unterschied-
liches klinisches Outcome besitzen.

Die Methode der Heatmaps kann analog zur Analyse von Genexpressionsdaten zur
Analyse von anderen –omik-Daten inklusive Proteomik- und Metabolomikdaten verwen-
det werden. Vor der Analyse werden die –omik-Daten üblicherweise auf logarithmische
Skala gebracht und die Werte jedes Moleküls auf den Mittelwert Null skaliert. Für die
Berechnung des Abstandes zwischen zwei molekularen Profilen wird oft die euklidische
Distanz oder Eins minus Pearson-Korrelation verwendet. Zur Berechnung des Abstan-
des zwischen zwei Clustern ist die Verwendung der average linkage Methode vorteilhaft,
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da diese im Vergleich zur single linkage oder complete linkage Methode eine größere
Robustheit und Reproduzierbarkeit besitzt.

1.3.3 Überwachte Mustererkennung

Allgemein lässt sich die Problemstellung beim überwachten Lernen wie folgt formulieren:
Für jeden Patienten wird eine Zahl von Inputvariablen gemessen, z.B. Genexpression-,
Protein oder Metabolitenmessungen im Rahmen einer –omik-Studie. Ziel ist es nun, die
Inputvariablen dazu zu verwenden, eine Outputvariable zu prädizieren. Bei der Output-
variable kann es sich um eine Diagnose (z.B. Malignität vs. Benignität), das klinische
Outcome (z.B. Gesamtüberleben) oder das Ansprechen auf eine Therapie handeln. Syn-
onym zur Bezeichnung

”
überwachtes Lernen“ wird auch der Terminus

”
Klassifikation“

benutzt.

Aus dem Bereich des Maschinenlernens gibt es eine Vielzahl von Klassifikationsmetho-
den, von denen viele bereits auf molekulare Daten angewendet wurden. Einige Beispiele
sind einfache Methoden wie nearest-centroid classification, lineare Diskriminanzanalyse,
Klassifikationsbäume oder komplexere Methoden wie support vector machines, neuronale
Netzwerke und random forests. Für eine Anwendung auf hoch-dimensionale Daten (z.B.
auf Tausende von Genen oder Hunderte von Metaboliten) werden diese Methoden oft
mit einer feature selection kombiniert, d.h. der Datensatz wird z.B. durch eine Filtration
auf die wichtigsten informationstragenden Gene bzw. Metaboliten reduziert, bevor der
eigentliche Klassifikationsalgorithmus angewendet wird. Bei der Analyse von Microarray-
daten zeigte sich, dass oft einfache Methoden komplizierteren Methoden ebenbürtig oder
sogar überlegen sind [57, 58]. Ein Ergebnis der MicroArray-Quality-Control (MAQC)-
II-Studie war, dass für eine gute Modellperformanz die Erfahrung des Forschungsteams
wichtiger war als die Wahl der Klassifikationsmethode [59]. Der kritische Punkt für ei-
ne korrekte Interpretation einer Klassifikationsstudie ist eine angemessene Methodik für
Fehlerabschätzung und Validierung [60].

Als Folge der typischerweise großen Anzahl von Genen oder Metaboliten im Ver-
gleich zu einer relativ kleinen Anzahl an Patienten, ergeben sich folgende methodischen
Schwierigkeiten für überwachtes Lernen in molekularen Daten [61]: 1. Die Auswahl der
Gene oder Metaboliten, die relevante Information zur Lösung des Klassifikationspro-
blems tragen (feature selection), 2. die Vermeidung von overfitting und 3. die Vermei-
dung einer fehlerhaften Überinterpretation der Klassifikationsergebnisse. Eine feature
selection führt dazu, das Signal-zu-Rausch-Verhältnis in den Daten zu erhöhen, und
kann helfen, Sensitivität und Spezifität des molekularen Tests zu erhöhen. Unter overfit-
ting versteht man die Situation, dass ein molekularer Test auf dem Trainingsdatensatz,
auf dem er entwickelt wurde, gute Ergebnisse liefert, die Prädiktionsfehler sich jedoch
bei Generalisierung auf einen unabhängigen Validierungsdatensatz erheblich vergrößern.
Die Gefahr eines overfittings steigt mit der Komplexität des mathematischen Modells
[62]. Zur Überinterpretation von Klassifikationsergebnissen kann es durch ein fehlerhaf-
tes Design der Trainings- und Validierungsverfahrens kommen. Typische solche Fehler
sind: 1. Die feature selection wird nicht mit in den Validierungsprozess einbezogen, was
zu einem selection bias bei den Klassifikationsraten führt [63]. 2. Es werden verschiedene
Klassifikationsverfahren ausprobiert, aber nur das Verfahren mit der besten Performanz
auf dem Validierungsdatensatz wird publiziert (publication bias). 3. Der Validierungsda-
tensatz wird unter sehr homogen Bedingungen produziert (z.B. innerhalb eines kurzen
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Zeitraums), die nicht typisch für den beabsichtigen Anwendungsbereich des molekularen
Tests sind. Dies birgt die Gefahr untypisch niedriger technischer Fehler im Validierungs-
datensatz und einer daraus resultierenden Überschätzung der Klassifikationsergebnisse.

1.3.4 Funktionelle Analyse

Die Entschlüsselung der biochemischen Stoffwechselwege, die den humanen Metabolis-
mus konstituieren, stellt eine der größten Leistungen der Biochemie der letzten 100 Jahre
dar [64]. Nach der Sequenzierung des humanen Genoms wurde das Wissen über bioche-
mische Pathways mit genomischer Information verknüpft und ist in Datenbanken wie
KEGG, HumanCyc und Reactome verfügbar [65, 66, 67]. Diese Informationen stellen
eine wertvolle Ressource zur Verbesserung der weltweiten Gesundheit und insbesondere
für die Krebsforschung dar.

Aus Genexpressionstudien ist die Methode der Anreicherungsanalyse (enrichment ana-
lysis) bekannt, die hilfreich ist, um von einer Liste von differentiell expremierten Genen
zu einer funktionellen Interpretation zu gelangen. Aus folgenden zwei Gründen sind
jedoch Anreicherungsanalysen in der Metabolomik weniger erfolgreich als in der Transs-
criptomik: 1. Die Abdeckung der gesamten Metaboloms durch die verschiedenen Meta-
bolomikplattformen ist derzeit noch sehr lückenhaft. Daher kommt es zu einer sehr un-
vollständigen Abdeckung der meisten Stoffwechselwege und einer niedrigen Sensitivität
der Anreicherungsanalyse. 2. Andererseits muss eine biologische wichtige Veränderung
in einem Stoffwechselweg nicht zwangsläufig mit einer simultanen Ansammlung (oder
Depletion) von vielen Metaboliten aus diesem Stoffwechselweg einhergehen. Wichtige
Änderungen in Stoffwechselwegen können durchaus mit Ansammlung von nur einem
oder nur wenigen Metaboliten einhergehen und würden bei einer Anreicherungsanalyse
übersehen werden. Die Situation ist damit bei Metaboliten anders als bei Genen oder
Proteinen, wo zur Ausübung einer biologischen Funktion oft Module aus mehreren oder
vielen Gene reguliert werden müssen.

Da die Methoden zur funktionellen Analyse aus anderen –omik-Wissenschaften nur
begrenzt übertragbar sind, besteht ein Bedarf an auf Metabolomik spezialisierten Me-
thoden, die der Struktur und Funktion der biochemischen Stoffwechselwege Rechnung
tragen. Ein Beispiel für einen solchen Ansatz ist MetaMapp, das die Visualisierung von
Metabolomikdaten in einem biochemischen Netzwerk erlaubt [68]. Eine Besonderheit
dieses Algorithmus ist es, dass er auch nicht auf bekannte Metaboliten abgebildete Me-
tabolitenpeaks miteinbezieht. Dabei erfolgt die Einordnung ins Netzwerk mittels der
Ähnlichkeit der entsprechenden Massenspektrometrieprofile. Im Rahmen der hier vor-
gelegten Studien entwickelten wir zwei neue bioinformatische Methoden zur Analyse
und Interpretation von Metabolomikdaten im Kontext der Stoffwechselwege: PROFILE
Clustering und METAtarget.
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2 Zielsetzung

In den vorliegenden Studien wurde das Metabolom solider Tumore durch GC-TOFMS
Analysen von Gewebeproben untersucht. Ziel war dabei die Identifikation therapeuti-
scher Zielstrukturen und die Identifikation diagnostischer, prognostischer und prädiktiver
Biomarker. Parallel dazu erfolgte die Neuentwicklung und Anwendung bioinformatischer
Methoden.

1. Das Metabolom des Kolonkarzinoms und das Metabolom des Mammakarzinoms
wurden mit dem Metabolom entsprechender Normalgewebe verglichen. Hierbei
wurde einerseits eine Übersicht der metabolischen Änderungen im Tumorgewebe
erstellt. Andererseits wurde untersucht, ob und wie eine Trennung von Tumorge-
webe und Normalgewebe mittels Metabolitenmustern möglich ist. (Vgl. 3.2 und
3.4)

2. Das Metabolom des Ovarialkarzinoms wurde mit dem Metabolom von Borderline-
Tumoren des Ovars verglichen. Diese Metabolomikuntersuchung sollte ein Bei-
trag zur Diagnostik von Tumoren des Ovars leisten vor dem Hintergrund, dass
eine histopathologische Klassifikation nicht immer einfach ist, aber die Diagno-
se Borderline-Tumor mit einer guten Prognose einhergeht im Vergleich zu einer
ungünstigen, oft infausten Prognose beim Ovarialkarzinom. (Vgl. 3.1)

3. Es besteht ein Mangel an Methoden zur Analyse und Interpretation von Metabo-
lomikdaten in funktionellem Kontext. Um diese Lücke zu füllen, wurde PROFILE-
Clustering als eine neue Methode zur Visualisierung und Interpretation von Meta-
bolitenveränderungen im Kontext der Stoffwechselwege entwickelt. Dazu wurden
Informationen über die Stoffwechselreaktionen aus der KEGG-Datenbank extra-
hiert und die Metaboliten bezüglich ihrer Distanz im Stoffwechselnetzwerk geclus-
tert. (Vgl. 3.2 sowie 3.4 und 3.6)

4. Ein von uns neu entwickelter Algorithmus METAtarget erlaubt es, Stoffwechsel-
reaktionen zu identifizieren, bei denen das Gleichgewicht zwischen Substrat und
Produkt signifikant verschoben ist. Zusätzlich liefert der Algorithmus eine Liste
aller Enzyme, die eine Umwandlung des Substrats in das Produkt katalysieren.
(Vgl. 3.3)

5. Es wurde untersucht, ob die molekularen Subtypen des Mammakarzionoms ein un-
terschiedliches Metabolom besitzen und welche Metabolitenkonzentrationen vom
Hormonrezeptorstatus oder HER2-Status des Mammakarzinoms abhängen. Inte-
grativ mit den Metabolomikdaten wurden Transkriptomikdaten derselben Tumore
analysiert. (Vgl. 3.5)

6. Motiviert durch aktuelle Fortschritte bei der Entwicklung spezifischer Glutaminase-
Inhibitoren wurde der Glutamin-Stoffwechsel im Mammakarzinom genauer unter-
sucht. Dazu wurde das Konzentrationsverhältnis Glutamate/Glutamine mit den
klinisch-pathologischen Daten und genomweiten Genexpressionsdaten des Mamm-
akarzinoms korreliert. (Vgl. 3.6)
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3 Ergebnisse

Die hier vorzustellenden Originalarbeiten umfassen die Metabolomanalyse von Ovarial-
tumoren (3.1), die Metabolomanalyse des kolorektalen Karzinoms (3.2), die Metabolomi-
kanalyse des Mammakarzinoms (3.4, 3.5 und 3.6) sowie eine algorithmische Arbeit (3.3).
In der Serie der experimentellen Arbeiten wurde die Metabolomikanalyse von frisch-
gefrorenen Tumor- und Normalgeweben mittels kombinierter Gaschromatographie und
Flugzeit-Massenspektrometrie (GC-TOFMS) etabliert und für verschiedene Tumorpro-
benkollektive durchgeführt. In den beiden letzten hier vorgestellten Studien (3.5 und 3.6)
wurden Multiomik-Analysen durchgeführt, in denen die Metabolomikdaten integriert mit
genomweiten Genexpressionsdaten und immunhistologischen Daten analysiert wurden.

Es folgt ein kurzer Überblick über die wichtigsten selbst entwickelten und zur Anwen-
dung gekommenen bioinformatischen Methoden: Für die Entwicklung von Metaboliten-
prädiktoren wurde das kürzlich vorgestellte multiple random cross-validation Protokoll
[69] erweitert und auf die hier vorliegenden Datensätze angewendet (3.1, 3.2 und 3.4).
Unsere Implementation und Erweiterung dieses Protokolls haben wir als Softwarepa-
ket cancerclass für die statistische Sprache R publiziert [61]. PROFILE-Clustering ist
eine neu entwickelte unüberwachte Methode zur Analyse der differentiellen Regulation
von Metaboliten im Kontext des Netzwerkes der enzymatischen Reaktionen. PROFILE-
Clustering wurde erstmals in der Studie zum kolorektalen Karzinom (3.2) vorgestellt
und auch auf die Mammakarzinomdaten angewendet (3.4 und 3.6). METAtarget (3.3)
ist ein neu entwickelter Algorithmus zur Extraktion der Schlüsselenzyme aus Metabo-
lomikdaten durch die Integration mit in Datenbanken archiviertem Wissen über Stoff-
wechselwege.

3.1 Metabolomanalyse des Ovarialkarzinoms

Literatur: Carsten Denkert, Jan Budczies, Tobias Kind, Wilko Weichert, Peter Ta-
black, Jalid Sehouli, Silvia Niesporek, Dominique Könsgen, Manfred Dietel, Oliver Fiehn.
Mass spectrometry-based metabolic profiling reveals different metabolite patterns in inva-
sive ovarian carcinomas and ovarian borderline tumors. Cancer Research, 2006; 66(22):
10795-10804, http://dx.doi.org/10.1158/0008-5472.CAN-06-0755.

Diese Studie ist weltweit eine der ersten Metabolomanalysen einer größeren Kohorte
von humanen Gefriergeweben mittels GC-TOFMS. Untersucht wurden die Metaboliten-
profile von verschiedenen Ovarialtumoren, invasiven Karzinomen (n=66) auf der einen
Seite und Borderlinetumoren (n=9) auf der anderen Seite. Insgesamt wurden 291 Meta-
bolitenpeaks identifiziert, von denen 114 auf Metaboliten mit wohldefinierter chemischer
Struktur abgebildet werden konnten. 51 der Metabolitenpeaks (26 identifizierte Meta-
boliten) waren signifikant verschieden in den Karzinomen im Vergleich zu den Border-
linetumoren bei einer mittels Permutationsanalyse geschätzten FDR von 7,8%. Unter
den in den Karzinomen heraufregulierten Metaboliten waren viele Aminosäuren, ein-
schließlich Glutamat mit einer 3-fachen Hochregulation und Glutamin mit einer 2-fachen
Hochregulation. Herunterreguliert war unter anderem eine Gruppe von gesättigten freien
Fettsäuren (C17:0, C18:0, C19:0) und Benzoesäure.

Mittels überwachtem Lernen gelang die Trennung der Karzinome von den Borderli-
netumoren mit einer Sensitivität von 89% und einer Spezifität von 88%. Dieses Klassi-
fikationsergebnis konnte sowohl ohne feature selection, d.h. mit einem 291-Metaboliten-
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Klassifikator, als auch mit Klassifikatoren, die aus einer sehr kleinen Zahl von Metabo-
liten (wie 5, 10 oder 20) aufgebaut wurden, erreicht werden. Ein Vergleich verschiede-
ner Klassifikationsmethoden ergab die besten Ergebnisse für nearest mean classification
(NMC) und nearest centroid classification (NCC) im Vergleich zu schlechteren Ergeb-
nissen für lineare Diskriminanzanalyse (LDA) und für lineare Supportvektor-Maschinen
(SVM). Schließlich wurde die Robustheit der Klassifikationsergebnisse gegen Wahl von
verschiedenen Trainingsdatensätzen mittels des multiple random cross-validation Proto-
kolls überprüft. Die Klassifikationsergebnisse lagen auch in diesem strengen Test für fast
alle Trainingsdatensatzgrößen signifikant über der 50%-Basislinie.

Zusammengefasst zeigt die Studie, dass sowohl Einzelmetaboliten als auch Metabo-
litensignaturen in gefrorenem Tumorgewebe mittels GC-TOFMS verlässlich detektiert
werden können. Trotz einer geringen Zahl von 9 Borderlinetumoren war das Verfahren
präzise und reproduzierbar genug, um die Detektion von 2-fachen und auch 1,5-fachen
Änderungen von Metabolitenkonzentrationen zwischen Karzinomen und Borderlinetu-
moren zu erlauben. Mögliche Schwankungen, die z.B. durch verschiedene Zeiten von der
Gewebeentnahme bis zum Einfrieren während der Operation zustande kommen könnten,
sind hinreichend klein und erlauben eine stabile Messung der Metabolitenbiomarker. Da-
mit ergeben sich die folgende Perspektiven für die Metabolomanalyse in der Tumorfor-
schung: 1. Der Vergleich von Tumor- und Normalgewebe sowie von aggressiveren Tumo-
ren mit weniger aggressiven Tumoren kann bei der Identifikation neuer therapeutischer
Zielstrukturen helfen. 2. Metaboliten (und Metabolitensignaturen), die als Biomarker
für Diagnose, Prognose und das Ansprechen auf Therapien dienen, können durch Kor-
relation von Metabolomikdaten mit klinisch-pathologischen Patientendaten identifiziert
werden.

3.2 Metabolomanalyse des kolorektalen Karzinoms

Literatur: Carsten Denkert*, Jan Budczies*, Wilko Weichert*, Gert Wohlgemuth, Mar-
tin Scholz, Tobias Kind, Silvia Niesporek, Aurelia Noske, Anna Buckendahl, Manfred
Dietel, Oliver Fiehn. Metabolite profiling of human colon carcinoma - deregulation of
TCA cycle and amino acid turnover. Molecular Cancer, 2008; 7:72, http://dx.doi.org/
10.1186/1476-4598-7-72. (Geteilte Erstautorschaft: C.D., J.B. und W.W.)

In einer zweiten Metabolomiktudie wurden metabolischen Veränderungen im Ko-
lonkarzinom (n=27) im Vergleich zu normalen Mucosa (n=18) analysiert. Mittels GC-
TOFMS konnten insgesamt 206 Metabolitenpeaks identifiziert werden, von denen 82
(39,8%) signifikant (p < 0, 01) verschieden zwischen den beiden Geweben waren. Ei-
ne überwachte Analyse zeigte, dass Metabolitenklassifikatoren sehr gut zwischen Krebs-
und Normalgewebe unterscheiden konnten. Nearest-Centroid-Klassifikation mit einem
10-Metaboliten-Klassifikator ergab eine Sensitivität von 96% und eine Spezifität von
94%. Wieder wurde die Robustheit der Klassifikationsergebnisse gegen Wahl von ver-
schiedenen Trainingsdatensätzen mittels des multiple random cross-validation Protokolls
überprüft. Die Medianwerte von Sensitivität und Spezifität lagen typischerweise bei 90%
und für viele Trainingsdatensatzgrößen signifikant über der Basislinie von 50%.

Im Rahmen dieser Studie wurde PROFILE-Clustering, eine Methode zu Visualisie-
rung und Interpretation von metabolischen Veränderungen im Kontext metabolischer
Pathways entwickelt und zum ersten Mal vorgestellt. PROFILE-Clustering integriert
Ergebnisse aus der Analyse eines Metabolomikdatensatzes mit biochemischem Wissen.

22



Im ersten Schritt haben wir dazu Paare von Substraten und Produkten aus KEGG
REACTION extrahiert und daraus ein Netzwerk aller in humanen Geweben möglichen
Umwandlungen aufgebaut. Die Distanz zwischen zwei Knoten in diesem Netzwerk ent-
spricht der Zahl der Reaktionen, die benötigt wird, um die entsprechenden Metaboliten
ineinander umzuwandeln. Im zweiten Schritt haben wir diese Distanz zwischen allen Paa-
ren von Metaboliten bestimmt und die Metaboliten mittels eines hierarchischen Cluste-
ring bezüglich dieser Distanz gruppiert. Der dritte Schritt war es, die Änderungen der
Metaboliten (fold changes) im Vergleich zwischen Krebs- und Normalgewebe gegen die
Anordnung des Clusterings als Barplot darzustellen.

Für den Kolonkarzinomdatensatz ergab der Vergleich von Krebs- zu Normalgewebe
das folgende Regulationsmuster: Harnsäurezyklus und viele andere Aminosäuren waren
hochreguliert, wobei Beta-Alanin (4,9-fach) und Methionin (4,3-fach) die im Gesamt-
datensatz am stärksten regulierten Metaboliten waren. Glutamat zeigt eine 1,6-fache
Hochregulation, während Glutamin eine der wenigen herunterregulierten (2,1-fach) Ami-
nosäuren war. Im Fettstoffwechsel fanden wir eine Herunterregulation vieler Metaboliten
einschließlich der freien Fettsäuren C12:0, C18:0, C18:1 und C20:4. Im Kohlenhydratme-
tabolismus zeigte sich eine Herunterregulation von Glucose und Fructose. Im Purin- und
Pyrimidinmetabolismus fanden starke Veränderungen mit Hoch- und Herunterregulation
verschiedener Metaboliten statt.

3.3 METAtarget: Detektion von Schlüsselstellen der Stoffwechselregulation
aus Metabolomdaten

Literatur: Jan Budczies, Carsten Denkert, Berit M. Müller, Scarlet F. Brockmöller,
Manfred Dietel , Jules L. Griffin, Matej Oresic and Oliver Fiehn. METAtarget - extrac-
ting key enzymes of metabolic regulation from high-throughput metabolomik data using
KEGG REACTION information. German Conference on Bioinformatics 2010 (Vor-
trag und Manuskript, peer-reviewed). Lecture Notes in Informatics, 2010; P-173:103-112,
http://subs.emis.de/LNI/Proceedings/Proceedings173/article5798.html.

Bei dieser algorithmischen Arbeit handelt es sich um einen Ansatz des reverse en-
gineerings, der darauf zielt, aus Metabolitemessungen Hypothesen über die zugrunde
liegenden Regulationsmechanismen zu generieren. Änderungen des Metabolitenprofils
sind die finale Antwort einer Zelle auf genetische Veränderungen oder Veränderungen
ihrer Umgebung. Sie liegen damit am Ende einer Kausalkette von Regulationen auf
DNA-Ebene, auf RNA-Ebene auf Proteinebene und auf Ebene der Enzymaktivitäten.

Der neu entwickelte Algorithmus METAtarget verwendet als Input Daten eines Me-
tabolomik-Experiments, das zwei Krankheitszustände miteinander vergleicht. Es kann
sich dabei z.B. um den Vergleich von Krebs- und Normalgewebe oder den Vergleich von
Tumorsubtypen handeln. Im ersten Schritt extrahiert METAtarget mit Hilfe der Da-
tenbank KEGG RPAIR alle Paare von Metaboliten, die Substrat und Produkt in einer
metabolischen Reaktion sind. Im zweiten Schritt wird mit einer Statistik für jedes dieser
Paare die Stärke der Regulation zwischen den beiden Krankheitszuständen bewertet.
Die Statistik ähnelt der Welchs t-Statistik und besitzt zwei unterschiedliche Interpre-
tationen: Erstens misst sie, wie sehr sich der Einfluss, den der Krankheitszustand auf
das Produkt hat von dem unterscheidet, den der Krankheitszustand auf das Substrat
hat. Zweitens kann sie interpretiert werden als Einfluss des Krankheitszustandes auf das
Verhältnis der Konzentration von Produkt und Substrat. Eine signifikante Abweichung
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der Statistik von der Nullverteilung generiert die Hypothese einer verschiedenen Regula-
tion der Umwandlung in den beiden Krankheitszuständen. Im dritten Schritt extrahiert
METAtarget alle zu den Reaktionspartner gehörenden Reaktionen und Enzyme. Die ex-
trahierten Enzyme können mittels zusätzlicher -omik-Datensätze auf Mutationen oder
Veränderungen in Gen- und Proteinexpression untersucht werden.

In der vorliegenden Studie haben wir mittels METAtarget die Metabolomikprofile
von Hormonrezeptor-negativem (ER-) Brustkrebs (n=58) mit Hormonrezeptor-positi-
vem (ER+) Brustkrebs (n=188) verglichen. Insgesamt konnten in diesem Datensatz 91
Substrat-Produkt-Paare analysiert werden, von denen 13 eine hochsignifikante (nach
Bonferroni-Korrektur) Veränderung aufwiesen. Darunter waren sowohl das Verhältnis
Glukose-6-Phophat/Glukose mit einer 2,4-fachen Hochregulation im (ER-)-Mammakar-
zinom sowie das Verhältnis Glutamat/Glutamin mit einer 2,9-fachen Hochregulation
(ER-)-Mammakarzinom. Es wurden sechs Enzyme extrahiert, die ein Umwandlung zwi-
schen Glukose und Glukose-6-Phosphat katalysieren: vier Hexokinasen (HK1, HK2, HK3
und GCK) und zwei Glukose-6-Phosphatasen (G6PC, G6PC2). Des Weiteren wurden 13
Enzyme extrahiert, die eine Umwandlung zwischen Glutamin und Glutamat katalysieren.
Darunter waren zwei Glutaminasen (GLS und GLS2), eine Glutamat-Ammonium-Ligase
(GLUL) und zehn weitere Enzyme, die komplexere Reaktionen katalysieren, bei denen
Glutamin als Aminodonor dient.

Ein externer Genexpressionsdatensatz wurde verwendet, um die von METAtarget de-
tektierten Enzyme auf Änderungen der Genexpression zu untersuchen. Dieser wurde
durch die Fusion von drei über das Repository GEO verfügbaren Datensätzen generiert
und umfasste 508 (ER+)-Mammakarzinome und 176 (ER-)-Mammakarzinome. Unter
den sechs Enzymen, die die Phosphorylierung von Glukose zu Glukose-6-Phosphat ka-
talysieren, zeigte nur die Hexokinase 3 (HK3) eine Veränderung und zwar eine Hochre-
gulation in den (ER-)- im Vergleich zu den (ER+)-Tumoren. Für die Umwandlung von
Glutamin in Glutamate zeigte sich ein komplexeres Expressionsmuster, das die Hochre-
gulation von GLS, sowie die Herunterregulation GLS2 und GLUL beinhaltete.

Glykolyse und Glutaminolyse sind zwei Stoffwechselwege, die von humanen Zellen zur
Energiegewinnung verwendet werden können und in vielen malignen Tumoren hochre-
guliert sind. Zusammengefasst wurde in dieser Studie gezeigt, dass die Anfangsreaktio-
nen sowohl der Glykolyse als auch die Anfangsreaktion der Glutaminolyse im (ER-)-
Mammakarzinom im Vergleich zum (ER+)-Mammakarzinom heraufreguliert sind. Diese
Regulationen führen zu einer Verschiebung des Gleichgewichts der beiden Reaktionen
vom Substrat zum Produkt. Dies passt gut zur klinisch-pathologischen Situation, aus
der das (ER-)-Mammakarzinom als aggressiverer Tumor mit höheren Tumorgrade und
schlechterer Prognose bekannt ist.

3.4 Metabolomanalyse des Mammakarzinoms: Tumor- versus
Normalgewebe

Literatur: Jan Budczies, Carsten Denkert, Berit M. Müller, Scarlet F. Brockmöller,
Frederick Klauschen, Balazs Györffy1, Manfred Dietel, Christiane Richter-Ehrenstein,
Ulrike Marten, Reza M. Salek, Julian L. Griffin, Mika Hilvo, Matej Orešič, Gert Wohl-
gemuth, Oliver Fiehn. BMC Genomik, 2012; 13:334, http://dx.doi.org/10.1186/1471-
2164-13-334.

Die drei folgenden Studien (3.4, 3.5 und 3.6) haben die Metabolomikanalyse des
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Mammakarzinoms zum Thema und wurden innerhalb des Verbundprojekts METAcan-
cer durchgeführt, das im 7. Rahmenprogramm der Europäischen Kommission gefördert
wurde. In METAcancer wurde das Mammakarzinom mittels drei Metabolomikmethoden
(GC-MS, LC-MS und NMR) untersucht mit dem Ziel, neue diagnostische, prognostische
und prädiktive Biomarker zu identifizieren. Dazu wurde an der Charité eine Biobank
aus frischgefrorenen und paraffineingebetteten Proben des primären Mammakarzinoms
aufgebaut. Für die Metabolomanalysen standen gefrorene Proben von 271 Tumorgewe-
ben und 98 Normalgeweben der Mamma zu Verfügung. Für immunhistologische Studien
waren darüber hinaus formalinfixierte und paraffineingebettete Proben in einer Teil-
kohorte vorhanden. In METAcancer wurde prospektiv eine Aufteilung der Gewebe in
einen Trainingsdatensatz (2/3) und einen Validierungsdatensatz (1/3) vorgenommen.
Durch Minimierung der Kullback-Leibler-Divergenz wurde die Aufspaltung so optimiert,
dass die beiden Datensätze bezüglich der wichtigsten klinisch-pathologischen Parameter
gut übereinstimmten. Die drei hier vorzustellenden Studien behandeln die Analyse der
in METAcancer generierten GC-TOFMS-Daten unter Einbeziehung von genomweiten
Genexpressionsdaten und von immunohistologischen Daten.

In der ersten der drei Studien wurden die Metabolitenveränderungen im Krebsge-
webe im Vergleich zum Normalgewebe analysiert. Insgesamt konnten in den Geweben
468 Metabolitenpeaks identifiziert werden, von denen die Mehrzahl von 368 (79%) si-
gnifikant verschieden zwischen Krebs- und Normalgeweben war (p < 0.05 in Trainings-
und Validierungsdatensatz). Zur Interpretation dieser Veränderungen wurden diese als
PROFILE- Clustering und in Form eines metabolischen Netzwerks visualisiert. Im Glu-
kosestoffwechsel fanden wir eine Herunterregulation verschiedener Zucker (Glukose, Fruk-
tose und Sucrose) bei einer Hochregulation von Glukose-6-Phosphat. Dieses Ergebnis
kann als Folge des Warburgeffekts, nämlich einer stärkeren Aufnahme der Zucker durch
die Krebszellen und einer höheren Aktivität der Glykolyse, interpretiert werden. Im
Glutaminstoffwechsel fanden wir eine Hochregulierung der meisten Aminosäuren inklu-
sive Glutamat, während Glutamin keine signifikante Änderung zeigte. In Purin- und
Pyrimidinmetabolismus zeigt sich eine Hochregulation vieler Metaboliten, kompatibel
mit einem stärkeren Bedarf an diesen Molekülen für den für den Aufbau von DNA und
RNA in stark proliferierenden Zellen.

Viele freie Fettsäuren (C14:0, C15:0, C16:0, C17:0, C18:0 und C20:0) waren herunter-
reguliert in den Krebsgeweben. Dieses scheint auf dem ersten Blick in Widerspruch zu
stehen zu dem Paradigma einer verstärkten Lipogenese in Krebszellen und einer Hoch-
regulation der fatty acid synthase (FASN) in vielen Krebszellen. Möglicherweise ist die
Lipogenese tatsächlich erhöht im Mammakarzinom, aber die freien Fettsäuren werden
schnell weiter zu komplexeren Glycerophospholipiden metabolisiert. Tatsächlich wurde
in einer Lipidomikstudie im METAcancer-Projekt eine Hochregulation vieler Membr-
anlipide in Krebsgeweben im Vergleich zu Normalgeweben gefunden [70]. Ebenfalls zu
dieser Hypothese passt die im GC-TOFMS-Datensatz detektierte Hochregulation von
Phospho-Ethanolamine bei Herunterregulation von Ethanolamine. Die Phosphorylierung
von Ethanolamine bildet den ersten Schritt des Kennedy-Pathways, der zur Synthese von
Membranlipiden führt.

Schließlich haben wir die Fragestellung behandelt, wie gut sich Krebs- von Normal-
geweben durch Metabolitenklassifikatoren trennen lassen und wie viele Metaboliten für
einen solchen Klassifikator benötigt werden. Die Mamma besteht aus verschiedenen Ge-
webestrukturen, einerseits den Loboli, den Milchgängen und Muskelgewebe (im Folgen-
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den als normales Mammagewebe bezeichnet), andererseits enthält sie eine große Menge
an Fettgewebe. Die Gewebeinhomogenität spiegelte sich in den Gewebeproben wider,
für die getrennt der Anteil an Tumorzellen, der Anteil an normalem Mammagewebe und
der Anteil an Fettgewebe bestimmt wurde. An einen Klassifikator wurde die Forderung
gestellt, sowohl Krebszellen von normalem Mammagewebe als auch Krebszellen von Fett-
gewebe trennen zu können. Mit der Forderung, dass ein Marker beide Trennungen mit
mindestens 80% Sensitivität und 80% Spezifität erreichen soll, wurden die möglichen
Biomarker auf eine Liste von 20 Metaboliten reduziert. 13 dieser Marker waren hochre-
guliert in den Krebsgeweben (

”
Tumormarker“), 7 dieser Marker waren herunterreguliert

in den Krebsgeweben (
”
Normalgewebemarker“).

Im nächsten Schritt wurden 2-Metabolitenmarker, die aus Quotienten von Tumormar-
kern und Normalgewebemarkern gebildet wurden, auf ihre Klassifikationsgenauigkeit un-
tersucht. Die beste Trennung wurde durch das Verhältnis R = Cytidine-5-Monophosphat
/ Pentadecansäure erreicht, mit einen Fläche unter der ROC-Kurve von 0,97, einer Sen-
sitivität von 95% und einer Spezifität von 94%. Andererseits zeigt sich eine fast ebenso
gute Performanz von vielen anderen 2-Metabolitenklassifikatoren, die sich statistisch
nicht vom Marker R unterschied. Abschließend untersuchten wir, ob sich die Ergebnisse
für die Trennung durch eine höhere Zahl von Metaboliten im Klassifier und andere Klas-
sifikationsmethoden verbessern lassen. Weder ein mittels nearest centroid classification
optimierter 2-Metaboliten-Klassifikator, noch ein 20-Metaboliten-Klassifikator, noch ein
alle Metaboliten mit bekannter chemischer Struktur einbeziehender 162-Metaboliten-
Klassifikator erzielten ein signifikant besseres Ergebnis als der Marker R.

3.5 Metabolomanalyse des Mammakarzinoms: ER-negative versus
ER-positive Tumore

Literatur: Jan Budczies, Scarlet F. Brockmöller, Berit M. Müller, Dinesh K. Baru-
pal, Christiane Richter-Ehrenstein, Anke Kleine-Tebbe, Julian L. Griffin, Matej Orešič,
Manfred Dietel, Carsten Denkert, Oliver Fiehn. Comparative metabolomik of estrogen
receptor positive and estrogen receptor negative breast cancer: alterations in glutamine
and beta-alanine metabolism. Journal of Proteomik, 2013; 94:279-288, http://dx.doi.org/
10.1016/j.jprot.2013.10.002.

In der zweiten Metabolomikstudie zum Mammakarzinom wurde der Östrogenrezeptor-
negative (ER-) mit dem Östrogenrezeptor-positiven (ER+) molekularen Subtyp vergli-
chen. 40 Metabolitenpeaks, von denen 19 auf eine bekannte chemische Struktur ab-
gebildet werden konnten, waren signifikant verschieden zwischen den beiden Subtypen
(p < 0.05 in Trainings- und Validierungsdatensatz). Unter diesen Metaboliten zeigte
Beta-Alanin den stärksten und signifikantesten Unterschied zwischen (ER-) und (ER+)-
Tumoren (fold change = 2,4; p=1,5E-20). Weiter fanden sich Unterschiede im Glutamin-
Stoffwechsel mit einer Hochregulation von Glutamate und 2-Hydroxyglutarat sowie eine
Herunterregulation von Glutamine im (ER-)-Mammakarzinom.

In einer Subkohorte von 154 Tumoren wurde eine genomweite Genexpressionsana-
lyse mittels des DASL-Assays durchgeführt. Aus diesen Daten konnte die Expression
von 1368 in der KEGG-Datenbank annotierten Enzymen extrahiert werden. In einer
unüberwachten Analyse wurden die 162 identifizierten Metaboliten mit den Expressi-
onslevels der 1368 Enzyme korreliert. Von diesen Metaboliten-Transkript-Paaren zeig-
ten fünf Paare eine starke und hochsignifikante Spearman-Korrelation von |R| > 0, 5
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(alle p-Werte < 1, 0E − 11). Unten den beiden allerstärksten Korrelationen war ei-
ne hochsignifikante negative Korrelation der Aminosäure Beta-Alanin mit dem En-
zym 4-Aminobutyrate-Aminotransferase ABAT (R=-0,62). Interessanterweise lieferte
die unüberwachte Korrelationsanalyse hier einen biochemisch sehr gut interpretierbaren
Zusammenhang: Beta-Alanin ist ein Substrat von ABAT durch das es zu Malonate-
Semialdehyde transaminiert wird. ABAT ist besser bekannt als GABA-Transaminase,
da ABAT neben Beta-Alanine auch die Gamma-Aminobuttersäure (GABA) als Substrat
hat. GABA spielt als Neurotransmitter eine wichtige Rolle im menschlichen Gehirn. Ob-
wohl der GC-TOFMS-Analyse grundsätzlich zugänglich, konnte in den Brustkrebsgewe-
ben keine signifikante Konzentration von GABA detektiert werden.

Zusätzlich zum Expressionslevel von ABAT analysierten wir mittels Immunhistoche-
mie die Expression des ABAT-Proteins. Wir fanden eine starke und hochsignifikante
positive Korrelation von ABAT-Protein und ABAT-RNA (p=2,4E-07) sowie eine starke
und hochsignifikante negative Korrelation von ABAT-Protein und Beta-Alanin (p=4,8E-
07). Von den (ER-)-Tumoren zeigten nur 2,1%, von den (ER+)-Tumoren hingegen 41,0%
eine starke zytoplasmatische Färbung für ABAT. Schließlich analysierten wir den Einfluß
der ABAT-Expression auf das rezidivfreie Überleben beim Mammakarzinom. In einem
großen Datensatz von 2896 Patienten, der mittels des Tools Kaplan-Meier-Plotter [71]
untersucht wurde, war ABAT ein starker und hochsignifikanter positiver Prognosemarker
(HR=0,60; p=3,2E-15). Ebenfalls ein signifikanter positiver Prognosemarker war ABAT
im ER-positiven Mammakarzinoms sowie auch im ER-negativen Mammakarzinoms.

Zusammengefasst zeigte diese Studie zum ersten Mal, dass das (ER+)-Mammakarzinom
und das (ER-)-Mammakarzinom zusätzlich zu dem bekannten starken Genexpressions-
unterschieden, starke Unterschiede im Stoffwechsel besitzen, die sich in voneinander ver-
schiedenen Metabolitenmustern manifestieren. Mittels einer Multiomik-Strategie konn-
ten wir eine differentielle Regulation des Beta-Alanin-Abbaus detektieren, die Unter-
schiede in der Expression des ABAT-Gens und des ABAT-Proteins umfasst. Kaplan-
Meier-Analyse eines großen unabhängigen Datensatzes zeigte, dass die ABAT-RNA ein
prognostischer Marker für das Mammakarzinom insgesamt, sowie das (ER+)-Mamma-
karzinom und das (ER-)-Mammakarzinom ist.

3.6 Metabolomanalyse des Mammakarzinoms: Glutamat-Anreicherung als
neuer diagnostischer Parameter

Literatur: Jan Budczies, Berit M. Pfitzner, Balazs Györffy, Klaus-Jürgen Winzer, Cor-
nelia Radke, Manfred Dietel, Oliver Fiehn, Carsten Denkert. Glutamate enrichment as
new diagnostic opportunity in breast cancer. International Journal of Cancer, 2015;
136(7):1619-28, http://dx.doi.org/10.1002/ijc.29152.

Die dritte Studie zur Metabolomanalyse des Mammakarzinom ist einer genauen Ana-
lyse des Glutamine-Stoffwechsels gewidmet. Motivation für diese fokussierte Analyse ist,
dass für viele Tumorzellen - zusätzlich zu Glukose - Glutamin eine wichtige Energiequel-
le und einen wichtigen molekularen Baustein darstellt. Der erste Schritt der zellulären
Verwendung von Glutamin ist seine Umwandlung in Glutamat, zum Beispiel durch eine
Glutaminase. Hier setzen drei in den letzten Jahren vorgestellte neue spezifische Inhibi-
toren der Glutaminase 1 (GLS1) an: BPTES, 968 und CB-839 [20, 21, 22].

Im Vergleich Mammakarzinom zu Mammanormalgewebe fanden wir eine starke Er-
höhung von Glutamat (fold change = 6,9), während Glutamin unverändert war. Ei-
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ne positive Korrelation von Glutamat und Glutamin in den Normalgeweben (R=0,56)
änderte sich zu einer negativen Korrelation (R=-0,46) in den Krebsgeweben. Zwischen
(ER-)-Mammakarzinom und (ER+)-Mammakarzinom detektierten wir eine Erhöhung
von Glutamat (fold change = 1,5) und eine Erniedrigung von Glutamin (fold change =
-2,1). Alle dieser Änderungen waren hochsignifikant im Trainingsdatensatz und konnten
im Validierungsdatensatz validiert werden.

Im Hauptteil der Studie wurde der Quotient aus Glutamat- und Glutaminkonzentra-
tion, das glutamate/glutamine ratio (GGR), untersucht. Das GGR war signifikant höher
in (ER+)-Tumoren im Vergleich zu Normalgeweben (fold change = 5,6) und signifikant
höher in (ER-)-Tumoren im Vergleich zu (ER+)-Tumoren (fold change = 3,2). Es wurde
ein Schwellenwert von GGR = 2 festgelegt und alle Gewebe mit Metabolitenkonzen-
trationen unter diesem Schwellenwert als Glutamat-normal und alle Gewebe über die-
sem Schwellenwert als Glutamat-angereichert klassifiziert. Mit dieser Festlegung waren
2% der Normalgewebe, 56% der (ER+)-Tumore und 88% der (ER-)-Tumore Glutamat-
angereichert. Weiter zeigt sich eine signifikante Korrelation des GRR mit dem Tumorgra-
ding, aber keine signifikante Korrelation mit anderen klinisch-pathologischen Parametern
wie Tumorstadium, Nodalstatus und HER2-Status. Sowohl in einer univariaten als auch
einer multivariaten Analyse war das GRR ein positiver prognostischer Marker für das
Mammakarzinom.

Ferner untersuchen wir die Korrelation des GGR mit dem Metabolomik-Gesamtdaten-
satz und den genomweiten Genexpressiondaten. In einem unüberwachten hierarchischen
Clustering der Metabolomikdaten der Tumore kristallisierten sich zwei Hauptcluster her-
aus: Das eine der beiden Cluster bestand überwiegend aus Glutamat-angereicherten Tu-
moren, während das andere Cluster mit Glutamat-normalen Tumoren angereichert war.
In einer überwachten Analyse konnte ein 25-Metaboliten-Klassifikator (ohne Glutamin
und Glutamat) für die Trennung der Glutamat-angereicherten von den Glutamat-nor-
malen Tumoren validiert werden mit einer Fläche unter der ROC-Kurve von 0.92. Hin-
gegen konnte mit einem im Genexpressiondatensatz optimierten 100-Gene-Klassifikator
nur eine Fläche unter der ROC-Kurve von 0.84 erreicht werden. Zusammengefasst zeigen
diese Daten, dass sich die Höhe des GGR sehr stark mit dem globalen Metabolitenmus-
ter im GC-TOFMS-Datensatz korreliert. Hingegen zeigt der Ansatz, einen Surrogat-
Klassifikator aus Genexpressiondaten zu erstellen, nur begrenzte Genauigkeit. Insbeson-
dere zeigte das GGR keine signifikante Korrelation mit den beiden Glutaminasen GLS
und GLS2 und eine zwar signifikante, aber nur mäßige negative Korrelation (R = -0,28)
mit der Glutamat-Ammonium-Ligase GLUL.

In dieser Studie wurde eine neue Klassifikation des Mammakarzionoms in Glutamat-
angereicherte und Glutamat-normale Tumore mittels des GRR vorgestellt. Die Hochre-
gulation des GRR in Mammakarzinomen im Vergleich zu Normalgeweben ist im Einklang
mit einer speziellen Verwendung von Glutamin in Krebszellen, die für viele Tumorar-
ten beschrieben ist. An dieser Stelle setzen die in den letzten Jahren entdeckten neuen
Glutaminase-Inhibitoren an, die darauf zielen, den ersten Schritt der Glutaminverwen-
dung durch die Krebszelle zu blockieren. Unsere Studie zeigte eine Erhöhung des GGR in
88% der (ER-)Tumore und in 56% der (ER+)-Tumore. Sie unterstützt damit Ergebnisse
aus Zellkultur und Tiermodellen, die eine Auswertung der Glutaminase-Inhibitoren im
triple-negativen Mammakarziom priorisieren [22]. Allgemeiner zeigten unsere Ergebnisse
keine Abhängigkeit der Metabolitenprofile vom HER2-Status und lassen eine Auswer-
tung der Glutaminaseinhibitoren in (ER-)-Tumoren und ausgewählten (ER+)-Tumoren
interessant erscheinen.
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4 Diskussion

Im Jahr 2006 haben wir mit unserer Studie zu Ovarialtumoren eine der ersten Meta-
bolomikstudien an einer großen Kohorte von Tumorgeweben vorgestellt [45]. In dieser
Studie zeigten wir, dass eine reproduzierbare Analyse von Metaboliten in Gefrierge-
weben mittels GC-TOFMS möglich ist. Die resultierenden Metabolitenmuster trennten
invasive Ovarialkarzinome von Borderlinetumoren des Ovars mit hoher Sensitivität und
Spezifität. Die Metabolomforschung setzten wir in einer Studie zum Kolonkarzinom und
vier Studien zum Mammakarzinom fort. Letztere wurden in den Verbundprojekten ME-
TAcancer und ARROWS von der EU-Kommission gefördert. Etwa seit der Jahrtau-
sendwende ist die Metabolomik als jüngstes Fach zu den anderen –omik-Wissenschaften
hinzugetreten mit einer bis heute anhaltenden starken jährlichen Zunahme von Studien
insgesamt und insbesondere von Krebsstudien (Abbildung 1, S. 12). Die Metabolanalyse
von Krebsgeweben ist aus mehreren Gründen interessant:

Erstens können Metabolomuntersuchungen bei der Identifikation von therapeutischen
Zielstrukturen helfen. Auf Grund des markant veränderten Stoffwechsels von Krebszellen
im Vergleich zu Normalzellen existiert ein therapeutisches Fenster für in den Zellstoff-
wechsel eingreifende Substanzen. Vergleichende Metabolomanalysen an Krebs- und Nor-
malgeweben können helfen die Veränderungen des Zellstoffwechsels zu detektieren und zu
charakterisieren. Hierzu haben wir eigene Studien am Kolonkarzinom und am Mamma-
karzinom durchgeführt [72, 73]. Eine seit langem bekannte metabolische Veränderung in
Krebszellen ist der Warburgeffekt, der zu einer verschiedenen Metabolisierung von Glu-
kose in Krebszellen im Vergleich zu Normalzellen führt. Daher sind verschiedene Substan-
zen entwickelt worden, die die an der Glykolyse beteiligte Enzyme wie z.B. Hexokinasen
und Pyruvatkinasen hemmen. Einige dieser Substanzen werden derzeit in klinischen
Studien getestet [74]. Neben Glukose wird auch Glutamat von vielen Krebszellen anders
metabolisiert als von Normalzellen. Unsere Metabolomik-Analyse zeigte ein erhöhtes
Glutamat-Glutamine-Verhältnis im Mammakarzinom im Vergleich zum Normalgewebe
[75].

Das zweite Ziel der Metabolomuntersuchungen an Tumorgeweben ist die Identifikation
und Validierung neuer diagnostischer, prognostischer und prädiktiver Biomarker. Da eine
immer größere Zahl von zielgerichteten systemischen Therapien zu Verfügung steht, wer-
den molekulare Marker in der heutigen Krebsmedizin dringender denn je benötigt. Die
Entwicklung einer therapiebegleitenden Diagnostik (companion diagnostics) wird von
den Pharmafirmen in der Regel parallel zur Entwicklung des Wirkstoffes vorangetrieben,
um eine sichere und effektive Nutzung des Medikaments zu ermöglichen. Ein Beispiel
für die Erfolgsgeschichte von Biomarkern ist die Klassifikation des Mammakarzinoms
in molekulare Subtypen. Die Bestimmung von Hormonrezeptor und HER2-Status beim
Mammakarzinom ist heute weltweiter Standard und mit den Behandlungsmöglichkeiten
einer endokrinen Therapie (z.B. mit Tamoxifen) bzw. einer anti-HER2-Therapie (z.B.
mit Trastuzumab) verknüpft.

4.1 Diagnostische, prognostische und prädiktive Marker

In den vorgelegten Originalarbeiten haben wir diagnostische Marker vorgestellt, die
Ovarialkarzinome von Borderlinetumoren, Kolonkarzinome von Kolonnormalgewebe und
Mammakarzinome von Normalgewebe der Mamma trennen [45, 72, 73]. Trotz guter Er-
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gebnisse werden Metabolomanalysen den Goldstandard einer histopathologischen Ge-
webeanalyse sicher nicht ersetzen, denn letztere trägt mit der optische-mikroskopische
Begutachtung der räumlichen Inhomogenität und Komplexität einer Gewebeprobe in
idealer Weise Rechnung. Denkbar ist eine unterstützende Funktion der Metabolomik,
wenn eine histopathologische Klassifikation nicht einfach ist (Trennung Ovarialkarzinom
von Borderlinetumoren) oder eine schnelle Diagnose nötig ist (Bewertung der Qualität
von Biopsien, Bewertung der Malignität von Gewebeproben im Operationssaal).

Bei der vergleichenden Analyse des hormonrezeptor-negativen Mammakarzinoms mit
dem hormonrezeptor-positiven Mammakarzinom identifizierten wir die Regulation des
Beta-Alanin-Abbaus als prädiktiven Marker [76]. Die Regulation zeigte sich in einer Her-
abregulation des ABAT-Transkripts, die mit einer Akkumulation von Beta-Alanin kor-
relierte. Bei ABAT handelt es sich um eine Aminotransferase, die den ersten Schritt des
Abbaus von Beta-Alanin katalysiert. In einer Analyse eines großen externen Genexpressi-
onsdatensatzes war ABAT ein positiver prognostischer Marker für das Mammakarzinom
insgesamt, wie auch für die beiden molekularen Subtypen des Hormonrezeptor-positiven
und des Hormonrezeptor-negativen Mammakarzinoms.

Bei der Analyse des Glutaminmetabolismus im Mammakarzinom identifizierten wir
das Glutamate/Glutamine-Verhältnis (glutamate/glutamine ratio, GGR) als möglichen
prädiktiven Marker für eine Therapie mit Glutaminase-Inhibitoren [75]. Das GGR ist
im Mammakarzinom im Vergleich zu Normalgeweben der Mamma erhöht. Ein Cutoff-
Punkt für das GGR wurde in der Weise festgelegt, dass alle Normalgewebe im Trai-
ningsdatensatz unter diesem Cutoff-Punkt lagen. Mit dieser Definition waren 88% der
Hormonrezeptor-negativen und 56% der Hormonrezeptor-positiven Mammakarzinome
Glutamate-angereichert. Dieses Ergebnis generiert die Hypothese, dass vor allem Hor-
monrezeptor-negative und ausgewählte Hormonrezeptor-positive Mammakarzinompati-
entinnen von einer Therapie mit Glutaminase-Inhibitoren profitieren könnten. Es ist
im Einklang mit Ergebnissen aus Zellkulturmodellen und einem Mausmodell, in denen
Modelle des tripel-negativen Mammakarzinoms am besten auf die Therapie mit CB-839
ansprachen [22].

Methodisch handelt es sich bei den hier vorgestellten Metabolomikanalysen um retro-
spektive Studien an Gefriergewebekohorten. Die Analysen beruhen auf der Korrelation
der Metabolomikdaten mit klinisch-pathologischen Parametern, der Korrelationsanalyse
innerhalb der Metabolomikdaten und der Korrelation der Metabolomikdaten mit an-
deren –omik-Daten oder immunhistologischen Daten. Somit untersuchen die Studien
Korrelationen, aber keine Kausalitäten und sind hypothesengenerierend in Bezug auf
die zugrunde liegenden molekularen Mechanismen oder die Wirkung von Therapien. Bei-
spielsweise lassen unsere Daten es wahrscheinlich erscheinen, dass es im Hormonrezeptor-
negativen Mammakarzinom durch eine Herabregulierung der Expression von ABAT zu
einer Akkumulation von Beta-Alanin kommt. Als weiteres Beispiel lässt die Erhöhung des
Glutamat/Glutamin-Verhältnisses in fast allen Hormonrezeptor-negativen Tumoren und
einigen Hormonrezeptor-positiven Tumoren eine Evaluation der neuen Glutaminaseinhi-
bitoren in Patienten mit solchen Tumoren besonders erfolgversprechend erscheinen. Die
Validierung dieser Hypothesen kann jedoch grundsätzlich nur in Systemen durchgeführt
werden, die ein experimentelles Eingreifen zulassen, also entweder in Modellsystemen
(Zellkultur oder Tiermodell) oder in randomisierten klinischen Studien.
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4.2 Bioinformatische Methoden

Für die Auswertung und Interpretation von Metabolomikdaten können einerseits bio-
informatische Methoden verwendet werden, die zur Analyse anderer –omik-Datenarten
entwickelt wurden, aber von universeller Anwendbarkeit sind und solche, die spezifisch
auf die Analyse von Metabolomikdaten zugeschnitten sind. Nicht weiter eingegangen wer-
den kann an dieser Stelle auf die Verarbeitung der Rohdaten, bei GC-TOFMS-Analysen
aus den Ionenflugzeiten und den Massenspektren bestehen. Die Zusammenfassung der
Rohdaten zu Intensitäten definierter Metaboliten wurde für die hier vorgestellten GC-
TOFMS-Studien am Fiehn Lab mit Hilfe der spektralen Datenbank Binbase durch-
geführt [77].

Durch den Einsatz der gleichen Gewebemengen (z.B. von Proben gleichen Gewichts)
kann versucht werden, aus der GC-TOFMS-Messung zwischen den Proben vergleichba-
re Intensitäten zu erhalten. Da jedoch bei der Wägung der Anteil von Wasser in den
Proben schwer kontrolliert werden kann und wegen der Inhomogenität der Gewebepro-
ben im Hinblick auf verschiedene Arten von malignen und nicht-malignen Zellen, kann
jedoch trotzdem nicht sichergestellt werden, dass für jede Probe die gleiche Anzahl an
Tumorzellen zur Analyse kommt. In allen unseren Studien haben wir daher eine Ska-
lierungsnormalisierung durchgeführt, bei der die Intensität jedes Metaboliten durch die
Summe der Intensitäten aller gemessenen und auf eine wohldefinierte chemische Struk-
tur abgebildeten Metaboliten dividiert wird. In der Tat haben wir in der Studie zum
Kolonkarzinom gezeigt, dass die Muster von differentiellen Metaboliten zwar konsistent
zwischen normalisierten und nicht-normalisierten Daten sind, eine Datennormalisierung
jedoch zu einer höheren Sensitivität bei der Detektion differentiellen Metabolitenkon-
zentrationen führt [72].

4.2.1 Differentiell veränderte Metaboliten

Zur Detektion differentiell veränderter Metaboliten zwischen zwei klinisch-pathologisch
unterschiedlichen Gruppen von Geweben verwendeten wir in allen drei Studien Welchs
t-Test. Es hat sich gezeigt, dass die Metabolitenwerte der GC-TOF-Daten auf logarith-
mischer Skala in guter Näherung normalverteilt sind. Zum Beispiel wiesen in den Tumo-
ren des Mammakarzinomdatensatzes von 162 Metaboliten nur 21 (13%) eine Shapiro-
Wilk-Statistik W < 0.9 und nur 3 (2%) eine Shapiro-Wilk-Statistik W < 0.8 auf. Eine
Verwendung der p-Werte aus der Shapiro-Wilk-Statistik oder ähnlichen Statistiken zur
Entscheidung, ob ein parametrischer oder nicht-parametrischer Test verwendet werden
soll, halten wir für wenig hilfreich. Die Signifikanz dieser p-Werte hängt von der Fallzahl
ab und ein solches Vorgehen würde daher zu einer unsinnigen Abhängigkeit der Entschei-
dung für einen nicht-parametrischen Test von der Fallzahl führen. Die Verwendung von
Welchs t-Tests in den hier vorgestellten Studien wird durch die Beobachtung unterstützt,
dass der t-Test sehr robust auch gegen starke Abweichungen von der Normalverteilung
ist [78]. Kritisch ist hingegen eine Anwendung von Students t-Test bei gleichzeitig ver-
schiedener Varianz und verschiedener Fallzahl in den zu vergleichenden Gruppen [78].
Klinisch-pathologisch relevante Tumorsubtypen z.B. des Mammakarzinoms besitzen un-
terschiedliche Inzidenz, so dass es auch in unseren Kohorten zu Gruppenvergleichen mit
stark unterschiedlichen Fallzahlen kam. Daher haben wir für unsere Analysen durch-
gehend Welchs t-test und nicht Students t-test verwendet. Der Welch-Test verwendet
im Gegensatz zum Student-Test keine gepoole Schätzung der Varianz und ist mit un-
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terschiedlichen Varianzen und Fallzahlen in den zu vergleichenden Gruppen verträglich
[79].

Praktisch validieren konnten wir den von uns verwendeten Test in der Studie zum
Mammakarzinom, in der prospektiv eine Aufspaltung in einen Trainingsdatensatz (2/3)
und einen Validierungsdatensatz (1/3) vorgenommen wurde. Beim Vergleich Tumor ge-
gen Normalgewebe wurden 427 signifikant (p < 0.05, ohne Korrektur für multiples
Testen) veränderte Metabolitenpeaks detektiert, von denen 368 (86%) validiert wer-
den konnten [73]. Beim Vergleich von Hormonrezeptor-positivem Brustkrebs mit Hor-
monrezeptor-negativem Brustkrebs wurden 65 signifikant veränderte Metabolitenpeaks
detektiert, von denen 40 (62%) validiert werden konnten [76]. Die Tatsache, dass in die-
sen beiden Analysen nicht alle Metaboliten validiert werden konnten, ist wahrscheinlich
zum größten Teil eine Folge von falsch-positiven Detektionen im Rahmen des multiplen
Testens. Die Verwendung einer p-Wertschwelle von 0.05 bei einer Gesamtzahl von 468
Metabolitenpeaks lässt eine Gesamtzahl von 23 falsch positiven Detektionen erwarten.
Dies entspricht ziemlich genau der Zahl von nicht-validierbaren Detektionen bei der Ana-
lyse des Hormonrezeptorstatus. Bei der vergleichenden Analyse zwischen Tumor- und
Normalgewebe war die Zahl der nicht-validierbaren Detektionen größer. Hier könnten
Gewebeinhomogenitäten und insbesondere eine ungleiche Zusammensetzung der Nor-
malgewebe in Trainings- und Validierungsdatensatz einen Teil der nicht-validierbaren
Detektionen erklären. Bei den Krebsgeweben war ein Mindesttumorzellgehalt von 40%
eine Voraussetzung für die Integration in die Studie. Sehr inhomogen war die Zusam-
mensetzung der Normalgewebe, die z.B. einen Anteil von 40% oder mehr an normalem
Brustgewebe aufweisen konnten oder aber komplett oder zu über 60% aus Fettgewebe
bestehen konnten.

Eine Korrektur für multiples Testen der in der Biomedizin üblichen Signifikanzschwel-
le p < 0.05 wurde in der Studie zum Ovarialkarzinom, in der Studie zum Kolonkarzinom
und in den Studien zum Mammakarzinom in unterschiedlicher Weise durchgeführt: In
der Ovarstudie legen wir eine Signifikanzschwelle von p < 0.01 fest und detektierten
damit 51 signifikante Änderungen in einem Datensatz von 291 Metabolitenpeaks. In ei-
ner Monte-Carlo-Analyse generierten wir 1000 permutierte Datensätze, bei denen die
Proben zufällig in Ovarialkarzinome und Borderlinetumore eingeteilt wurden. In dieser
Weise modellierten wir die Nullverteilung und schätzten aus der Zahl der signifikanten
Findungen in den permutierten Datensätzen die false discovery rate (FDR) ab. Für die
Signifikanzschwelle p¡0.01 ergab sich eine moderate FDR von 7.8%. In der Studie zum
Kolonkarzinom untersuchten wir in einem Datensatz von 206 Metabolitenpeaks die drei
verschiedenen Schwellenwerte p = 0.05, 0.01 und 0.0024, von denen der letztgenannte
Schwellenwert einer Bonferronikorrektur entspricht. Für jede dieser Schwellen führten
wir eine Permutationsanalyse durch und erhielten die Abschätzungen FDR=8.2%, 2.3%
und 0.2%. In der Studie zum Mammakarzinom forderten wir im Trainingsdatensatz, wie
auch im unabhängigen, prospektiv definierten Validierungsdatensatz eine Signifikanz von
p < 0.05. (Genauer gesagt forderten wir für die Validierung eine Regulation in dieselbe
Richtung und eine Signifikanz p < 0.05 beim einseitigen Test.) Bei 468 gemessenen Me-
tabolitenpeaks führt dieses Vorgehen dazu, dass (wegen 468×0.05×0.05 = 1.4) unter der
Nullhypothese maximal mit 1-2 falsch positiven Findungen zu rechnen ist. Zusammenge-
fasst liegt die Zahl der untersuchten Moleküle in einer typischen Metabolomikstudie um
zwei Größenordnungen unter der Zahl der in einer genomweiten Expressionsstudie. Dies
führt dazu, dass die p-Wert-Korrektur in Metabolomikstudien weniger streng gewählt
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werden kann als in Microarraystudien. Daher ist in Metabolomikstudien der Verlust an
Detektionssensitivität durch Korrektur für multiples Testen in der Regel moderat.

4.2.2 Unüberwachte Mustererkennung

Zusätzlich zur sukzessiven Analyse der einzelnem Moleküle erlauben –omik-Daten das
Studium der Korrelationsstruktur einerseits des gesamten Metaboloms und andererseits
der gesamten Patientenkohorte sowie die Verwendung von Mustern aus mehreren oder
vielen Metaboliten als Biomarker. Einerseits können Methoden des unüberwachten Ler-
nens verwendet werden, um klinisch relevante Gruppierungen von Patienten oder Meta-
boliten neu zu entdecken. Andererseits können Methoden des überwachten Lernens dazu
verwendet werden, Metabolitenmuster zu identifizieren, die mit einem Krankheitspara-
meter oder dem klinischen Verlauf der Krankheit korrelieren, also zum Bespiel prognos-
tisch für das klinische Ergebnis oder prädiktiv für das Ansprechen auf eine Therapie sind.
Unüberwachte Methoden unterscheiden sich von überwachten Methoden grundsätzlich
dadurch, dass erstere auf die Detektion von Strukturen ohne Hinzunahme von externen
Parametern zielen, während zweitere die Prädiktion eines klinischen Parameters aus den
–omik-Daten zum Ziel haben, der mit in die Analyse einbezogen wird.

Heatmaps mit hierarchischen Clustering von Genen und Patienten sind die verbrei-
tetste Methode zur unüberwachten Analyse von Genexpressionsdaten und zur Visuali-
sierung von Genexpressionmustern. Auch für Metabolomikdaten eignen sich Heatmaps
einerseits zur Visualisierung von differenziell regulierten Metaboliten, andererseits aber
auch als unüberwachte Methode zur Entdeckung neuer Krankheitssubtypen. In unse-
rer GC-TOFMS-Studie führte ein hierarchisches Clustering über alle Metaboliten zur
Aufspaltung der Mammakarzinome in zwei deutlich getrennte Patientencluster [75]. Ein
molekularer Unterschied zwischen den Geweben in den beiden Clustern bestand in ih-
rem unterschiedlichen Aminosäuregehalt: Die Gewebe des ersten Clusters wiesen ein
viel höheres Glutamate-Glutamine-Verhältnis (GGR) als die Gewebe des zweiten Clus-
ters auf. Die hier beschriebene Clusteringstruktur fanden wir im Trainingsdatensatz des
METAcancer-Projekts und konnten sie im Validierungsdatensatz validieren.

4.2.3 Überwachte Mustererkennung

Methoden des überwachten Lernens (im Folgenden synonym auch als
”
Klassifikation“ be-

zeichnet) können dazu verwendet werden mittels -omik-Daten einen molekularen Test zu
konstruieren. Ziel eines solchen Tests ist es, basierend auf einem molekularen Muster eine
Diagnose zu stellen, eine Aussage über die Prognose zu gewinnen oder das Ansprechen
auf eine Therapie vorherzusagen. Wie in der Einleitung diskutiert, ist es bei der Entwick-
lung solcher Tests von großer Bedeutung durch die Anwendung angemessener bioinfor-
matischer Methoden einerseits overfitting und andererseits eine Überinterpretation der
Klassifikationsergebnisse streng zu vermeiden. Zu diesem Zweck lehnten wir die Validie-
rung molekularer Tests in unseren Metabolomikstudien an das multiple random cross-
validation protocol an, das im Jahr 2005 in einer vielbeachteten Studie von Michiels et al.
vorgestellt wurde [69]. In diesem Protokoll wird eine große Zahl von Trainings- und Test-
datensätzen zufällig gezogen und analysiert. Es handelt sich damit um eine vollständigere
Validierung als die klassische Kreuzvalidierung und um die gründlichste Art der Vali-
dierung überhaupt. Mit dieser Methode validierten wir die Trennbarkeit invasiver Ova-
rialkarzinome von Borderlinetumoren [45] und die Trennbarkeit von Tumor- und Nor-
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malgeweben des Kolonkarzinoms [72]. Basierend auf dem multiple random validation
protocol entwickelten wir das R-Paket cancerclass zur Entwicklung und Validierung mo-
lekularer Tests [61]. In den Mammakarzinomstudien verwendeten wir cancerclass, um
nach Surrogat-Klassifikatoren aus Metaboliten oder Genen für das Glutamat/Glutamin-
Verhältnis (GGR) zu suchen [75]. Es stellte sich heraus, dass eine Klassifikation in
Glutamat-angereicherte und Glutamat-normale Mammakarzinome statt mit dem GGR
sehr gut mit einem 25-Metaboliten-Klassifikator, jedoch weniger gut mit einem 100-
Gen-Klassifikator durchgeführt werden kann. Insgesamt hat sich das multiple random
validation protocol und seine Implementation im R-Paket cancerclass inklusive der Vi-
sualisierungsmöglichkeiten als sehr geeignet und hilfreich für die überwachte Analyse von
Metabolomikdaten herausgestellt.

Es gibt eine große Zahl von Algorithmen für Probleme des überwachten Lernens,
von denen viele bereits auf molekulare Hochdurchsatzdaten angewendet wurden. In der
Ovarialstudie und in der Kolonstudie verglichen wir jeweils die folgenden vier Methoden
miteinander: lineare Diskriminanzanalyse (LDA), linear support vector machines (SVM),
nearest mean classification (NMC) und nearest centroid classification (NCC). Für LDA
und SVM verwendeten wir dabei die Implementierungen in den R Paketen MASS und
e1071. Für NMC und NCC verwendeten wir eigene Implementierungen wie in den Refe-
renzen [57] und [69] beschrieben. Alle Methoden erlauben eine gute Trennung von Ovari-
alkarzinomen und Borderlinetumoren und von Kolonkarzinomen und Kolonormalgewebe.
Das beste Ergebnis wurde in beiden Datensätzen mit NCC erzielt, das zweitbeste mit
NMC. Die hervorragenden Ergebnisse der Algorithmen NCC und NMC sind im Einklang
mit den Erfahrungen anderer Autoren, dass einfache Klassifikationsverfahren für mole-
kulare Hochdurchsatzdaten oft ebenso gut oder sogar besser abschneiden als komplexere
Verfahren [57, 58]. Zusätzlich untersuchten wir den Einfluß einer feature selection auf
die Klassifikationsergebnisse. Einerseits kam es im Ovar- und im Kolondatensatz durch
feature selection nicht zu einer Verbesserung der Klassifikationsergebnisse im Vergleich
zur Klassifikation mit allen 291 bzw. 206 Metaboliten. Andererseits reichten in beiden
Datensätzen bereits 10 Metaboliten für ein optimales Ergebnis aus. Zusammengefasst
war für die beiden GC-TOFMS Datensätze mit wenigen hundert Metaboliten anders
als bei Genexpressiondatensätzen mit zehntausenden Genen eine feature selection nicht
essentiell, aber möglich.

4.2.4 Funktionelle Analyse

PROFILE Clustering ist eine von uns neu entwickelte Methode zur Visualisierung und
Interpretation von Metabolitenänderungen in Kontext der biochemischen Stoffwechsel-
wege [72]. Das Akronym PROFILE leitet sich von projection from interaction lattice ab
und bezeichnet die Projektion des komplexen Netzwerks der Stoffwechselreaktionen auf
ein hierarchisches Clustering einer eindimensionalen Anordnung von Metaboliten. Die
Projektion entsteht dadurch, dass die Metaboliten bezüglich ihrer Distanz im Netzwerk
der biochemischen Reaktionen geclustert werden. Wichtig ist dabei, dass für jede der
biochemischen Reaktionen die Hauptreaktionspartner bekannt sind, da eine Distanz von
eins zwischen zwei Metaboliten nur dann vorliegen soll, wenn eine enzymatische Reak-
tion existiert, in der das eine Metabolit Substrat und das andere Metabolit Produkt
ist. Unsere Implementation des PROFILE Clustering verwendet dazu die Informati-
on aus der Datenbank KEGG RPAIR. Für die funktionelle Analyse von Metaboliten-
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veränderungen in GC-TOFMS-Daten erwies sich PROFILE Clustering sehr nützlich:
Fast alle identifizierten Metaboliten waren in der KEGG annotiert, so dass die gesamten
Metabolitenänderungen auf einen Blick visualisiert und funktionell klassifiziert werden
konnten. In den hier vorgelegten Studien haben wir PROFILE-Clusterings der Metaboli-
tenunterschiede zwischen Tumor- und Normalgewebe des Kolons und der Mamma, sowie
zwischen Glutamat-angereicherten und Glutamat-normalen Mammakarzinomen erstellt
[72, 73, 75].

Mit METAtarget stellten wir eine Methode des reverse engineering vor, die zum Ziel
hat, aus Metabolitenänderungen Hypothesen über die zugrunde liegenden Änderungen
der Enzymexpression zu generieren [80]. Zu diesem Zweck werden Änderungen des
Gleichgewichts zwischen Produkt und Substrat einer enzymatischen Reaktion unter-
sucht. Für den GC-TOFMS-Datensatz zum Mammakarzinom war die Analyse von 91
Produkt-Substratpaaren möglich, von denen 13 signifikant verschieden zwischen (ER-)-
Mammakarzinom und (ER+)-Mammakarzinom waren. Unter den signifikanten Reaktio-
nen war die Umwandlung von Glukose zu Glukose-6-Phosphat, die den ersten Schritt
der Glykolyse darstellt, und die Umwandlung von Glutamin zu Glutamate, die den
ersten Schritt der Glutaminolyse darstellt. Beide Reaktionsgleichgewichte waren im
(ER-)Mammakarzinom zum Produkt hin verschoben. Für die Umwandlung von Glu-
kose zu Glukose-6-Phosphat wurden 4 Reaktionen und 6 katalysierende Enzyme de-
tektiert, während für die Umwandlung von Glutamin zu Glutamat 10 Reaktionen und
13 katalysierende Enzyme detektiert wurden. In einem externen Genexpressionsdaten-
satz waren zwischen (ER-) und (ER+)-Mammakarzinom die Hexokinase 3 (HK3) dif-
ferentiell expremiert (Umwandlung Glukose zu Glukose-6-Phoasphat) sowie 11 Enzy-
me, die Glutamin in Glutamat umwandeln. Insbesondere war dabei die Glutaminase 1
(GLS) heraufreguliert im (ER-)-Mammakarzinom, während Glutaminase 2 (GLS2) und
die Glutamin-Synthetase (GLUL) herunterreguliert waren. Zusammengefasst konnte in
dem GC-TOFMS-Datensatz wegen der begrenzten Überdeckung des humanen Metabo-
loms eine begrenzte Anzahl von Substrat-Produktpaaren untersucht werden. Interessante
Perspektiven eröffnen sich durch den zweiten Schritt der METAtarget-Analyse, bei dem
für jedes der signifikanten Produkt-Substratpaare alle relevanten Reaktionen und die
entsprechenden katalysierenden Enzyme aufgelistet werden. Die identifizierten Enzyme
können in Genexpression- oder Proteomikstudien weiter untersucht werden und stellen
potentielle Targets für eine therapeutische Intervention dar.

4.3 GC-TOFMS-Analyse verschiedener Karzinome

Die vorgestellten Metabolomikstudien umfassen den Vergleich von Ovarialkarzinomen
mit Borderline-Tumoren des Ovars, von Kolonkarzinomen mit Kolonnormalgewebe, von
Mammakarzinomen mit Mammanormalgewebe und von hormonrezeptor-negativen mit
hormon-rezeptor-positiven Mammakarzinomen. Die Anzahl der detektierten Metaboli-
tenpeaks betrug 291 in der Ovarstudie, 206 in der Kolonstudie und 468 in der Mam-
mastudie, von denen 116, 107 und 162 auf definierte Metaboliten abgebildet werden
konnten. In der Mammastudie, die etwa 5 Jahre später als die beiden anderen Studien
durchgeführt wurde, konnte die Zahl der identifizierten Metaboliten ungefähr um das
Anderthalbfache gesteigert werden. Die Verbesserung der Abdeckung liegt vor allem an
einer größeren Datenbank von Referenzspektren, die in dieser Zeit kontinuierlich erwei-
tert wurde.
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Ovarialkarzinom
vs. Borderline-
Tumor

Kolonkarzinom
vs. Kolonnor-
malgewebe

Mammakarzinom
vs. Mammanor-
malgewebe

ER- Mammakar-
zinom vs. ER+
Mammakarzinom

Metabolit fc p fc p fc p fc p

Uracil 4,2 6,2E-06 2,0 3,1E-05 2,4 8,5E-30 1,6 2,2E-08

Beta-Alanin 1,5 0,27 4,9 5,8E-13 2,6 1,1E-34 2,4 1,5E-20

Glutamin 2,0 0,0083 -2,1 0,00089 -1,1 0,4 -2,2 2,7E-06

Glutamat 3,0 0,00018 1,6 0,0012 6,5 1,6E-40 1,5 1,2E-05

Palmitinsäure -1,3 0,022 -1,4 0,0037 -2,7 1,7E-36 1,0 0,58

Stearinsäure -1,4 0,0096 -1,3 0,06 -2,6 2,5E-34 1,0 0,61

Tabelle 1: Vergleich der Metabolitenänderungen in vier GC-TOFMS-Studien. Die Ta-
belle zeigt fold changes (fc) und Signifikanzen (p, ohne Korrektur für multiples Testen)
für sechs besonders interessante Metaboliten.

Tabelle 1 zeigt eine Übersicht über fünf besonders interessante Biomarker in ver-
schiedenen Tumor- und Normalgeweben. Das Nucleotid Uracil fiel bereits in unserer
ersten Metabolomikstudie als 4,2-fach und hochsignifikant erhöht in Ovarialkarzinomen
gegenüber Borderlinetumoren auf und war damit das am zweistärksten regulierte Meta-
bolit in der gesamten Studie. Im Vergleich von Kolonkarzinomen und Mammakarzinomen
mit entsprechenden Normalgeweben ergab sich jeweils eine über 2-fache und hochsigni-
fikante Hochregulation. Schließlich war Uracil im (ER-)-Mammakarzinom 1,6-fach und
hochsignifikant erhöht im Vergleich zum (ER+)-Mammakarzinom. Interessanterweise
stach Uracil mit diesem Konzentrationsmuster gegenüber anderen Nukleosiden und Nu-
kleotiden heraus. In der Brustkrebsstudie konnten neben Uracil auch Uridine, Adenin,
Adenosine, Guanin und Guanosine detektiert werden. Jedoch keines dieser Metaboli-
ten reicherte sich signifikant im ER- Subtypen des Mammakarzinoms im Vergleich um
ER+ Subtyp an. Unsere wie auch folgende Ergebnisse anderer Arbeitsgruppen lassen
Uracil als interessanten Tumormarker erscheinen: In einer 1H-NMR-Metabolomikstudie
war Uracil signifikant erhöht in den Stadien I-IV des Rektumkarzinoms im Vergleich
zum entsprechendem Normalgewebe [81]. Manna et al. fanden Uracil hochreguliert im
Urin eines Azoxymethan-induzierten Mausmodells des Kolonkarzinoms sowie in einer
gepaarten Analyse von Tumor- und Normalgewebeproben des humanen Kolonkarzinoms
[82].

Beta-Alanin war im (ER-)-Mammakarzinom im Vergleich zum (ER+)-Mammakarzinom
2,4-fach erhöht und damit das am stärksten und am signifikantesten regulierte Metabolit
in diesem Vergleich. In einer Korrelationsstudie mit Enzymexpressiondaten im Mamm-
akarzinom detektierten wir eine starke und hochsignifikante negative Korrelation von
R = -0,62 von Beta-Alanin mit der RNA der Aminotransferase ABAT. Da ABAT den
Abbau von Beta-Alanin zu Malonate-Semialdehyde katalysiert, legen die detektierten
Korrelationen nah, dass die höhere Expression von ABAT im (ER-)-Mammakarzinom
dort zu einer Akkumulation von Beta-Alanin führen. Diese Hypothese müsste in mecha-
nistischen Studien, zum Beispiel an Zellkulturen, validiert werden. Unsrere Studie zum
Mammakarzinom ist die erste zu einer möglichen Rolle von Beta-Alanin und ABAT in
malignen Tumoren. Ebenfalls signifikant erhöht war Beta-Alanin im Mammakarzinom
(2,6-fach) und im Kolonkarzinom (4,9-fach) im Vergleich zu den entsprechenden Nor-
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malgeweben.

Therapeutische Strategien, die auf den veränderten Glutaminmetabolismus in Krebs-
zellen zielen sind zahlreich [75]. Eine neue Entwicklung in diesem Feld setzte mit der
Entdeckung der Glutaminase-Inhibitoren BPTES [20] und 968 [21] ein, die beide spe-
zifisch das Enzym Glutaminase 1 (GLS) hemmen. CB-839 [22], ein strukturelles Ana-
log von BPTES, wird seit Anfang 2014 in klinischen Studien (derzeit Phase I) in soli-
den und hämatologischen Tumoren getestet. Diese pharmakologische Entwicklung hat
uns motiviert Glutamin und Glutamat im Mammakarzinom näher zu untersuchen [75]:
Im Vergleich von Mammakarzinom mit Normalgeweben zeigte sich eine signifikante
Erhöhung von Glutamat, während Glutamin unverändert war. Der Vergleich des (ER-
)-Mammakarzinoms mit dem (ER+)-Mammakarzinom zeigt eine signifikante Erhöhung
von Glutamat und eine signifikante Verminderung von Glutamin. In diese Studie führten
wir die Glutamat/Glutamine-Ratio (GGR) als neuen Biomarker ein und definierten
Gewebe als Glutamat-angereichert, bei dem GGR über dem Level aller Normalgewe-
be im Trainingsdatensatz lag, während Gewebe, bei denen das nicht der Fall war,
als Gultamat-normal definiert wurden. Mit dieser Definition waren 88% der (ER-)-
Tumore und 56% (ER+)-Tumore und nur 2% der Normalgewebe Glutamat-angereicht.
Auf dieser Studie an klinischen Mammakarzinomgeweben erscheint eine Testung der neu-
en Glutamat-Inhibitoren besonders interessant in (ER-)Tumoren und in ausgewählten
(ER+)-Tumoren. Kompatibel zu diesem Ergebnis sind Resultate aus Zellkulturen und
Mausmodellen, die auf das triple-negative Mammakarzinom als besonders geeignetes
Target für CB-839 weisen [22].

Vergleichend haben wir in Tabelle 1 die Regulation von Glutamin und Glutamat
auch in den anderen von uns untersuchten Tumorentitäten zusammengestellt: Im Ko-
lonkarzinom war Glutamat im Vergleich zum Normalgewebe signifikant erhöht, während
Glutamin signifikant vermindert war. Im Ovarialkarzinom waren sowohl Glutamat als
auch Glutamin im Vergleich zu Borderlinetumoren signifikant erhöht. Zusammengefasst
weisen alle drei untersuchten Karzinomentitäten Veränderungen im Glutaminmetabo-
lismus auf, die eine Testung der neuen Glutaminase-Inhibitoren interessant erscheinen
lassen. Ob es im Ovarial- und Kolonkarzinom ausgezeichnete Subguppen von Tumoren
gibt, bei denen eine Anwendung besonders erfolgversprechend ist, müsste in detaillierten
Analysen untersucht werden.

Konsistent über die drei Tumorentitäten beobachteten wir eine Verminderung vie-
ler freier Fettsäuren in den Karzinomgeweben im Vergleich zu Normalgeweben oder
Borderlinetumoren. Bespielhaft für diese Beobachtung haben wir in Tabelle 1 Palmi-
tinsäure (C16:0) und Stearinsäure (C18:0) aufgeführt, die in allen drei Tumorentitäten
signifikant vermindert waren. Nicht verändert waren die freien Fettsäuren zwischen (ER-
)-Mammakarzinomen und (ER+)-Mammakarzinomen. Ferner zeigten wir in der Studie
über 271 Mammakarzinome und 98 Mammanormalgewebe, dass die freien Fettsäuren
C14:0, C15:0, C16:0, C17:0, C18:0 und C20:0 stark miteinander korrelieren (alle paar-
weisen Pearson-Korrelationen > 0, 82) [73]. Die Herunterregulation der freien Fettsäuren
in Karzinomen scheint im Widerspruch der Hochregulation der Fettsäure-Synthase (fat-
ty acid synthase, FASN) in vielen Krebsgeweben zu stehen. In der Tat zeigte eine Lipi-
domikstudie der METAcancer-Kohorte eine Erhöhung von vielen Membranlipiden wie
Phosphatidylethanolaminen und Phospahtidylcholinen [70]. Die Daten der Metabolomik-
studie zusammen mit denen aus der Lipidomikstudie zum Mammakarzinom unterstützen
die Hypothese, dass die Synthese freier Fettsäuren erhöht ist, diese aber schnell weiter zu
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Membran-Phospholipiden metabolisiert werden. Dazu passt unsere Beobachtung einer
starken Erhöhung von Phospho-Ethanolamin und einer Verminderung von Ethanolamin
im Mammakarzinom im Vergleich zu Mammanormalgewebe, d.h. einer Verschiebung
der Regulation des Kennedy-Stoffwechselwegs in Richtung einer stärkeren Synthese von
Membranlipiden [73].

4.4 2-Hydroxyglutarat (2-HG) als Onkometabolit

Während Warburgeffekt und andere Stoffwechselveränderungen in Krebszellen schon seit
über 50 Jahren bekannt sind, verstärkt sich seit einigen Jahren die Evidenz für die Be-
teiligung von Onkometaboliten an der Entstehung und Progression von Tumoren [83].
Diese Entwicklung nahm ihren Anfang mit der erstmaligen Identifikation des Onko-
metabolits 2-Hydroxyglutarat (2-HG) in einer vergleichenden Metabolomikanalyse von
Isozitratdehydrogenase 1 (IDH1) mutierten Zellen mit IDH1 wildtypischen Zellen [84].
In dieser Arbeit wurde gezeigt, dass eine Mutation in der IDH1 von Arginine 132 zu
Histidin zu einem gain of function führt, der die Reduktion von Alpha-Ketoglutarat zu
2-HG erlaubt. Die Motivation zum Studium von IDH1-Mutationen kam aus der Beob-
achtung, dass IDH1 oder IDH2 in ungefähr 10% der Glioblastome und mehr als 70%
der Grad II-III Gliome mutiert sind [85, 86]. Zudem sind mittlerweile weitere Tumo-
rentitäten bekannt, in denen IDH1 oder IDH2 Mutationen vorkommen, so z.B. in etwa
20% aller AML-Patienten [83]. Im Mammakarzinom wurden hingegen überhaupt keine
Mutationen in IDH1 oder IDH2 gefunden [86, 87].

Systematisch gehört 2-HG zum Glutamin-Metabolismus und ordnet sich im PROFILE-
Clustering in das entsprechende Cluster ein [73]: Der Vergleich von Mammakarzinomen
zu Mammanormalgeweben neben der Erhöhung von Glutamate und Oxoproline und ei-
ner Verminderung von Alpha-Ketoglutarat eine Erhöhung von 2-HG. Im Vergleich von
(ER-)-Tumoren mit (ER+)-Tumoren zeigte sich neben einer Erhöhung von Glutamat
und einer Erniedrigung von Glutamin eine Erhöhung von 2-HG [76]. In einer großen
amerikanischen Brustkrebsstudie wurden ebenfalls stark erhöhte 2-HG Konzentrationen
in den Gewebeproben eines Teils der Patienten gefunden [49]. In der amerikanischen
Arbeit wurden sehr umfangreiche Untersuchungen sowohl zur Analyse der Ursachen der
2-HG-Anreicherung als auch zur Analyse ihrer Auswirkungen durchgeführt: Einerseits
waren Tumore mit 2-HG-Anreicherung stärker methyliert und wiesen ein mit schlech-
ter Prognose assoziiertes Methylierungsmuster auf. Andererseits wurden verschiedene
molekulare Veränderungen gefunden, die zu einer Akkumulation von 2-HG betragen
könnten: Zunächst korrelierten 2-HG-Akkumulation und die durch eine Genexpressions-
ignatur gemessene MYC-Aktivierung mit einer hohen odds ratio OR=11,3. Ferner kor-
relierte die 2-HG-Anreicherung mit einer höheren Expression des Proteins der Glutami-
nase 1 (GLS1). Schließlich ergaben sich aus Zellkulturexperimenten Hinweise, dass die
Hochregulation jedes der Enzyme IDH2, D2HGDG und AHFE1 zur Produktion von
2-HG beitragen kann. Weitere Studien werden nötig sein, um diese molekularen Zusam-
menhänge genauer zu erforschen und um den Marker 2-HG ggf. in die Diagnostik des
Mammakarzinoms zu integrieren und therapeutisch auszubeuten. Neue therapeutische
Ansätze könnten sich z.B. aus der Anwendung der neuen Glutaminase-Inhibitoren oder
von DNA-demethylierenden Substanzen entwickeln.
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4.5 Ausblick

Metabolitenänderungen stellen die Endantwort der Zelle auf ihre genetische Programmie-
rung oder Veränderungen der Zellumgebung dar. Innerhalb der Informationsverarbeitung
in der Zelle, die von DNA über Epigentik und RNA zu den Proteinen führt, befinden
sich Metabolitenflüsse ganz am Ende der Kausalkette. Andererseits stehen Metaboliten-
profile im Vergleich zu anderen Molekülprofilen Phänotyp und Physiologie der Zelle am
nächsten. Metabolomprofile können daher als Surrogat für funktionelle Veränderungen
der Zelle verwendet werden, wo diese funktionellen Assays nicht zugänglich sind. Ein
faszinierender Aspekt an Metaboliten ist, dass sie nicht wie andere Biomoleküle als ein-
dimensionale Nukleotid- oder Aminosäuresequenz vorliegen, sondern eine riesige Vielfalt
an dreidimensionalen räumlichen Strukturen bilden. Diese Komplexität hat zur Folge,
dass eine befriedigende Abdeckung des humanen Metaboloms experimentell-analytisch
sehr schwierig ist.

Die hier vorgestellten Studien und zahlreiche Publikationen anderer Autoren, z.B.
[48, 88, 49] zeigen, dass eine Analyse des Metaboliteninhalts in Gefriergeweben repro-
duzierbar möglich ist und zur Entwicklung von Biomarkern verwendet werden kann. Bei
der von uns benutzen GC-TOFMS handelt es sich um eine Hochdurchsatzmethode, mit
der hunderte von Geweben zu (im Vergleich zu anderen -omik-Plattformen) niedrigen
Kosten von deutlich unter 100e pro Probe analysiert werden können. Die von uns ver-
wendete Plattform erlaubte die Detektion von etwa 500 Metabolitenpeaks, von denen
etwa 150 auf bekannte Metaboliten abgebildet werden konnten. Die detektierten Metabo-
liten umfassten u.a. fast alle Aminosäuren, einige Zwischenprodukte der Glykolyse und
des TCA-Zyklus, einige Nukleotide und -side, sowie die wichtigsten Zucker und freien
Fettsäuren. Folgende Methoden können dabei helfen, die Zahl der detektierten Metaboli-
ten in zukünftigen Studien zu erhöhen: 1. Erweiterung der spektralen Bibliotheken durch
Messung bisher nicht enthaltener Standards 2. Strukturprädiktion aus Spektren mit che-
moinformatischen Methoden 3. Gleichzeitige Verwendung verschiedener Metabolomik-
bzw. Lipidomik-Plattformen. 4. Entwicklung spezialisierter Plattformen zur Analyse bis-
her nicht erfasster Molekülklassen.

Systembiologie bzw. Systempathologie haben zum Ziel ein integriertes Bild eines bio-
logischen Systems bzw. einer Krankheit auf allen molekularen Ebenen zu entwickeln. Zu
betonen ist, dass der Informationsgewinn aus einer integrierten Analyse von zwei oder
mehr –omik-Datensätzen viel höher ist als der Informationsgewinn aus dementsprechen-
den Einzelanalysen. Das liegt daran, dass in der integrierten Analyse die Kreuzkorre-
lationen zwischen den verschiedenen Datensätzen mit einbezogen werden. Ein Beispiel
für die erfolgreiche Anwendung dieser Strategie ist die integrierte Analyse der huma-
nen Blutmetabolom und des Genotyps von über 2.000 Individuen in einer genomweiten
Assoziationsstudie [89]. Seit der Entwicklung der Biochemie in der Mitte des 19. Jahr-
hunderts kam es zu einer sich bis heute fortsetzenden Wissenszunahme über die Funktion
von Enzymen und Metaboliten und ihre Anordnung in biochemischen Stoffwechselwegen.
Geordnet und gesammelt werden die Informationen über biochemische Umwandlungen
und Pathways in Datenbanken, wie zum Beispiel KEGG, HumanCyc und Reactome
[65, 66, 67]. Es ist sehr wünschenswert, dieses enorme Wissen für die Krebsforschung
auszubeuten. Mit dem PROFILE-Clustering haben wir eine Methode entwickelt, die
die Anordnung der Metaboliten in den Pathways auswertet und es erlaubt differentielle
Metabolitenprofile übersichtlich zu visualisieren und funktionell zu interpretieren [72].
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Die Stärke einer integrierten Analyse von Metabolomikdaten, Genexpressionsdaten und
Wissen über metabolische Reaktionen haben wir in einer der hier vorgelegten Mamm-
akarzinomstudien demonstriert [76].

Die Metabolitenflüsse in der Krebszelle werden unmittelbar durch die Konzentrationen
vorhandener Stoffwechselenzyme determiniert. Besonders interessant für eine systembio-
logische Analyse ist daher eine integrierte Analyse von Metabolomik- und Proteomik-
daten. Die Proteomanalytik hat sich in den letzten Jahren stark weiterentwickelt und
wurde bereits vielfach zur Analyse von Krebsgeweben und Körperflüssigkeiten eingesetzt
[90, 88]. Mittels globaler, nicht-zielgerichteter Proteomik können derzeit typischerweise
etwa 1000 Proteine detektiert werden und nur bei einem Bruchteil dieser handelt es
sich um Stoffwechselproteine. Hingegen werden in solchen globalen Analysen oft für die
Krebsforschung uninteressante Strukturproteine mit hoher Intensität und Genauigkeit
identifiziert [91]. In Zukunft wäre es daher interessant, zielgerichtete und gleichzeitig
sensitivere Proteomikmethoden mit Metabolomik zur Profilierung ausgewählter meta-
bolischer Pathways zu kombinieren. Derzeit gibt es Fortschritte in der zielgerichteten
quantitativen Proteomik klinischer Proben bei denen sich ein Paradigmenwechsel vom
selected reaction monitoring (SRM) zum parallel reaction monitoring (PRM) abzeichnet
[92].

In den nächsten Jahren ist zu erwarten, dass sich der Trend einer steigenden Verwen-
dung von Metabolomik in der Medizin weiter fortsetzt. Die Bedeutung für die Krebsfor-
schung liegt dabei in der Entwicklung von diagnostischen, prognostischen und prädiktiven
Biomarkern, von Biomarkern zur Kontrolle der Wirksamkeit einer Therapie sowie in
der Identifikation von Zielstrukturen für therapeutische Interventionen. In Zukunft wird
durch eine Erweiterung und Zusammenführung von spektralen Datenbanken eine dich-
tere und vollständigere Abdeckung des Zellmetabolismus durch Metabolomik möglich
sein. Außerdem werden durch die Weiter- und Neuentwicklung spezialisierter Analyse-
plattformen bisher nicht berücksichtigte Metabolitearten und Stoffwechselwege auf ihre
Rolle in der Onkologie untersucht werden können. Eine interessante Perspektive ist die
Verwendung der Metabolomik in der Systembiologie bzw. Systempathologie, d.h. in in-
tegrativen Analysen zusammen mit Mutations-, Genexpressions- und Proteomikdaten.
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5 Zusammenfassung

Wegen der Vielfalt an räumlichen Strukturen und biologischen Funktionen bilden Me-
taboliten eine faszinierende Klasse von Biomolekülen. Metabolitenänderungen stellen
die Endantwort der Zelle auf ihre genetische Programmierung oder Veränderungen der
Zellumgebung dar. Innerhalb der Informationsverarbeitung in der Zelle, die von DNA
über mRNA zu den Proteinen führt, befinden sich Metabolitenflüsse ganz am Ende der
Kausalkette, aber nah an Physiologie und Phänotyp der Zelle. Die Metabolomik, defi-
niert als systematische Analyse des Metaboliteninhalts einer Zelle, eines Gewebes oder
eines Organismus, hat sich in den letzten 15 Jahren rapide weiterentwickelt. Die hier
vorgelegten Studien befassen sich mit der Entwicklung von bioinformatischen Methoden
zur funktionellen Analyse von Metabolomikdaten und mit der GC-TOFMS-Analyse von
Ovarialtumor-, Kolonkarzinom- und Mammakarzinomgeweben.

Die von uns entwickelten bioinformatischen Methoden umfassen das R-Paket can-
cerclass und die beiden Methoden PROFILE-Clustering und METAtarget zur funk-
tionellen Analyse von Metabolomikdaten. Bei cancerclass handelt es sich um ein R-
Paket zur Entwicklung und Validierung von diagnostischen Tests aus molekularen Hoch-
durchsatzdaten, das u.a. das von Michiels et al. vorgestellte multiple random cross-
validation protocol [69] implementiert. PROFILE-Clustering ermöglicht einen Metabo-
lomikdatensatz im Kontext der biochemischen Stoffwechselwege zu analysieren und zu
interpretieren. Dazu werden die gemessenen Metaboliten entsprechend ihrer Distanz im
Netzwerk der enzymatischen Reaktionen angeordnet. Untersucht man nun Metaboliten-
veränderungen zwischen zwei Krankheitszuständen so werden diese durch PROFILE-
Clustering übersichtlich nach den verschiedenen Stoffwechselwegen gruppiert. METAtar-
get ist ein Algorithmus des reverse engineerings, der zum Ziel hat, aus Metaboliten-
veränderungen Hypothesen über die zugrunde liegenden Änderungen der Enzymexpres-
sion zu generieren. Bei einer Anwendung auf das Mammakarzinom identifizierte ME-
TAtarget - mit der Umwandlung von Glukose in Glukose-6-Phosphat und mit der Um-
wandlung von Glutamin in Glutamat - Regulationen an Schlüsselstellen von Glykolyse
und Glutaminolyse. Die Software erlaubt es im zweiten Schritt, alle für diese Umwand-
lungen potentiell verantwortlichen Enzyme zu identifizieren, die mittels Genexpressions-
analysen oder Proteomik weiter untersucht werden können.

Die vergleichende Analyse von Kolonkarzinom und Mammakarzinom mit entsprechen-
den Normalgeweben, sowie von Ovarialkarzinomen mit Borderlinetumoren des Ovars
zeigte eine sehr gute Trennbarkeit der malignen von den benignen Geweben mittels
Metabolitenmustern. Der Goldstandard zur Malignitätsbestimmung ist mikroskopische
Histopathologie, die der räumlichen Heterogenität von humanen Geweben in idealer
Weise Rechnung trägt. Die hauptsächliche Bedeutung der Metabolomikanalysen liegt
darin, systematisch die Änderungen vieler Metaboliten zu erfassen und dadurch zum
Verständnis der Tumorbiologie und zur Detektion therapeutischer Zielstrukturen beizu-
tragen.

Die Metabolomanalyse der molekularen Subtypen des Mammakarzinoms ergab ei-
ne starke Abhängigkeit des Metabolitenprofils vom Hormonrezeptorstatus, jedoch keine
Abhängigkeit vom HER2-Status. Insgesamt wurden 19 zwischen (ER-)- und (ER+)-
Mammakarzinom signifikant verschiedene Metaboliten gefunden, von denen Beta-Alanin
mit einer 2,4-fachen Hochregulation in den (ER-)-Tumoren die stärkste Veränderung auf-
wies. Auffällig waren darüber hinaus Unterschiede im Glutamin-Metabolismus mit einer
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Hochregulation von Glutamat und 2-HG und einer Herunterregulation von Glutamin.
Die Stärke einer Multi-Omik-Analyse zeigte die Korrelationsanalyse Metabolomikdaten
mit genomweiten Expressiondaten: Im (ER-)-Mammakarzinom kam es zu einer Vermin-
derung der Genexpression und der Proteinexpression der ABAT-Transaminase, die mit
einer Blockade des Beta-Alanin-Abbaus korrelierte.

Die aktuelle Entwicklung neuer spezifischer Glutaminaseinhibitoren, von denen CB-
839 in ersten klinischen Studien getestet wird, motivierte uns, den Glutaminmetabolis-
mus im Mammakarzinom genauer zu untersuchen. Wir stellten das Glutamat-Glutamin-
Verhältnis (GGR) als einen neuen Biomarker vor, der im Hormonrezeptor-negativen
Mammakarzinom signifikant erhöht im Vergleich zum Hormonrezeptor-negativen Mamm-
akarzinom war. Verwendete man das Niveau in Normalgeweben als Bezugsgröße, so wie-
sen 88% der (ER-)-Tumore und 56% der (ER+)-Tumore ein erhöhtes GGR auf. Gross et
al. kamen in Zellkultur- und Tiermodellstudien zu dem Ergebnis, dass insbesondere das
tripel-negative Mammakarzinom eine interessante Zielentität für Glutaminaseinhibition
darstellt. Unsere Studien unterstützen dieses Ergebnis, fügen ihm aber hinzu, dass auch
HER2-positive (ER-)-Mammakarzinome und ausgewählte (ER+)-Mammakarzinome für
eine Therapie mit Glutaminaseinhibitoren in Frage kommen könnten.

Insgesamt unterstreichen die hier vorgestellten Studien die Perspektive einer wichtigen
Rolle der Metabolomik in der translationalen Tumorforschung. Die Krebsmetabolomik
wird in den nächsten Jahren durch weiteren Fortschritt in der Analytik mit besserer
Überdeckung des humanen Metaboloms und durch eine zunehmende Bedeutung von
systembiologischen Studien mit der Integration mehrerer -omik-Datenarten geprägt sein.
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