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Zusammenfassung
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Auch wenn die Elektrokardiographie mittlerweile ein iber 100 Jahre altes
diagnostisches Verfahren ist, kann die Medizin auf sie nicht verzichten. Ganz im
Gegenteil, das Interesse am Elektrokardiogramm (EKG) und seine klinische Bedeutung
nehmen derzeit sogar wieder zu. Dies hat nicht nur mit einer Fiille von neuen
Erkenntnissen zu der elektrokardiographischen Manifestation alter und neuer
kardiovaskuldrer Pathologien zu tun, sondern auch damit, dass das EKG vermehrt
Gegenstand von Analysen ist, die sich kiinstlicher Intelligenz (KI) bedienen. Die
Schwéchen, die der klassischen computerassistierten EKG-Auswertung anhaften,
erscheinen mithilfe von KI Giberwindbar. Zudem scheint Kl in der Lage zu sein,
Informationen aus EKGs zu extrahieren, die weit iber das hinausgehen, was ein Mensch
leisten kann. Nicht alle Arzte sind mit der Anwendung dieser neuen Technologie und
ihren Teilbereichen, dem Machine Learning (maschinelles Lernen) und insbesondere
dem Deep Learning (tiefes Lernen; wenig gebrauchlicher Ausdruck), vertraut. Die
Bewertung ihrer aktuellen und zukiinftigen klinischen Relevanz féllt schwer. Diese
zweiteilige Ubersicht beschiftigt sich mit der Kl-basierten EKG-Analyse. In Teil 1 erfolgt
eine Einflihrung in grundlegende Aspekte des Vorgehens. Teil 2, der separat publiziert
wird, widmet sich dem aktuellen Stand der Forschung und bespricht die Ergebnisse
verfligbarer Studien. Zudem werden moglich Szenarien der zukiinftigen Anwendung
von Kl bei der EKG-Analyse diskutiert.

Schliisselworter
Elektrokardiographie - Digitale Gesundheitspflege - Maschinelles Lernen - Deep Learning -
Kiinstliche neuronale Netze

Das Elektrokardiogramm (EKG), das die zy-
klischen Anderungen der elektrischen Ak-
tivitdt des Herzens in Abhdngigkeit von der
Zeit auf der Korperoberfliche widerspie-
gelt, ist nach wie vor eines der am hau-
figsten eingesetzten medizinischen Dia-
gnoseverfahren. Es sind vermutlich weit
mehr als eine Milliarde EKGs, die jdhrlich
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weltweitregistriert werden. Seineklinische
Bedeutung und die ihm zugewiesene Auf-
merksamkeit erlebt derzeit eine regelrech-
te Renaissance. Dies hat nicht nur mit einer
Fiille von neuen Erkenntnissen zu der elek-
trokardiographischen Manifestation alter
und neuer kardiovaskuldrer Pathologien zu
tun, sondernist vor allem dadurch bedingt,
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Tab.1 Gegenwartig zur Entwicklung der KI-basierten EKG-Analyse verwendete private, d. h.
nicht frei zugdngliche Datenbanken (Auswahl)

Datensatz Lokalisation Zeitraum Patienten (n)
Telehealth Network of Minas Brazil 2010-2018 1.676.384
Gerais, Brazil (2.322.513 EKGs)
(Ribeiro et al. [18])

Mayo Clinic, USA 1993-2017 720.978
Massachusetts (2.499.522 EKGs)
(Kashou et al. [9])

Geisinger USA 1984-2019 253.397
(Raghunath et al. [15]) (1.169.662 EKGs)
Huazhong University, Wuhan China 2012-2019 71.520

(Zhu et al. [28]) (180.112 EKGs)
University of California, San Fran- | USA 2010-2017 36.186 EKGs
cisco

(Tison etal. [25])

dass das EKG-Signal vermehrt Gegenstand
von Analysen ist, die sich kiinstlicher Intel-
ligenz (KI) bedienen. Hierzu gehdren Ma-
chine Learning (ML — maschinelles Lernen)
und insbesondere Deep Learning (DL -
tiefes Lernen, wenig gebrduchlicher Aus-
druck) mittels kiinstlicher neuronaler Net-
ze (KNN). Die Schwéchen, die der klassi-
schen computerassistierten EKG-Auswer-
tung anhaften, erscheinen mithilfe dieser
Technologien liberwindbar. Mehr noch, es
sieht so aus, als sei Kl in der Lage, Informa-
tionen aus EKGs zu extrahieren, die weit
Uber das hinausgehen, was ein Mensch
leisten kann. Es ergeben sich Befunde, von
denen bislang gar nicht erwartet wurde,
dass sie sich mittels EKG erheben lassen
[4, 21, 22]. So ist z.B. die Vorhersage der
zukiinftigen Entwicklung einer linksventri-
kuldren Funktionseinschrankung oder die
Vorhersage von zukiinftig auftretendem
Vorhofflimmern allein mithilfe eines 12-
Kanal-Standard-EKGs mdglich [2, 3]. Da-
mit ergibt sich eine Erweiterung der Funk-
tionalitdt des EKGs — es dient nicht mehr
nur der Diagnostik, sondern wird zu einem
breit einsetzbaren Screening-Instrument.

Die vorliegende Arbeit fasst den aktu-
ellen Stand der Entwicklung zusammen
und besteht aus 2 Teilen. Teil 1 beginnt
mit einem kurzen Riickblick auf die Ent-
wicklung der computerassistierten EKG-
Auswertung und bespricht grundlegende
Aspekte der Anwendung von KI-Techniken
zur EKG-Analyse. Teil 2 gibt eine Ubersicht
Uber den aktuellen Stand der Forschung,
fasst die derzeit verfiigbaren Studien zu-
sammen und bespricht die Herausforde-
rungen, diessichin diesem Zusammenhang

fiir uns Arzte ergeben. Mégliche Szenari-
en der zukiinftigen Anwendung von Kl im
Bereich der EKG-Analyse werden erortert.

Klassische computerassistierte
EKG-Auswertung

Die Geschichte der computerassistierten
EKG-Auswertung beginnt mit der Verfiig-
barkeit des EKG-Signals in digitaler Form
Ende der 1950er-Jahre. Sie ist untrenn-
bar mit Hubert Pipberger, einem Bonner
Arzt und Ingenieur verbunden, der 1955
in die USA emigrierte [16]. Bereits 1961
publizierte er erste Untersuchungen zur
automatischen Unterscheidung zwischen
normalen und abnormen EKG [14]. Die
diagnostische Genauigkeit der Verfahren
war zundchst sehr beschrankt. Kritiker ver-
glichen die computerassistierte EKG-Aus-
wertung damals mit ,Nachschwarmerei”
[17]. Technologische Verbesserungen fiih-
ren dazu, dass die computerassistierte EKG-
Auswertung zunehmend zu einem ernst-
zunehmenden Verfahren avancierte. 1980
wurde der erste kommerziell verfiigba-
re, in ein EKG-Gerdt implementierte EKG-
Algorithmus vorgestellt — der 12SL-Algo-
rithmus der Fa. Marquette [17]. Derselbe
Hersteller kam Mitte der 1980er-Jahre mit
einem Datenbanksystem auf den Markt
(MUSE= Marquette Universal System for
Electrocardiography), das eine systemati-
sierte Archivierung von EKGs erlaubt. Die
friihe und breitflachige Implementierung
solcher EKG-Technologien in den Vereinig-
ten Staaten hat dazu gefiihrt, dass dort
heute umfangreiche Datensdtze mit Mil-

lionen von EKGs zu Forschungszwecken
zur Verfligung stehen (@ Tab. 1).

Mittlerweile verfiigen nahezu alle EKG-
Gerdte Uber eine automatische EKG-Aus-
wertung. Leider fehlt es an Standardisie-
rung. Auch die verwendeten Dateiforma-
te unterscheiden sich. Dieses Dilemma,
das am ehesten darauf zurlickzufiihren ist,
dass die Geratehersteller nicht gewillt sind,
freien Zugang zu den von ihren EKG-Ge-
raten aufgezeichneten EKG-Daten zu ge-
wahren, hat dazu gefiihrt, dass, basierend
auf der Initiative einzelner Wissenschaft-
ler, frei zugédngliche EKG-Datensatze ge-
schaffen wurden. Einer der ersten und be-
kanntesten Datensdtze dieser Art ist die
MIT-BIH Arrhythmia Database des Massa-
chusetts Institute of Technology (MIT), der
seit Anfang der 1980er-Jahre zur Verfi-
gung steht. Die Datenbank enthalt 30-mi-
niitige, digitalisierte EKG-Ausschnitte von
Langzeit-EKGs, die von Patienten des Bos-
ton's Beth Israel Hospitals (BIH) stammen
[13]. Jedes EKG ist gelabelt, d. h. mit arztli-
chen Bemerkungen und Diagnosen verse-
hen. Im Laufe der Zeit kamen weitere frei
verfligbare Datensédtze hinzu. Der umfang-
reichste frei zugdngliche EKG-Datensatz
ist der Datensatz der Physikalisch-Tech-
nischen Bundesanstalt in Berlin (PTB-XL),
der knapp 22.000 12-Kanal-EKGs enthalt
[26]. Diese Datensatze finden sich heute bei
PhysioNet (www.physionet.org), einer in-
ternetbasierten Forschungsplattform, die
vom US-amerikanischen National Institut
of Health unterstiitzt wird und den freien
Zugriff auf diverse wissenschaftliche Da-
tensammlungen (u.a. digitale EKG-Daten)
ermdglicht (@ Tab. 2; [7]). Diese EKGs, die
in einem einheitlichen offenen Format zur
Verfiigung stehen, werden nach wie vor
intensiv fiir die Entwicklung von Algorith-
men zur EKG-Auswertung genutzt — auch
fiir Entwicklung von auf Kl-basierenden
Algorithmen.

Im Verlauf der letzten Jahrzehnte hat
sich die diagnostische Giite der com-
puterassistierten EKG-Auswertung zwar
weiter verbessert, sie bleibt aber bis heute
suboptimal [20, 27]. In 20-30% der Félle
resultieren Fehldiagnosen, insbesondere
bei der Analyse von Rhythmusstdrungen.
Verlassen kann sich ein Arzt auf die au-
tomatischen EKG-Auswertung nicht, eine
manuelle Inspektion des EKGs mit Uber-
prifung des Befundes ist immer ndtig.
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Tab.2 Freizugangliche, bei PhysioNet (
(Auswahl)

) verfligbare EKG-Datenbanken

Datenbankname (Literatur) Patienten/EKGs (n/n) Ableitungen (n) | Lange (s)
MIT-BIH Noise Stress Test 15/15 1 22.500
(Moody et al. [12])

MIT-BIH Arrhythmia 47/48 2 1800
(Moody und Mark [11])

European ST-T Database 79/90 2 7200
(Taddei et al. [24])

ICBEB Challenge 2018 6877/6877 12 30
(Liuetal. [10])

AF Classification Challenge 2017 8528/8528 1 325
(Clifford et al. [6])

PTB-XL 18.885/21.837 12 10
(Wagner et al. [26])

Tab.3 Lernverfahren, die im Bereich der KI-Entwicklung eingesetzt werden

Uberwachtes Die Trainingsdatensatze liegen in der Form von Paaren aus Eingabedaten

Lernen und zugehdrigen Annotationen bzw. Etiketten (,labels”) vor. Das System

(,supervised lernt anhand der eingegebenen Daten neue Eingaben - entsprechend des

learning”) antrainierten Lésungsweges (einem Algorithmus) — unterschiedlichen Klas-
sen zuzuordnen (Klassifizierung) oder kontinuierliche Zielwerte vorherzusa-
gen (Regression)

Uniiberwachtes | Dem Algorithmus werden ungelabelte Trainingsdaten prasentiert. Gingige

Lernen Anwendungsfélle sind das Lernen von Datenreprasentationen und/oder das

(,unsupervised | Auffinden von Strukturen in den Eingangsdaten (z.B. Clustering)

learning”)

Verstdrkendes Der Computer fiihrt Aktionen durch (z.B. Zuordnungen von Objekten zu

Lernen Klassen). Je nachdem, wie letztere ausgehen, gibt es Belohnungen oder

(,reinforcement | Strafen. Der Schwerpunkt dieses Verfahrens liegt auf der Entwicklung von

learning”) intelligenten Lésungen fiir komplexe Steuerungsprobleme

Je mehr éarztlicherseits Erfahrung in der
EKG-Analyse besteht, desto mehr blei-
ben die automatisch erstellten Diagnosen
unberiicksichtigt. Die Schwachen der
konventionellen automatischen EKG-Aus-
wertung basieren in erster Linie darauf,
dass die Programmierung der einge-
setzten Algorithmen regelbasiert erfolgt,
d.h. es wird versucht, vorgegebene EKG-
Diagnosen mithilfe von programmierten
Wenn-Dann-Konstruktionen abzubilden
(Beispiel: Wenn die Summe der Amplitu-
de der S-Zacke in Ableitung V1 und der
R-Zacke in V5 oder V6 3,5mV iberschrei-
tet, dann liegt ein eine linksventrikuldre
Hypertrophie anzeigender [positiver] So-
kolow-Lyon-Index vor). Viele Diagnosen
lassen sich mittels solcher Regelwerke
nur schlecht abbilden. Mittels Kl wird
heute versucht, diese Schwdchen der
computerassistierten EKG-Auswertung zu
Uberwinden.

EKG-Analyse mithilfe kiinstlicher
Intelligenz

Klbeschreibt Informatikanwendungen, die
anstreben, intelligentes Verhalten zu zei-
gen. Ein Computer-Algorithmus wird als
intelligent angesehen, wenn er in der Lage
ist, selbststandig zu lernen, d.h. ohne da-
fiir explizit programmiert worden zu sein.
Es geht darum, dass die Software in Daten
Muster erkennt und darauf basierend auch
auf andere (fremde) Daten anwendbare
Modelle kreiert. Bei der traditionellen com-
puterassistierten EKG-Auswertung ist das
anders — vom Menschen erstellte Regeln
werden fiir die Diagnosestellung verwen-
det. Bei Kl-basiertem iiberwachtem Ler-
nen werden dem Computer Paare von Ein-
gangsdaten und assoziierten Labels, z.B.
die Zuordnung zu einer oder mehrerer
vordefinierter Diagnoseklassen, vorgelegt,
und der Algorithmus wird darauf trainiert,
aus den Eingangsdaten, z.B. auf von Ex-
perten annotierte Pathologien, zu schlie-
Ren. Weitere Formen des Lernens (uniiber-

234 Herzschrittmachertherapie + Elektrophysiologie 2 - 2022

wachtes und bestarkendes Lernen) sind in
@ Tab. 3 dargestellt. KI agiert damit zwar
in gewisser Hinsicht selbststandig, die Re-
geln, nach denen KI das tut und die den
Rahmen fiir die Entwicklung des Algorith-
mus festlegen, werden aber vom Program-
mierer (und damit von einem Menschen)
vorgegeben. Im Verlauf der Entwicklung
eines solchen Algorithmus werden sie, mit
dem Ziel der Optimierung der Ergebnisse,
vielfach angepasst. KI-Systeme ohne ein
wesentliches Zutun des Menschen gibt es
nicht. Dies ist vielen Laien nicht klar.

Grundsétzlich wird Kl-basiertes, der
Algorithmenbildung dienendes Auffinden
von Mustern in Daten als ML bezeichnet.
Wenn ML mithilfe vielschichtiger KNN
und ausgesprochen gro3er Datenmengen
erfolgt, wird von DL gesprochen. ML ist
demnach ein Teilgebiet der KI, DL ist
ein Teilgebiet von ML und KI (8 Abb. 1).
Bei traditionellem ML werden Verfahren
eingesetzt, deren Entwicklung schon in
den 1950er-Jahren begann. DL ist zwar
auch nicht neu, seinen Durchbruch hat
das Verfahren aber erst in den letzten
Jahren erlebt, im Zusammenhang mit
massiven Fortschritten in der Rechner-
kapazitdt und insbesondere dem Einsatz
von hochparallelisierbaren Grafikkarten.
Es wird bevorzugt beider Kl-basierten Bild-
analyse, der Text- und Spracherkennung
eingesetzt. Da die Kl-basierte Analyse von
EKGs der Bildanalyse sehr dhnelt, spielt DL
auch hierbei eine wichtige Rolle [19]. Die
Grundziige des prinzipiellen Vorgehens
bei der EKG-Analyse mittels ML und DL
werden nachfolgend an einem fiktiven
Beispiel erortert.

Der Protagonist in unserem Beispiel
ist ein junger, wissenschaftlich interessier-
ter drztlicher Kollege, der sich schon seit
Jahren mit der Vorhersage von Vorhof-
flimmern beschéftigt. Das digitale Infor-
mationssystem seines Krankenhauses nut-
zend, hat er 2000 Patienten mit einem
Alter von iiber 60 Jahren und Sinusrhyth-
mus als Grundrhythmus identifiziert. Al-
le Patienten wurden in der Vergangenheit
mehrfach stationar behandelt. Bei der Erst-
vorstellung war Vorhofflimmern nicht be-
kannt. Die Rhythmusstdrung trat im Ver-
lauf bei 15% der Patienten (n=300) auf.
Nun stellt sich ihm die Frage, wie das
Neuauftreten von Vorhofflimmern vorher-
gesagt werden kann. Mit der diagnosti-
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Abb. 1 «Kiinstli-
che Intelligenz (KI)
ist der Uberbegriff
fiir Technologien,
bei denen Compu-
ter menschendhnli-
che Intelligenzleis-
tungen (z.B.Lernen)
erbringen. Wenn es
darum geht, Muster
in Daten zu identi-
fizieren, wird von
Machine Learning
(ML) gesprochen.
Wenn dies mithil-
fe vielschichtiger
kiinstlicher neuro-
naler Netzwerke
(KNN) und ausge-
sprochen groBRer
Datenmengen er-
folgt, wird dies als
Deep Learning (DL)
bezeichnet

Maschinenlernen
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Abb. 2 A Traditionelles Machine Learning (maschinelles Lernen, ML) beginnt mit der Vorverarbei-
tung der Daten. Wesentlicher Aspekt des Vorgehens ist die Auswahl der in die Analyse eingehenden
Merkmale. Im Fall eines EKG kénnen nicht nur mehr oder weniger bekannte Merkmale extrahiert (Am-
plituden, Intervalle etc.), sondern auch neue Merkmale kreiert werden. Hierzu werden Transformatio-
nen des Signals durchgefiihrt (z. B. Fourier- und Wavelet-Transformationen und/oder Hauptkompo-
nentenanalyse). Ziel dieses Vorgehens, das auch als Feature Engineering bezeichnet wird, ist es, eine
vereinfachte mathematische Reprasentation des EKG-Signals zu erhalten und es so besser fiir ML ver-
wertbar zu machen. Firr die endgiiltige Analyse stehen unterschiedliche Verfahren des ML zur Verfii-
gung. Bei der EKG-Analyse stehen klassifizierende Algorithmen im Vordergrund. Hierzu gehéren u. a.
Entscheidungsbaume, die Bayes-Klassifikation, das k-Nearest-Neighbors-Verfahren, Support Vector
Machines oder auch flache neuronale Netzwerke (B Tab. 4). Die Ausgabe besteht damitin der Zuge-
horigkeitzu einerKlasse (Sinusrhythmus, Vorhofflimmern, Extrasystolen etc.). (Nach Russel und Norvig

2021[19])

schen Giite des fiir die Vorhersage von
Vorhofflimmern entwickelten CHARGE-AF-
Scores (B Infobox 1; [1]), der demogra-
phische und klinische Parameter (Risiko-
faktoren und vorhandene kardiovaskuldre
Begleiterkrankungen) fiir die Vorhersage
berticksichtigt, ist er nicht zufrieden. Der
in den Publikationen mitgeteilte Kontin-
genzkoeffizient nach Pearson, der sog. c-
Wert, der erlaubt, die diagnostische Giite
in der Form der Starke des Zusammen-
hangs zwischen dem Score-Wert und dem
tatsachlichen Auftreten von Zielereignis-

sen (z.B. von Vorhofflimmern) zu beur-
teilen, betrdgt nur 0,7. Bei einem solchen
Wert wird von einer nur méBigen Fahigkeit
zur Diskriminierung (bzw. einem niedrigen
Vorhersagewert) gesprochen, wiinschens-
wert ware ein Wert von 0,8-0,9 oder >0,9
(akzeptable bzw. sehr hohe Diskriminie-
rungsfahigkeit). Unser junger Kollege hat
sich in den Kopf gesetzt, die Vorhersage
von Vorhofflimmern unter Zuhilfenahme
von Kl, von der er gehort hat, dass sie
viel effizienter als klassische Statistik ist,

zu optimieren. Es hat einen Freund, der
Informatiker ist; der wird ihm helfen.

Maschinelles Lernen

Beide beschlieBen, fiir die Entwicklung ei-
nes neuen Modells zur Vorhersage von
Vorhofflimmern traditionelles ML zu ver-
wenden. Sie planen, die Parameter des
CHARGE-AF-Scores (@ Infobox 1) zwar zu
beriicksichtigen, in ihrer Verwendung aber
vom Score abzuweichen. Das Alter, die Kor-
pergrof3e, das Korpergewicht und der sy-
stolische und diastolische Blutdruck sollen
als kontinuierliche Variablen beriicksich-
tigt werden. Als neue kontinuierliche Vari-
ablesolldielinksventrikuldre Ejektionsfrak-
tion einflieBen. Zudem glaubt unser jun-
ger Kollege, dass auch EKG-Kriterien dazu
beitragen diirften, Vorhofflimmern besser
vorherzusagen. Hierzu gibt es Daten in der
Literatur [23]. Der Informatiker empfiehlt
ihm, hierbei nicht nur gemessene Para-
meter wie Zeitintervalle und das Vorlie-
gen klassischer EKG-Diagnosen (z.B. vor-
handene Hypertrophiezeichen) zu benut-
zen, sondern das EKG-Signal intensiver auf
weitere Merkmale zu untersuchen, die die
Vorhersage von Vorhofflimmern eventuell
verbessern konnten. Hierzu fiihrt er di-
verse Transformationen des Signals durch
(eine Fourier- und Wavelet-Transformation
und die sog. Hauptkomponentenanalyse).
Ziel dieses Vorgehens, das auch als Fea-
ture Engineering bezeichnet wird, ist es,
einebesser fiir ML-Anwendungen verwert-
bare (mathematische) Reprasentation des
EKG-Signals zu erhalten (@ Abb. 2). Letzt-
endlich kommen sie auf 150 Variablen,
die in die Analyse eingehen sollen. Bevor
mit der Modellerstellung begonnen wird,
unterteilt der Informatiker die 2000 EKG-
Datensdtze noch in einen Trainingsdaten-
satz und einen Testdatensatz [19]. Dies ist
ein ausgesprochen wichtiger Aspekt von
ML. Mithilfe der Trainingsdatensatzes (ge-
wohnlich 60-80% der Datensatze) sollen
Muster in den Daten entdeckt und ein
Algorithmus trainiert werden, der mog-
lichst gut Vorhofflimmern vorhersagt. Um
zu priifen, ob das Modell gut verallgemei-
nert (d.h., ob es auch fiir fremde Daten-
sdtze taugt), wird der Algorithmus spater
auf die Testdaten (die (ibrigen Datensétze)
angewendet.

Herzschrittmachertherapie + Elektrophysiologie 2 - 2022 235



Reviews

CHARGE-AF-Score

Es handelt sich um einen Score zur Vorhersage
der Entwicklung von Vorhofflimmern (Alonso
et al. [1]). Folgende Parameter (mit der
angegebenen Effektstarke) gehen in den
Score ein:

0,508 x Alter (je 5 Jahre) + 0,465 x weil3e
Rasse + 0,248 x KorpergroBe (je 10cm)
+0,115 x Korpergewicht (je 15kg) + 0,197

X systolischer Blutdruck (je 20 mmHg)
-0,101 x diastolischer Blutdruck (je
10mmHg) + 0,359 X gegenwartiger
Nikotinkonsum + 0,349 x antihypertensive
Medikation + 0,237 x Diabetes mellitus

+ 0,701 x Stauungsherzinsuffizienz + 0,496
X Myokardinfarkt.

Die auf den Trainingsdaten basieren-
de Optimierung des Algorithmus erfolgt
eigenstindig durch den Computer, der
,weiB’, welche Patienten Vorhofflimmern
entwickeln und welche nicht. Fir die
Optimierung stehen unterschiedliche ML-
Technologien, wie z.B. Entscheidungsbau-
me, die Bayes-Klassifikation, das k-Nea-
rest-Neighbors-Verfahren, Support Vector
Machines, aber auch (flache bzw. einfa-
che) neuronale Netzwerke zur Verfligung
(@ Tab. 4). Meistens werden mehrere Ver-
fahren eingesetzt, da es nicht mdglich
ist, vorherzusagen, welches Verfahren
den besten Algorithmus (mit der hdchs-
ten Vorhersagegenauigkeit) liefern wird.
Wegweisend bei der Optimierung sind bei
allen ML-Technologien fehlerhafte Vorher-
sagen, die in friihen Stadien der Algorith-
muserstellung natiirlich nicht wundern.
Der Algorithmus wird anhand des berech-
neten Fehlers so lange vom Computer
verandert (angepasst), bis die Vorhersage
die an sie gestellten Erwartungen erfiillt.
Diese Optimierung erfolgt haufig mithilfe
eines Verfahrens, das als stochastischer
Gradientenabstieg (,stochastic gradient
descent”) bezeichnet wird [19]. Zundchst
wird fiir eine Menge an Beispielen ein
FehlermaB berechnet. Dann bestimmt
man, in welche Richtung man die in-
ternen Parameter der Modelle verandern
muss, damit sich das Fehlermall méglichst
stark verkleinert, und bewegt sich dann
einen Schritt in diese Richtung. Dieses
Verfahren wird fiir alle Trainingsbeispiele
und in der Regel mehrfach durchlaufen.
Die Ausgabe des endgliltigen Ergebnisses
erfolgt meistens in Form einer kontinu-
ierlichen Wahrscheinlichkeit (z.B. 0=kein

Vorhofflimmern, 1= Vorhofflimmern). Um
die Ausgabe zu dichotomisieren wird
gewohnlich ein Schwellenwert festge-
legt (z.B. die Festlegung, dass ab einer
Wahrscheinlichkeit von 0,8 ein ,Ja”“ bei
einer Wahrscheinlichkeit von unter 0,8
ein ,Nein” ausgegeben wird). Durch An-
passung des Schwellenwertes nach unten
kann das Modell empfindlicher gemacht
werden, allerdings auf Kosten einer hohe-
ren Rate an falsch-positiven Ergebnissen.
Von einem guten Algorithmus wird er-
wartet, dass die Giite der Vorhersage
(der Anteil richtiger Klassifizierungen) bei
Verwendung des Testdatensatzes weit-
gehend mit der bei Verwendung des
Trainingsdatensatzes entspricht. Wenn
dies der Fall ist, wird davon gesprochen,
dass der Algorithmus in der Lage ist,
zu verallgemeinern (damit sollte er auch
fir die Klassifizierung fremder Datensat-
ze taugen). Es kann vorkommen, dass
die Vorhersage beim Trainingsdatensatz
viel besser ist als beim Testdatensatz
(sog. Overfitting; [19]). Anschaulich be-
deutet dies, dass der Algorithmus sich
wiéhrend des Trainings so stark auf die
Besonderheiten der Trainingsdaten ein-
gestellt hat, dass die daraus extrahierten
Muster nicht auf ungesehene Testdaten
verallgemeinert werden konnen. Es gibt
vielfaltige Mdoglichkeiten, diesem Prob-
lem entgegenzuwirken, z.B. die Erfassung
von mehr Trainingsdaten, Veranderun-
gen in der Optimierung (Regularisierung)
oder auch die Verwendung von kleineren
Modellen mit weniger Modellparametern.

Unser junger Kollege ist ganz beein-
druckt, als ihm sein Freund die Ergebnisse
der Analyse zeigt. Es zeigt sich, dass sich
die auf den unterschiedlichen Verfahren
basierenden ML-Technologien in der Giite
der Vorhersage unterscheiden. Der Infor-
matiker belehrt ihn, dass die Bewertung
letzterer bei KI-Verfahren nicht anhand des
c-Wertes, sondern anhand von ,receiver
operating characteristic"(ROC)-Kurven er-
folgt (B Tab. 5). Mitgeteilt wird meistens
die Flache unterhalb der ROC-Kurve (,area
under the curve”, AUC; @ Abb. 3). Er gibtan,
wie gut das Modell zwei Klassen trennt -
und entspricht in etwa dem oben disku-
tierten c-Wert. Unser junger Kollege ist
mit einer AUC von maximal 0,81 fiirs Ers-
te zufrieden, auch wenn es sich insge-
samt mehr Diskriminierungsfahigkeit er-

236  Herzschrittmachertherapie + Elektrophysiologie 2 - 2022

hofft hat. Er nimmt sich vor, das Modell
weiter zu verbessern. Zwischenzeitlich be-
ginnt er mit der Planung einer Studie, die
der Validierung des neuen Algorithmus
dienen soll [8]. Die prospektiv angelegte
Studie soll Giberregional bei etwa 5000 Pa-
tienten durchgefiihrt werden. Sie soll die
Frage klaren, ob der Algorithmus zur Vor-
hersage von Vorhofflimmern auf fremde
Daten und Umgebungen iibertragbar ist,
denn die oben erwdhnten Testdaten ent-
stammen typischerweise der gleichen Ver-
teilung wie die Trainingsdaten und sind
daher nur bedingt aussagekrdftig fiir die
Leistungsfahigkeit des Algorithmus auf un-
gesehenen Daten.

Das Projekt hat viel Zeit gekostet; 3 Mo-
nate sind ins Land gegangen. Dem jungen
Kollegen war zu Beginn des Projektes nicht
klar, wie miihsam das Vorgehen sein wiir-
de, insbesondere bei der Aufbereitung der
in die Analyse eingehenden Daten. Es hat
wahrend dieser Zeit viel {iber Statistik und
Mathematik gelernt. In einfacherer Form
hatte er das Projekt auch mit klassischer
Statistik, d.h. mithilfe einer multivariaten
Regressionsanalyse durchfiihren kénnen.
Um 150 Variablen in die Modellkonstruk-
tion einzubeziehen, ist ML aber das geeig-
netere Verfahren. Darliber hinaus wollte er
nicht einfach eine Patientenstichprobe un-
tersuchen, sondern ein tUbertragbares Mo-
dell zur Vorhersage von Vorhofflimmern
entwickeln. Bei der Durchfiihrung des Pro-
jektes hat ihn erstaunt, das ML weit davon
entfernt ist, Zauberei zu sein. Der Mensch
beeinflusst sehr, was im Zusammenhang
mit der Anwendung von Kl herauskommt.

Tiefes Lernen mithilfe von
kiinstlichen neuronalen Netzen

Beider Arbeitan seinemKI-Projektist unser
junger Kollege auf neue Studien gestof3en,
die zeigen, dass es auch allein anhand ei-
nes EKG bei Sinusrhythmus méglich ist,
das zukiinftige Auftreten von Vorhofflim-
mern vorherzusagen [3, 5. In diesen Stu-
dien wurde Kl basierend auf DL eingesetzt
(eine Besprechung dieser Arbeiten erfolgt
in Teil 2 dieser Ubersicht). Er ist fasziniert
von diesen Ergebnissen und beschlief3t,
sich diesem Thema intensiver zu widmen.

DL ist der ML-Teilbereich, der auf eine
Modellbildung mithilfe von KNN beruht.
Das Vorgehen erfolgt in Anlehnung an



Tab.4 Verfahren des traditionellen Maschinenlernens (Auswahl)

Entscheidungsbdume
(,decision trees”)

Basierend auf Auspragungen werden Modelle mit mdglichen Entscheidungen konstruiert (hdufiger Ansatz bei tiberwach-
tem Lernen); es entstehen Baumstrukturen mit bindren Verzweigungen

Bayessche Verfahren
(,Bayesian learning")

Der Satz von Bayes berechnet bedingte Wahrscheinlichkeiten. Die Verfahren werden eingesetzt, um Wahrscheinlichkeits-
probleme zu I16sen (liberwachtes Lernen). Sie sind auch bei kleiner Datengrundlage anwendbar. Beispiele: naiver Bayes-
Klassifikator; GauBscher naiver Bayes-Klassifikator; multinominaler naiver Bayes-Klassifikator; Bayessches Netz

(,clustering”)

Instanzbasierte Es handelt sich um Modelle fiir Entscheidungsprobleme (iiberwachtes Lernen), bei denen die Trainingsdaten aus Beispie-

Verfahren len bestehen, die zunédchst miteinander und spéter mit neuen Daten verglichen werden. Beispiel: K-Nearest Neighbors

Support Vector Ma- Eine Support Vector Machine unterteilt eine Menge von Objekten so in Klassen, dass um die Klassengrenzen herum ein

chine moglichst breiter Bereich frei von Objekten bleibt (hdufiger Ansatz bei Giberwachtem Lernen). Das Verfahren kann als
Klassifikator und Regressor verwendet werden

Cluster-Bildungen Daten werden in Abhéngigkeit von Ahnlichkeiten gruppiert und/oder nach Klassen organisiert (haufiger Ansatz bei un-

Uiberwachtem Lernen). Beispiele: K-Means; hierarchisches Clustering

Tab.5 VerfahrenzurBew

ertung der Giite diagnostischer Tests (Auswahl)

AUC-Wert

(AUC= ,area under the
curve”, Flache unterhalb
der Kurve)

Der AUC-Wert gibt die Flache unterhalb der Grenzwertoptimierungskurve, der sog. ROC-Kurve (Beispiel sieche unten)
wieder. Er spiegelt die Fahigkeit eines Tests zur Diskriminierung zweier Personen bzw. Populationen. Das heif3t, es wird
gemessen, ob kranke und gesunde Personen anhand der Risikobewertung unterschieden werden kdnnen. Die Sensitivi-
tdt und Spezifitat unterliegen typischerweise einem Trade-off, d. h. eine erh6hte Sensitivitdt wird mit einer niedrigeren
Spezifitat erkauft. Die Abwagung kann mittels des Schwellenwerts getroffen werden. Das Durchlaufen aller moglichen
Schwellenwerte ergibt die ROC-Kurve — der AUC-Wert ist demnach eine schwellenwertfreie Metrik und daher eine belieb-
te Wahlim maschinellen Lernen

Sensitivitdt Anteil der Test-positiven Personen unter allen Erkrankten einer Stichprobe, d. h. die Wahrscheinlichkeit, mit einem diag-
nostischen Test die Kranken auch als krank zu identifizieren. Eine hohe Sensitivitdt wird angestrebt, wenn eine Erkrankung
mit hoher Sicherheit ausgeschlossen werden soll

Spezifitdt Anteil der Test-negativen Personen unter allen Nichterkrankten einer Stichprobe, d. h. die Wahrscheinlichkeit, mit einem

diagnostischen Test Nichterkrankte korrekt zu identifizieren. Eine hohe Spezifitét wird angestrebt, wenn eine Erkrankung
mit groBer Sicherheit bestatigt werden soll

Tab.6 Arten von tiefen kiinstlichen neuronalen Netzen (Auswahl)

Vorwdirts gerich-
tetes neuronales
Netz

(,feed forward
neuronal network”)

Neuronales Netzwerk, das keine Riickkopplungen aufweist, d. h. die Si-
gnale laufen von der Eingangsschicht immer nur in Richtung der Aus-
gangsschicht. Dazwischen befindet sich mindestens eine verborgene
Schicht

Eingabeschicht beginnt. Damit bewertet
das Netz die Relevanz der Information.
Wenn die Summe aus dem Datenwert
und Gewicht einen Schwellenwert (ber-
schreitet, erfolgte seine Weitergabe an das

Rekurrentes neuro-
nales Netz
(,recurrent neu-
ronal network”)

Bei riickgekoppelten (rekurrenten) Netzen gibt es Neuronen, deren Aus-
gdnge mit Neuronen derselben oder einer vorangegangenen Schicht
verbunden sind. Solche Riickkopplungen ermdglichen einem neuronalen
Netz ein dynamisches Verhalten und statten es gewissermal3en mit einem
Gedachtnis aus

nachste Neuron. Mit dem Zweck der Op-
timierung des Modells bzw. Algorithmus
durchlaufen die Daten das Netzwerk nicht
einmal, sondern mehrfach, nicht selten

Konvolutionales
neuronales Netz
(,convolutional
neuronal network”)

In mehreren Schichten, die mit Filtern lupenartig analysiert werden, fin-
det eine hierarchisch geordnete Mustererkennungen statt. Der Begriff
Konvolution (Faltung) beschreibt eine mathematische Prozedur mit fun-
damentaler Bedeutung bei der Signalverarbeitung: Zwei Signale werden
mittels Faltung zu einem dritten kombiniert. Einsatz vor allem in der Bild-
analyse und der Zeitreihenanalyse (z. B. EKG-Analyse)

hundertfach. Man spricht in diesem Zu-
sammenhang auch von lterationen. Das,
was die Optimierung der Algorithmen
bei DL-basiertem Uberwachtem Lernen
vorantreibt, ist — wie bei traditionellem

ML - die Maximierung des AusmaRes der
Ubereinstimmung zwischen der Vorhersa-

die Informationsverarbeitung und -spei-
cherung, wie sie in zerebralen Neuro-
nenstrukturen ablauft (@ Abb. 4; [19]).
KNN sind aus in Schichten angeordne-
ten Informationsverarbeitungseinheiten
(sog. Knoten bzw. Neuronen) aufgebaut.
Unterschieden werden kdnnen eine Ein-
gabeschicht, verborgene Schichten und
eine Ausgabeschicht. Wenn das Netz aus
vielen Schichten besteht, wird auch von
einem tiefen Netz gesprochen, wie es
bei DL Anwendung findet. Die Ubergabe

von Daten an das KNN erfolgt Gber die
Eingabeschicht, die Ausgabeschicht stellt
das endgiiltige Ergebnis dar. Wie bei tra-
ditionellem ML erfolgt Letzteres meistens
in Form von kontinuierlichen Wahrschein-
lichkeiten bzw. mit Dichotomisierung. In
den verborgenen Schichten werden die
eingegebenen Informationen vielféltig
zerlegt und schrittweise verarbeitet. Ein
mafgeblicher Aspekt dieser Informati-
onsverarbeitung ist die Gewichtung der
eingehenden Daten, die schon in der

ge durch das Modell und der tatsachlichen
Zuordnung der eingegebenen Daten.
Der Hauptunterschied zwischen tradi-
tionellem ML und DL ist flieBend, liegt
aber in der Regel darin, dass die Modell-
bildung bei DL, im Gegensatz zu ML, bei
dem aufwandig vorverarbeitete und da-
mit strukturierte Daten eingegeben wer-
den, direkt Modelle auf unstrukturierten
Rohdaten als EingangsgroRe trainiert wer-
den. Das kann natiirliche Sprache, ein Bild
oder ein Video oder eine Zeitreihe sein.
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Abb. 3 A Receiver-operating-characteristic(ROQ-Kurve. Die Fldche unter-
halb der blauen ROC-Kurve (,area underthe curve’, AUC) gibtan, wie gut das
Modell zwei Klassen trennt und entsprichtin etwa dem c-Wert; sie betragtin
diesem Beispiel 0,92. Die gestrichelterote Linie steht fiir einen Klassifikator,
dernichtin der Lage ist, beide Klassen zu unterscheiden

Bei der DL-basierten EKG-Analyse besteht
die Eingabe aus reellen Zahlen, die durch
Abtasten des physiologischen EKG-Signals
erzeugt wurden. Jeder Datenpunkt stellt
die Signalamplitude fiir einen bestimm-
ten Zeitpunkt dar. Beispielsweise ergeben
sich bei einem 10-sekiindigen 12-Kanal-
EKG bei einer Abtastrate von 500 Hz insge-
samt 5000 Datenpunkte mit jeweils 12 Ein-
gangskandlen, die als Eingabe dienen. Die-
se Eingabe wird in den Neuronen verar-
beitet. Jedes Neuron in einer Schicht mit
jedem Neuron in der nachsten Schicht zu
verbinden, ist zwar die allgemeinste Form
der Datenverarbeitung mithilfe neuronaler
Netze, sie ist aber nicht besonders effizi-
ent, da nicht geordnete Strukturen entlang
der Zeitachse verwendet werden. Bei der
Kl-basierten Verarbeitung von EKG-Rohda-
ten werden bevorzugt sog. konvolutionale
neuronale Netzwerke verwendet, die erst-
mals bei der Kl-basierten Bildverarbeitung
eingesetzt wurden und eine parametereffi-
zientere Datenreprasentation, die an diese
Symmetrie des Problems (in diesem Fall
Translationsequivarianz) angepasst ist, lie-
fern [19].

Wie die in den Daten enthaltenden In-
formationen auf die einzelnen informa-
tionsverarbeitenden Einheiten aufgeteilt

7 Eingabeschicht

Verdecke Schichten Ausgabeschicht

M

ﬂi‘/"?

Abb. 4 A Grundprinzip eines kiinstlichen neuronalen Netzes, modellhaft
veranschaulicht an einem aus 5 Schichten bestehenden Netzwerk. Die Art
1.0 der Darstellung st tGiblich. In Wirklichkeit sind kiinstliche neuronale Netze

komplexe mathematische Konstrukte, die sich aus mehr oder weniger ein-
fachen mathematischen Funktionen zusammensetzen. Die auf der linken

Seite befindliche Eingabeschicht, die in diesem Fall aus 3 Eingangsneuro-

nen besteht, ist der Startpunkt des Datenflusses. Die eingehenden Signale
sind mit X1 bis X3 bezeichnet. Drei Zwischenschichten folgt eine Ausgabe-
schicht, die das finale Ergebnis (y) tibergibt. Die Zwischenschichten werden
als verborgene Schichten (,hidden layers”) bezeichnet, da sie weder Infor-
mationen von auBen aufnehmen noch nach auBen abgeben. Inihnen spielt

sich die eigentliche Informationsverarbeitung (das Lernen) ab. Siehe Text.
(Nach Russell und Norvig 2021 [19])

werden, ist nicht nachvollziehbar. Das Wis-
sen ist demnach auch nicht mehr bedeu-
tungsmalig benennbar, es ist subsymbo-
lisch reprasentiert. Im Gegensatz zu DL ist
dies bei traditionellem ML eher mdglich —
die Parameter sind mehr oder weniger be-
kannt, es wird von symbolischer Wissens-
reprasentation gesprochen. Auch wie DL
die Signalmerkmale auswahlt, die zu ei-
ner Ausgabe flihren, ist fiir den Menschen
nicht nachvollziehbar. KNN werden daher
auchals ,black boxes” bezeichnet. Vor dem
Hintergrund, dass dies die Akzeptanz von
DL bei Anwendern oft beeintrachtigt, wird
gegenwartig verstarkt versucht, Kl erklar-
barer zu machen. Dieser Aspekt wird in
Teil 2 dieser Ubersicht noch einmal aufge-
griffen.

Mittlerweile gibt es hunderte sich im
Detail hinsichtlich der Informationsverar-
beitung unterscheidende KNN-Arten. Zu
den am haufigsten angewendeten KNN-
Arten gehoren klassische vorwartsgerich-
tete KNN, rekurrente KNN und konvolutio-
nale KNN (@ Tab. 6). Nicht selten werden
sie kombiniert angewendet, was zu sehr
komplexen Netzwerkarchitekturen fiihren
kann. Auch eine Kombination mit ML-Ver-
fahren kann erfolgen.
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Fir den sinnvollen Einsatz von DL ist
eine ausgesprochen grof3e Anzahl von Da-
tensdtzen notwendig. Unser junger Kolle-
ge staunt nicht schlecht, als er hort, wie
grof3 die EKG-Datensétze sind, auf die an-
dere Arbeitsgruppen zuriickgreifen kon-
nen (@ Tab. 1). Er sieht keine Mdglichkeit,
in berschaubarer Zeit an die fiir eine auf
DL basierende EKG-Analyse notwendigen
Datensdtze zu kommen. In seinem Kran-
kenhaus gibt es leider keine EKG-Daten-
bank. Er ist erleichtert, als er hort, dass
auch die Moglichkeit besteht, ein EKG-Mo-
dell an frei verfiigbaren gro3en Datensat-
zen (@ Tab. 2) vorzutrainieren, um es dann
mithilfe zahlenmaBig kleinerer Datensét-
ze speziellen Fragestellungen anzupassen
(sog. Transfer-Lernen). Er hat beschlossen,
sichfiireine digitale Akquirierungvon EKGs
in der tdglichen Krankenhausroutine und
die Anschaffung einer EKG-Datenbank ein-
zusetzen.

Schlussfolgerungen

ML und DL sind Verfahren, die derzeit im-
mense Fortschritte machen. Sie sind immer
mehr dabei, sich auch im Bereich der Me-
dizin zu Standardverfahren zu entwickeln.
Das relativ einfach verfligbare EKG-Signal



Abstract

scheint sich fiir eine Kl-basierte Analyse,
insbesondere fiir auf DL mit KNN basieren-
den Analysen, besonders gut zu eignen.
Arzte, die KI-Verfahren nutzen, sollten auf
jeden Fall eine Vorstellung von dem ha-
ben, was hinter Kl steckt — sowohl hinsicht-
lich der sich ergebenen Mdglichkeiten als
auch beziiglich der zu beachtenden Gren-
zen und Limitationen. Wichtig ist es, zu
realisieren, dass Kl keine Zauberei, son-
dern ein Produkt von Menschen ist, die
sich der Hilfe von Computern bedienen.
InTeil 2 dieser Ubersicht werden die aktuell
verfligbaren Studien besprochen.
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Artificial intelligence-based ECG analysis: current status and future
perspectives—Part 1. Basic principles

Even though electrocardiography is a diagnostic procedure that is now more than
100 years old, medicine cannot do without it. On the contrary, interest in the procedure
and its clinical significance is even increasing again. Reports on the evaluation

of electrocardiograms (ECGs) with the aid of artificial intelligence (Al) are also
responsible for this. Using machine learning and in particular deep learning, both Al
subfields, completely new perspectives of ECG evaluation and interpretation arise.
The weaknesses inherent in classical computer-assisted ECG evaluation appear to be
overcome. This two-part overview deals with Al-based ECG analysis. Part 1 introduces
basic aspects of the procedure. Part 2, which is published separately, is devoted to
the current state of research and discusses the available studies. In addition, possible
scenarios of future application of Al in ECG analysis are discussed.
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