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Zusammenfassung

Ziele: Der Schlaganfall zahlt weltweit zu den Hauptursachen von Tod und Behinderung
im Erwachsenenalter. Daher ist es von entscheidender Bedeutung die wichtigsten Ein-
flussfaktoren fur den Verlauf dieses Krankheitsbildes zu identifizieren. In dieser Arbeit
nutzen wir maschinelles Lernen (ML), um klinische Profile nach erstmaligem ischami-
schem Schlaganfall anhand funktioneller und kognitiver Beeintrachtigung, Depression
und Mortalitat zu charakterisieren.

Methoden: Wir nutzten drei ML-Modelle, einschlieBlich einer Stutzvektormaschine mit
linearem Kernel und Kernel der radialen Basisfunktion (SVM-lin und SVM-rfb) sowie ei-
nes Entscheidungsbaums mit Gradientenverstarkung (GB, englisch Gradient Boosting),
um gute versus schlechte klinische Outcomes bei 307 Patient*innen mit jeweils 43 Input-
Variablen aus der PROSpective Cohort with Incident Stroke Berlin (PROSCIS-B) zu klas-
sifizieren. Die Patien*innenpopulation bestand aus 151 Frauen und 156 Mannern mit ei-
nem Durchschnittsalter von 68+14 Jahren. Unter Anwendung einer wiederholten funffach
verschachtelten Kreuzvalidierung wurden funktionelle und kognitive Beeintrachtigung,
Depression und Mortalitat zu verschiedenen Zeitpunkten pradiziert sowie die wichtigsten
Einflussfaktoren mittels Shapley-Werten identifiziert. Die modifizierte Rankin Skala
(mRS) und Barthel Index (Bl) dienten zur Messung des funktionellen Outcomes, der Mini-
Mental-Status-Test (MMSE, englisch Mini-Mental State Examination) und das modifi-
zierte Telefoninterview fur den kognitiven Status (TICS-M, englisch Modified Telephone
Interview for Cognitive Status) als Indikatoren fur kognitiven Beeintrachtigung und die
allgemeine Depressionsskala (CES-D, englisch Center for Epidemiologic Studies De-
pression Scale) als Mal3stab fur Depression.

Ergebnisse: Unsere Analysen ergaben signifikante Ergebnisse in Hinblick auf die Pra-
diktion von mRS, Bl und MMSE bei Entlassung, TICS-M und CES-D nach einem Jahr
sowie TICS-M nach drei Jahren. Bildung war der wichtigste Pradiktor fur alle MMSE-,
TICS-M- und CES-D-Outcomes, die National Institutes of Health Stroke Scale fur mRS
und Bl bei Entlassung sowie Bauchumfang fur mRS nach einem Jahr.

Schlussfolgerung: Mittels eines systematischen Vergleichs von ML-Methoden konnten
wir die klinischen Outcomes fur Patient*innen nach erstmaligem ischamischem Schlag-

anfall pradizieren und die wichtigsten Vorhersagefaktoren identifizieren.
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Abstract

Background: The worldwide impact of stroke as a leading cause of death and disability
highlights the importance of identifying the main factors contributing to poor long-term
outcomes. In this study, we predict and systematically compare clinical profiles of patients
experiencing their first-ever ischemic stroke using machine learning (ML) techniques. Our
primary objective is to predict functional recovery, cognitive impairment, depression and
mortality, while also uncovering the leading predictors.

Methods: We used three ML models, including a Support Vector Machine with linear
kernel (SVM-lin), a Support Vector Machine with radial basis function kernel (SVM-rfb),
and a Gradient Boosting Classifier (GB), to predict good versus poor clinical outcomes in
307 patients from the PROSpective Cohort with Incident Stroke Berlin (PROSCIS-B) da-
taset. The dataset consisted of 151 females and 156 males, with an average age of 68+14
years and 43 input variables per patient. We aimed to predict functional outcome, cogni-
tive impairment, depression and mortality at various follow-up intervals based on repea-
ted 5-fold nested cross-validation and to identify key predictors via Shapley additive ex-
planations. The Modified Rankin Scale (mRS) and Barthel Index (Bl) were used as indi-
cators of functional outcome, the Mini-Mental State Examination (MMSE) and Modified
Telephone Interview for Cognitive Status (TICS-M) were utilized to assess cognitive im-
pairment and the Center for Epidemiologic Studies Depression Scale (CES-D) served as
a measure of depression.

Results: Our analysis showed significant prediction results for mRS, Bl and MMSE at
patient discharge, TICS-M and CES-D after one year as well as for TICS-M after three
years. Education level was the leading predictor for all MMSE, TICS-M and CES-D out-
comes while National Institutes of Health Stroke Scale was the most important predictor

for mRS and Bl at patient discharge and waist circumference for mRS at one-year follow-
up.
Conclusion: Through a systematic comparison of ML methods, we were able to succes-

sfully predicted clinical profiles for patients experiencing their first-ever ischemic stroke

while also pinpointing the associated leading predictors.



Einleitung 3

1 Einleitung

1.1 Schlaganfall

Laut der Weltgesundheitsorganisation (WHO, englisch World Health Organization) ist der
Schlaganfall definiert als ein plotzlich auftretendes klinisches Zeichen einer fokalen oder
globalen Stérung der zerebralen Funktion, das langer als 24 Stunden anhalt oder zum
Tod fuhrt und fur das es keine andere offensichtliche Ursache als eine vaskulare gibt [1].
Diese akut eintretende Schadigung des Gehirns geht mit einem irreversiblen Ausfall von
Neuronen durch einen Gefallverschluss (ischamisch) oder eine Hirnblutung (hamorrha-
gisch) einher [2]. Mit einem Anteil von rund 85% stellt der ischamische Schlaganfall den
haufigsten Subtypen dar. Dabei wird die vaskulare Versorgung der Neuronen durch Em-
bolien, Thrombosen oder systemische Hypoperfusion unterbrochen. Der hamorrhagische
Schlaganfall hingegen aufert sich als intrazerebrale Blutung oder Subarachnoidalblu-
tung. Im Gegensatz zum ischamischen Schlaganfall wird das zerebrale Parenchym hier-
bei durch den zunehmenden intrakraniellen Druck beeintrachtigt [3]. Zu den modifizier-
baren Risikofaktoren des Schlaganfalls zahlen arterielle Hypertonie, koronare Herzkrank-
heit, Herzrhythmusstorungen, strukturelle Herzerkrankungen, Diabetes Mellitus, Hyper-
cholesterinamie, Hypertriglyceridamie, Adipositas, Bewegungsmangel, Einnahme oraler
Kontrazeption sowie Nikotin-, Alkohol- und Drogenabusus [4]. Alter, biologisches Ge-
schlecht, zerebrovaskulare Vorerkrankungen, genetische Disposition, Ethnizitat und so-
zioOkonomischer Status sowie die Umweltfaktoren Temperatur, Jahreszeit und Klima ge-

horen hingegen zu den nicht-modifizierbaren Risikofaktoren [5,6].

Die typischen klinischen Symptome des Schlaganfalls sind Sprach- und Sprechstorun-
gen, einseitige Lahmungserscheinungen, plotzlich eintretender starker Kopfschmerz, Ge-
sichtsfeldausfalle, Krampfanfalle, Bewusstseinsverlust und Schwindel [7,8]. Neben der
Anamnese und korperlichen Untersuchung spielen die bildgebenden Verfahren der Com-
putertomografie (CT) und Magnetresonanztomografie (MRT) eine zentrale Rolle in der
Diagnostik. In erster Linie ist dabei eine Unterscheidung in ischamischen und hamorrha-
gischen Schlaganfall essenziell. Die CT hat sich durch ihre breite Verfugbarkeit als diag-
nostischer Goldstandard etabliert. Durch Gabe von Kontrastmittel (KM) kann eine Dar-
stellung der extra- und intrakraniellen GefalRe erfolgen sowie mittels multimodaler Bild-
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gebung die Gewebsperfusion errechnet werden. Diese erlaubt es abgestorbenes Ge-
webe (Infarkt) von minderperfundierten Arealen (Penumbra) zu unterscheiden [9]. Ob-
wohl die Verfugbarkeit der MRT begrenzt ist und teilweise Kontraindikationen bestehen,
kann durch einen Vergleich von Diffusions-gewichteten Sequenz (DWI, englisch Diffu-
sion-weighted imaging) und der Fluid-attenuated inversion recovery (FLAIR) Sequenz
das Infarktalter abgeschatzt werden [10]. Zudem ist im Vergleich zur CT die Sensitivitat
der MRT fur den Nachweis infarzierter Areale in der Frihphase hoher [11]. Ebenso ist die
Darstellung von Gefalipathologie und Perfusionsuntersuchung mittels KM-Gabe maoglich.
Neben CT und MRT kommen im Behandlungsverlauf auch die Doppler-Sonografie, Elekt-
rokardiografie (EKG) und Kardioechografie zur weiteren Abklarung kardiovaskularer Ur-
sachen des Schlaganfalls zum Einsatz [9].

Fir die Prognose ist vor allem eine zeitnahe Uberflihrung und Behandlung in einer spe-
zialisierten Einrichtung entscheidend, einer sogenannten Stroke-Unit [12]. In einer
Stroke-Unit erfolgt unter anderem die kontinuierliche Erfassung von Blutdruck, Herzfre-
quenz, EKG, Atemfrequenz und Sauerstoffsattigung. Das arztliche Personal dokumen-
tiert zudem regelmalig den neurologischen Status der Patient*innen, um ein Fortschrei-
ten des Schlaganfalls oder Rezidive frihzeitig zu erkennen [9,13]. Die systemische
Thrombolyse-Therapie und die mechanischen Thrombektomie sind die zentralen Be-
standteile der Akuttherapie des Schlaganfalls. Es besteht die Moglichkeit einer intrave-
nosen Gabe fibrinolytischer Medikamente (beispielsweise Alteplase) innerhalb eines Zeit-
fensters von viereinhalb Stunden nach Symptombeginn oder ab dem Zeitpunkt zu dem
Patient*innen zuletzt gesund gesehen wurden [9]. Gemal} der Leitlinie wird innerhalb von
sechs Stunden, sowie unter speziellen Bedingungen, eine endovaskulare Therapie in
Betracht gezogen, um das funktionelle Ergebnis mittels Rekanalisation zu verbessern
[9,13]. Neben der akuten Therapie zahlt auch die frihzeitige Rehabilitation zum Stroke-
Unit-Konzepts in Deutschland. Spezialisiertes Pflegepersonal sowie ein interdisziplinares
Team aus den Bereichen der Physiotherapie, Ergotherapie und Logopadie kommen da-
bei zum Einsatz [9].

Etwa die Halfte aller Schlaganfallpatient*innen erleidet motorische Ausfalle, wobei Arm-
und Beinparesen zu den haufigsten Symptomen zahlen [4]. Fast 70% der Betroffenen
weisen dabei zumindest geringgradige Funktionseinschrankungen auf [1]. Dies ist be-
sonders relevant hinsichtlich der Mobilitat und Selbstversorgung sowie fur die berufliche
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und soziale Teilhabe der Patient*innen. Ausschlaggebend fur eine Ruckerlangung der
bestmdglichen Funktionalitat sind intensive physio- und ergotherapeutische Malnahmen
innerhalb der ersten sechs Monate [14,15]. In bis zu 80% aller Fallen treten zudem kog-
nitive Storungen auf, welche sich durch Einschrankungen von Gedachtnis, Sprache und
Aufmerksamkeit auRern [16]. Diese sind mit dem funktionellen Outcome der Patient*in-
nen assoziiert, da die Teilnahme an RehabilitationsmalRnahmen dadurch maf3geblich be-
einflusst wird [13]. Neben einer genauen Diagnostik der einzelnen Funktionen zahlen
eine individuell angepasste Ergotherapie mit Hirnleistungstraining, das Erlernen von
Kompensationsstrategien fur den Alltag und die Schulung des sozialen Umfelds zu den
wichtigsten Mallnahmen [17]. Hinzu kommt, dass innerhalb der ersten zwei Jahre nach
Schlaganfall rund 30% aller Patient*innen eine klinisch relevante Depression entwickeln
[18]. Diese wird als Post-Stroke Depression bezeichnet und ist vor allem mit rechtshemi-
sphariellen Schlaganfallen assoziiert [19]. Besonders begunstigt wird die Entwicklung ei-
ner Depression durch eine aus dem Schlaganfall resultierenden Aphasie sowie durch
eine bestehende depressive Vorerkrankung [20]. Zu den therapeutischen Mallhahmen
zahlen kognitive Verhaltenstherapie, Ausdauersport sowie eine pharmakologische The-
rapie bei persistierenden Beschwerden [21]. Die schlaganfallbedingte Mortalitatsrate in-
nerhalb des ersten Monats betragt etwa 30% und steigt danach sukzessive auf rund 40%
innerhalb eines Jahres sowie bis auf 60% innerhalb von funf Jahren an [22]. In der Akut-
phase tragt allen voran die Dysphagie zu einer erhdhten Rate an Aspirationspneumonien
bei. Langfristig wird der Anstieg der Mortalitat hingegen anderen Faktoren zugeschrie-

ben, wie beispielsweise kardiovaskularen und onkologische Erkrankungen [23,24].

Im Jahr 2016 ereigneten sich weltweit rund 13,7 Millionen Schlaganfalle mit 5,5 Millionen
Todesfallen [25]. Damit ist der Schlaganfall die weltweit zweithaufigste Todesursache und
eine der bedeutensten Ursachen fur Behinderung im Erwachsenenalter [26—28]. In
Deutschland kam es 2008 zu etwa 262.000 Schlaganfallen, von denen 196.000 Erstma-
nifestationen waren und 66.000 Rezidive. Mit rund acht Prozent aller Todesfalle war der
Schlaganfall damit die dritthaufigste Todesursache sowie die haufigste Ursache fur Be-
hinderung im Erwachsenenalter in Deutschland [29]. Frauen waren insgesamt mit rund
145.000 Fallen haufiger betroffen als Manner, wovon 108.000 erstmalige Ereignisse wa-
ren und 36.000 wiederholte. Die Gesamtzahl der Schlaganfalle bei Mannern wurde auf
117.000 geschatzt, mit 88.000 Erstmanifestationen und 29.000 Rezidiven [29]. Die damit
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assoziierten Kosten beliefen sich 2017 in Europa auf ca. 60 Milliarden Euro. Davon ent-
fielen 27 Milliarden Euro auf das Gesundheitssystem, funf Milliarden auf professionelle
Pflege und soziale Versorgung, 13 Milliarden auf den Verlust von Produktivitdt und 16
Milliarden auf die Pflege durch Angehdrige [30]. Die Gesamtkosten fur Schlaganfall in
Deutschland beliefen sich auf 17,6 Milliarden, was 0,54% des Bruttoinlandsproduktes
entsprach. Die Kosten fur die medizinische Versorgung betrugen dabei etwa 9 Milliarden
und machten 2,6% der gesamten Kosten im Gesundheitssystem aus. Die Aufwendungen
fur professionelle Pflege erreichten 800 Millionen und die Kosten fur Pflege durch Ange-
horige beinahe funf Milliarden. Einbuf3en in der wirtschaftlichen Produktivitat durch Ar-
beitsausfalle oder vorzeitigen Tod wurden auf rund 2,5 Milliarden geschatzt. Deutschland
war damit nach Estland das am zweitstarksten von Kosten betroffene Land in Europa
[30]. Obwohl die Mortalitatsrate und Inzidenz in den westlichen Industrienationen seit
1990 rucklaufig sind, steigt die absolute Anzahl an Schlaganfallen aufgrund der weltwei-
ten demografischen Entwicklung [31-33]. Daher ist es ein dringliches wissenschaftliches
und gesellschaftliches Anliegen jene Faktoren zu identifizieren, welche den klinischen
Verlauf dieser Erkrankung mitbestimmen.

1.2 Maschinelles Lernen

Der Begriff maschinelles Lernen (ML) wurde erstmals im Jahr 1959 von Arthur Lee Sa-
muel gepragt [34]. Die Kernidee von ML besteht darin einen Computer zu befahigen au-
tonom Aufgaben zu I6sen. Im Vergleich zu statischen Programmen nutzen ML-Algorith-
men keine expliziten Anweisungen, was eine Analyse grofer und komplexer Datenmen-
gen ermoglicht [35]. Dies geschieht unter Anwendung spezifischer mathematischer und
statistischer Konzepte, welche zur Entwicklung der ML-Modelle genutzt werden. Das ML
lasst sich grob in Uberwachtes und untuberwachtes Lernen einteilen. Beim Uberwachten
Lernen wird der ML-Algorithmus auf bereits annotierten Daten trainiert und danach auf
neue, unbekannte Daten angewendet. Zu den wichtigsten Vertretern in dieser Kategorie
zahlen neuronale Netzwerke, Stutzvektormaschinen (SVM) und Entscheidungsbaume.
Beim unuberwachte Lernen versucht der ML-Algorithmus hingegen in einem Datensatz
selbststandig relevante Muster zu erkennen. Beispiele fur Algorithmen aus dieser Kate-

gorie sind selbstorganisierende Karten und Clusteranalysen [36].
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In der medizinischen Forschung haben ML-Methoden in den letzten Jahrzehnten zahlrei-
che Anwendungen gefunden. Beispielsweise wurden sie bei der Klassifizierung medizi-
nischer Bilddaten, Planung von Radiotherapien oder der Dosierung von Medikamenten
genutzt [37-39]. Des Weiteren haben diese Technologien ihre Vielseitigkeit bezuglich
personalisierter Medizin und klinischer Entscheidungsunterstutzungssysteme (CDSS,
englisch Clinical Decision Support System) erwiesen [40]. Trotzdem ist das volle Potential
von ML-Methoden und ihrer Anwendung in der Medizin noch nicht vollstandig ausge-
schopft [41,42]. In der Neurologie fand ML bisher insbesondere Anwendung in der Ana-
lyse von Bilddaten und Interpretation von Elektroenzephalografie-Daten [43]. Beispiels-
weise ermoglicht ML die automatische Segmentierung von hamorrhagischen Infarkten,
die Erkennung fruher Anzeichen einer Ischamie auf CT-Bildern sowie eine automatische
Bestimmung des Alberta Stroke Program Early CT Scores (ASPECTS) [44] in der
Frihphase des Schlaganfalls [45—47]. Mouridsen et al. betonen jedoch, dass der Vorher-
sage klinischer Langzeitergebnisse eine groldere Bedeutung beigemessen werden sollte
[48]. Es existieren ebenfalls bereits zahlreiche Studien, die sich mit der Pradiktion solcher
Outcomes nach akutem, ischamischen Schlaganfall und deren Einflussfaktoren beschaf-
tigen [49,50]. Die modifizierte Rankin Skala (mRS) gilt als der wichtigste Score zur Beur-
teilung funktionellen Outcomes nach Schlaganfall [51]. Aufgrund dieser hohen Relevanz
fokussieren sich die meisten Studien auf die Pradiktion der mRS. Als weiterer Vertreter
der funktionellen Outcome Scores wird auch der Barthel Index (Bl) [52] in der wissen-
schaftlichen Literatur genannt. Goldstandard fur die Diagnostik kognitiver Funktion sind
der Montreal-Cognitive-Assessment-Test (MoCA) [53] und der Mini-Mental-Status-Test
(MMSE, englisch Mini-Mental State Examination) [54]. In diesem Bereich ist die Studien-
lage wesentlich sparlicher als bei funktionellen Outcomes. Die ML-basierte Forschung
bezlglich Depression nach Schlaganfall ist ebenfalls begrenzt. In der PROSpective
Cohort with Incident Stroke Berlin (PROSCIS-B) Studie [55] wurde neben dem MMSE
das modifizierte Telefoninterview fur den kognitiven Status (TICS-M, englisch Modified
Telephone Interview for Cognitive Status) [56] fur Nachfolgeuntersuchungen herangezo-
gen sowie die allgemeine Depressionsskala (CES-D, englisch Center for Epidemiologic
Studies Depression Scale) [57] fur Depression. Obwohl es somit bereits eine etablierte
Forschung im Bereich der ML-basierten Outcome-Prognose nach Schlaganfall gibt, be-

stehen noch einige grundlegende Herausforderungen.
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Die Anwendung von ML-Methoden in der Medizin birgt allgemein einige problematische
Aspekte. Eine grol3e Herausforderung sind die begrenzten medizinischen Datenmengen,
welche zudem oft heterogen, unvollstandig und fehlerhaft sind [58]. Erschwerend kom-
men die dezentrale Speicherung der Datensatze sowie die hohen Anspriche an Daten-
schutz hinzu [59]. Ein weiteres Problem ist die oft mangelnde Generalisierbarkeit der ML-
Modelle auf neue Daten wegen unzureichender interner oder externer Validierung [60].
Ebenfalls wird die Interpretierbarkeit von ML-Analysen als besonders wichtig erachtet, da
diese einen Einfluss auf potenziell lebenswichtige Entscheidungen haben konnen [61].
Nicht zuletzt existieren auch ethische und rechtliche Bedenken im Zusammenhang mit
der Anwendung dieser Methoden in der Medizin. Einige Studien haben beispielsweise
demonstriert, dass diskriminierende Ergebnisse in der Anwendung von ML-Methoden
vorkommen konnen [62]. Die Zuweisung von Verantwortung fur die Entscheidungen der
ML-Modelle stellt damit in der Medizin eine zentrale Frage dar. Hinsichtlich der ML-ba-
sierten Schlaganfallforschung im Speziellen erschwert die Heterogenitat der methodolo-
gischen Herangehensweisen einen Vergleich der bestehenden Literatur. Besonders der
Einsatz einer Vielzahl unterschiedlicher ML-Modelle und Leistungskennzahlen stellt hier
eine Hurde dar. Zudem tragt die Diversitat der Datensatze und der Einsatz sehr spezifi-
scher Input-Variablen weiter zur Unubersichtlichkeit bei [50]. Im Gesamten betrachtet
mangelt es somit an systematischer Forschung bezuglich dieser Einflusse [63,64].

1.3 Fragestellung

Das primare Ziel dieser Studie war es einen systematischen Vergleich ML-basierter Pra-
diktion von Outcomes nach erstmaligem ischamischem Schlaganfall zu erstellen. Im Vor-
dergrund stand der Einsatz standardisierter ML-Algorithmen, ein einheitliches Patient*in-
nenkollektiv mit identischen klinischen Parametern und die Messung der Ergebnisse mit-
tels uniformer Leistungskennzahlen. Fir die ML-Analyse wurde als lineares Modell eine
SVM mit linearem Kernel (SVM-lin) sowie eine SVM mit Kernel der radialen Basisfunktion
(SVM-rbf) und ein Entscheidungsbaum mit Gradientenverstarkung (GB, englisch Gradi-
ent Boosting) als nicht-lineare Modelle ausgewahlt. Zu den genutzten Input-Daten zahlten
demografische, klinische, serologische und MRT-Variablen. Die untersuchten Outcomes
beinhalteten funktionelle (MRS und Bl) und kognitive Indikatoren (MMSE und TICS-M)

sowie Mal¥stabe zur Erfassung von Depression (CES-D) und Mortalitat zu verschiedenen
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Beobachtungszeitpunkten. Zusatzlich wurden als sekundarer Endpunkt die wichtigsten

Input-Variablen fur jedes individuelle Ergebnis mithilfe von Shapley-Werten erhoben.
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2 Methodik

2.1 Datensatz

Der zugrundeliegende Datensatz sowie die im Folgenden beschriebenen ML-Analysen
entsprechen der von Fast et al. geschilderten Methodik [50]. Als Datengrundlage diente
die prospektive Kohortenstudie PROSCIS-B, welche im Marz 2010 vom Centrum flr
Schlaganfallforschung Berlin (CSB) und der Charité - Universitatsmedizin Berlin initiiert
wurde. Sie rekrutierte Uber einen Zeitraum von drei Jahren Proband*innen mit einer drei-
jahrigen Periode fur Nachfolgeuntersuchungen. Zu den Einschlusskriterien zahlten ein
Alter uber 18 Jahre, Eintritt des ersten akuten Schlaganfalles gemaf® der WHO Kiriterien
innerhalb der letzten sieben Tage und eine schriftliche Einwilligung zur Studienteilnahme
durch die Patient*innen oder durch deren rechtliche*n Vertreter*in [55]. Als Pathologien
wurden der ischamische Schlaganfall, intrakranielle Hamorrhagien und Sinus-
venenthrombosen laut den Kriterien der WHO berucksichtigt [1]. Exkludiert wurden Pati-
ent*innen mit bereits vorangegangenem Schlaganfall laut WHO-Kriterien, bei Vorhanden-
sein von zerebralen Tumorerkrankung oder Metastase, sowie bei zeitgleicher Teilnahme
an einer Interventionsstudie oder einer Studie nach dem Arzneimittelgesetz. Eine Auflis-
tung der Ein- und Ausschlusskriterien fur PROSCIS-B befindet sich auf https://www.clini-
caltrials.gov (NTC01363856) [55].

2.1.1 Datenselektion

Im Rahmen dieser Arbeit wurden nur Patient*innen mit ischamischem Schlaganfall aus
dem PROSCIS-B Datensatz eingeschlossen. Daruber hinaus wurden lediglich Input-Va-
riablen mit einem Fehlwertanteil von weniger als 15% in den Originaldaten fur die Analy-
sen herangezogen [65]. Aus diesem Grund wurde der serologische Marker Procalcitonin
nicht berucksichtigt, welcher laut Yan et al. [66] fur die 30-Tages Mortalitat nach Schlag-
anfall prognostisch relevant ist.

Um die Charakteristika der Schlaganfalle zu quantifizieren, wurden alle akuten und chro-
nischen Infarktlasionen in der DWI TRACE und FLAIR Sequenz von zwei Studierenden
manuell mit MRIcron [67] vom Center for Advanced Brain Imaging (University of South
Carolina, Chris Rordan, USA) abgegrenzt. Die Supervision und Definition aller weiteren
MRT-Variablen erfolgte durch zwei unabhangige, erfahrene Expertinnen - einer Neurora-
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diologin und einer Neurologin mit Uber neun Jahren Erfahrung in der Schlaganfalldiag-
nostik. Aufgrund groRerer Unterschiede in der Alters- und Geschlechterverteilung der Pa-
tient*innen wurde der Datensatz stratifiziert. Hierzu wurden alters- und geschlechtsspe-
zifische Untergruppen erstellt (z.B.: Frauen zwischen 70-80 Jahren) und innerhalb dieser
Untergruppen zufallig Patient*innen selektiert, bis keine signifikanten Unterschiede mehr
innerhalb des Datensatzes vorhanden waren (bis p < 0,1). Dies sollte sogenanntes short-
cut learning [68] unterbinden und sicherstellen, dass die Pradiktion der ML-Modelle nicht
auf einer verzerrten Stichprobe in den Trainingsdaten basieren (z.B.: generell schlechtere
klinische Outcomes bei Frauen aufgrund eines hoheren Durchschnittsalters). Dies resul-
tierte in einem balancierten Datenset mit 307 Patient*innen (siehe Abbildung 1 und Ta-
belle 1).

PROSCIS MRT Infarktareale Komplettes Balanciertes
gesamt » vorhanden » abgegrenzt » Datenset Datenset
(n=621) (n =491) (n =435) (n=427) (n=307)
v v
Beschadigt/ Studienteilnahme
gefehlt/etc zuriickgezogen
(n =56) (n=8)

Abbildung 1: Selektionsprozess der Patient*innendaten.
Abkirzungen: PROSCIS, PROSpective Cohort with Incident Stroke; MRT, Magnetresonanztomografie

Quellenangabe: Abbildung modifiziert aus Fast et al. [50]

2.1.2 Input-Variablen

Es wurden insgesamt 43 Variablen unterteilt in vier Input-Subdomanen (demografisch,
klinisch, serologisch und MRT) als Input fur die ML-Analysen genutzt. Die demografische
Input-Subdomane einhielt die sechs Variablen biologisches Geschlecht, Alter, Korper-
masseindex (BMI, englisch Body-Mass-Index), Bauchumfang, Huftumfang und Bildung
in Jahren. Die klinische Input-Subdomane enthielt 16 Variablen mit systolischem und di-
astolischen Blutdruck, Tabak- und Alkoholkonsum, Pflegebedurftigkeit, korperliche Akti-
vitat, Thrombolyse, Revaskularisierung, National Institutes of Health Stroke Scale
(NIHSS) [69] bei Aufnahme sowie die Vorerkrankungen Diabetes Mellitus, Hypertonie,
Vorhofflimmern, Angina Pectoris, Myokardinfarkt, periphere arterielle Verschlusskrank-

heit und Hypercholesterinamie. Die serologische Input-Subdomane bestanden aus den
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folgenden zehn Parametern: Glucose, glykiertes Hamoglobin (HbA1c), Gesamtcho-
lesterol, high-density Lipoprotein (HDL), low-density Lipoprotein (LDL), Triglyceride, Kre-
atinin, geschatzte glomerulare Filtrationsrate (eGFR, englisch estimated glomerular filt-
ration rate), hochsensitives C-reaktives Protein (hsCRP, englisch high-sensitivity C-reac-
tive protein) und Leukozytenzahl. In der MRT Input-Subdomane wurden insgesamt elf
Parameter zusammengefasst, darunter das Volumen des akuten Infarkts in DWI TRACE
und FLAIR, die Seite des Infarkts, die supra-/infratentorieller Lokalisation, die uni-/bilate-
rale Verteilung, der vaskulare Ursprung und das Muster des Infarkts, das Vorhandensein
und Volumen von chronischen Infarkten in der FLAIR Sequenz sowie der Wahlund Score
[70] und die trial of ORG 10172 in acute stroke treatment (TOAST) Klassifikation [71].
Diese vier Input-Subdomanen und der vollstandige Datensatz wurden jeweils einzeln her-

angezogen, um die Outcomes vorherzusagen.

Tabelle 1: Beschreibung der Patient*innenpopulation.

Parameter Gesamt | Frauen | Ménner | p-Wert
Demografisch
Biologisches Geschlecht, n (%) 307 151 (49,2) 156 (50,8)
Alter [Jahre], MW+SD 68+14 69115 6713 0,1
Bildung [Jahre], MW+SD 14,114,6 12,9+4,3 15,314,6 0,0
BMI, MW+SD 27,3+4,8 27,554 27,1+4,0 0,16
Bauchumfang [mm], MW£SD 997,4+131,6 964,6+142,1 1028,1£113,0 | 0,0
Haftumfang [mm], MW+SD 1035,8+112,5 | 1034,7+128,5 | 1036,81+95,8 0,58
Klinisch
Blutdruck, Systolisch 140,1+£22,3 139,8+22,8 140,3+21,7 0,57
MWzSD Diastolisch 76,1£13,7 74,7+13,0 77,4+14,3 0,03
Alkoholkonsum, n (%) 108 (35,2) 38 (25,2) 70 (44,9) 0,0
Raucher*in, Aktiv 102 (33,2) 39 (25,8) 63 (40,4) 0,1
n (%) Nie 130 (42,3) 71 (47,0) 59 (37,8)

Friher 70 (22,8) 39 (25,8) 31(19,9)
Pflegebediirftig, n (%) 39 (12,7) 22 (14,6) 17 (10,9) 0,39
Korperlich aktiv, n (%) 101 (32,9) 44 (29,1) 57 (36,5) 0,09
Thrombolyse, n (%) 60 (19,5) 33 (21,9) 27 (17,3) 0,48
Revaskularisierung, n (%) 5(1,6) 0(0,0) 5(3,2) 0,04
NIHSS, Median [IQR] 2[1-4] 2[1-4] 2[1-4] 0,41
Vorerkankungen
Diabetes Mellitus, n (%) 71 (23,1) 35 (23,2) 36 (23,1) 0,61
Hypercholesterinamie, n (%) 66 (21,5) 32 (21,2) 34 (21,8) 0,95
Hypertonie, n (%) 198 (64,5) 98 (64,9) 100 (64,1) 0,98
Vorhofflimmern, n (%) 64 (20,8) 31 (20,5) 33(21,2) 1,00
Angina pectoris, n (%) 37 (12,1) 14 (9,3) 23 (14,7) 0,18
Myokardinfarkt, n (%) 10 (3,3) 2(1,3) 8 (5,1) 0,33
pAVK, n (%) 15 (4,9) 7 (4,6) 8 (5,1) 0,95
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Serologisch
Glucose [mmol/L], MW+SD 7,31£3,2 7,6£3,9 7,1£2,5 0,41
HbA1c [mmol/mol], MW+SD 10,9+15,5 12,2+18,9 9,5+10,7 0,21
Cholesterol [mmol/L], MWxSD 11,1£2,7 11,3+2,7 10,9+2,7 0,10
HDL [mmol/L], MW+SD 2,9+0,9 3,240,9 2,6+0,8 0,00
LDL [mmol/L], MW£SD 6,8+2,2 6,8+2,3 6,7+2,1 0,46
Triglyceride [mmol/L], MW+SD 7,614,8 7,014,5 8,1+5,1 0,00
Kreatinin [umol/L], MWSD 82,4+25,0 75,9+23,1 88,61£25,3 0,00
eGFR [ml/min], MWxSD 76,8+20,6 73,5+21,2 79,9+19,6 0,02
hsCRP [mg/L], MW+SD 1,2+1,9 1,3+2,1 1,01,7 0,15
Leukozyten [Zellen/mm?3], MW+SD 8,0+2,8 8,2+2,8 7,812,8 0,47
MRT
Akuter Infarkt DWI TRACE [ml], MWxSD | 6,1£14,5 5,6x11,4 6,6+17,1 0,17
Akuter Infarkt FLAIR [ml], MW+SD 5,0x12,9 4,6+10,4 5,4+15,0 0,11
Supra-/ Supratentoriell 225 (73,3) 116 (76,8) 109 (69,9) 0,18
Infratentoriell,  ["|nfratentoriell 52 (16,9) 21(13,9) 31(19,9)
n (%) Beides 30 (9.8) 14 (9.3) 16 (10,3)
Seite des Links 138 (45,0) 67 (44,4) 71 (45,5) 0,26
Infarkts, Rechts 132 (43,0) 69 (45,7) 63 (40,4)
n (%) Beides 37 (12.1) 15 (9,9) 22 (14.1)
Unilateraler Infarkt, n (%) 270 (87,9) 136 (90,1) 134 (85,9) 0,46
Chronischer Infarkt, n (%) 79 (25,7) 37 (24,5) 42 (26,9) 0,90
Chronischer Infarkt [ml], MW+SD 1,525 1,324 1,612,6 0,34
Wahlund Score [70], Median [IQR] 6 [3-10] 6 [3,5-11] 5 [2-8] 0,02
Ursprung MCA 143 (46,6) 75 (49,7) 68 (43,6) 0,58
des Infarkts, ACA 1(0,3) 1(0,7) 0 (0,0)
n (%) PCA 17 (5.5) 10 (6.6) 7 (4.5)

AchA 18 (5,9) 8 (5,3) 10 (6,4)

Infratentoriell 52 (16,9) 21 (13,9) 31(19,9)

Thalamus 19 (6,2) 8 (5,3) 11 (7,1)

Multiple 57 (18,6) 28 (18,5) 29 (18,6)
Muster des Territorial 96 (31,3) 52 (34,4) 44 (28,2) 0,61
Infarkts, Subkortikal 74 (24,1) 37 (24,5) 37 (23,7)
n (%) Scattered 72 (23.5) 35 (23,2) 37 (23.7)

Lakunar 1(0,3) 0(0,0) 1(0,6)

Infratentoriell 52 (16,9) 21 (13,9) 31(19,9)
TOAST, Makroangiopathie 88 (28,7) 46 (30,5) 42 (26,9) 0,4
n (%) Kardiale Embolie 89 (29,0) 50 (33,1) 39 (25,0)

Mikroangiopathie 14 (4,6) 8 (5,3) 6 (3,8)

Andere Ursachen 40 (13,0) 17 (11,3) 23 (14,7)

Unklare Atiologie 76 (24,8) 30 (19,9) 46 (29,5)

Die Darstellung der Daten erfolgt durch Mittelwert mit Standardabweichung (MW+SD, englisch standard

deviation) fur kontinuierliche Variablen, Median mit Interquartilsabstand [25.-75. Perzentile] fiir ordinale

Variablen und absolute (n) sowie relative (%) Haufigkeit fir kategoriale Variablen. Um signifikante Unter-

schiede zwischen Frauen und Mannern zu untersuchen, wurde ein t-Test fiir kontinuierliche Variablen

sowie ein Chi-Quadrat-Test fiir kategoriale Variablen durchgefiihrt und die resultierenden p-Werte ermittelt.
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Abkurzungen: ACA, Arteria cerebri anterior; AchA, Arteria choroidea anterior; BMI, Kérpermasseindex
(englisch Body-Mass-Index); DWI, Diffusions-gewichtete Sequenz (englisch Diffusion-weighted imaging);
eGFR, Geschatzte glomerulére Filtrationsrate (englisch estimated glomerular filtration rate); FLAIR, Fluid
attenuated inversion recovery; HDL, High-density Lipoprotein; HbA1c, Glykiertes Hamoglobin; hsCRP,
Hochsensitives C-reaktives Protein; IQR, Interquartilabstand; LDL, Low-density Lipoprotein; MCA, Arteria
cerebri media; MW+SD, MittelwerttStandardabweichung (englisch standard deviation); NIHSS, National
Institute of Health Stroke Scale; pAVK, Periphere arterielle Verschlusskrankheit; PCA, Arteria cerebri poste-
rior; TOAST, Trial of ORG 10172 in Acute Stroke Treatment

Quellenangabe: Tabelle modifiziert aus Fast et al. [50]

2.1.3 Klinische Outcomes

Das funktionelle Outcome wurde mit mRS [72] und Bl [52] bei Aufnahme und nach einem
Jahr gemessen. Kognitive Beeintrachtigung wurde mittels MMSE [54] bei Aufnahme so-
wie TICS-M [56] nach einem und drei Jahren quantifiziert. Depression wurde mittels CES-
D [57] nach einem und drei Jahren gemessen. Die Mortalitat wurde innerhalb von einem
und drei Jahren betrachtet. Die Verteilung dieser Outcomes innerhalb der Patient*innen-
population sowie die Grenzwerte fur gutes versus schlechtes klinisches Outcome laut
Goldstandards konnen der Tabelle 2 entnommen werden.

Nach einem Schlaganfall ist die mRS das wichtigste Instrument zur Messung des funkii-
onellen Outcomes. Die Punkteskala reicht von null mit "Keine Einschrankung" Gber funf
mit "Schwere Beeintrachtigung, bettlagerig, inkontinent, auf Pflege angewiesen" bis hin
zu sechs, dem Tod [72]. Der Bl ermoglicht eine systematische Erfassung grundlegender
Alltagstatigkeiten, der sogenannten Aktivitaten des taglichen Lebens. Er umfasst Kate-
gorien wie Nahrungsmittelaufnahme, Korperpflege, Kontinenz und Mobilitat und wird von
0-100 Punkten bewertet [52]. Der MMSE erfasst mit insgesamt 30 Punkten die kognitiven
Fahigkeiten von Patient*innen. Zu den abgefragten Bereichen zahlen die Orientierung,
Merkfahigkeit, Aufmerksamkeit, Rechenfahigkeit, Erinnerungsfahigkeit und Sprache [54].
Das TICS-M ist ein telefonischer Fragebogen zur Erfassung kognitiver Fahigkeiten mit 13
Fragen und 0-50 Punkten. Es werden unter anderem Orientierung, Merkfahigkeit und
Rechenfahigkeit betrachtet [56]. Die CES-D ist ein Fragebogen zur Beurteilung von De-
pression mit 0-60 Punkten. Er besteht aus 20 Fragen zur affektiven Lage von Patient*in-
nen und beinhaltet beispielsweise Fragen zu Appetit, Antrieb und Schlaf [57].
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Tabelle 2: Grenzwerte und Verteilung der Outcomes in der Patient*innenpopulation.

Verteilung der Outcomes innerhalb der Patient*innenpopulation
Outcome | Zeitpunkt | Gutes Outcome, | Schlechtes Outcome,
n (g/f/m) n (g/f/m)
mRS bE 221/110/111 86/41/45
Jahr 1 193/89/104 40/27/13
BI bE 263/125/138 44/26/18
Jahr 1 195/90/10 7/6/1
MMSE bE 271/126/145 29/21/8
TICS-M Jahr 1 147/69/78 48/32/16
Jahr 3 125/60/65 19/8/11
CES-D Jahr 1 163/79/93 48/35/13
Jahr 3 132/53/79 30/19/11
Mortalitat | Jahr 1 271/132/139 36/19/17
Jahr 3 142/78/64 165/73/92
Grenzwerte fiir gutes versus schlechtes Outcome
Outcome | Gesamt Gutes Outcome Schlechtes Outcome
mRS 0-6 0-2 3-6
BI 0-100 61-100 0-60
MMSE 0-30 24-30 0-23
TICS-M 0-50 30-50 0-29
CES-D 0-60 0-15 16-60

Die Verteilung der Outcome ist angegeben in absoluten Zahlen fur die Gesamtzahl der Patient*innen sowie
getrennt nach Frauen und Mannern (g/f/m).

Abkurzungen: Bl, Barthel Index; bE, bei Entlassung; CES-D, Allgemeine Depressionsskala (englisch Cen-
ter for Epidemiologic Studies Depression Scale); mRS, Modifizierte Rankin Skala; MMSE, Mini-Mental-
Status-Test (englisch Mini-Mental State Examination); TICS-M, Modifiziertes Telefoninterview fir den kog-

nitiven Status (englisch Modified Telephone Interview for Cognitive Status)

Quellenangabe: Tabelle modifiziert aus Fast et al. [50]

2.2 Maschinelles Lernen

Die ML-Analyse bestand im Kern aus den drei Algorithmen SVM-lin, SVM-rbf und GB.
Die Input-Daten wurden vorverarbeitet und danach sowohl im Gesamten als auch in den
einzelnen Input-Subdomanen (demografisch, klinisch, serologisch, MRT) fur die Berech-
nung herangezogen (siehe Abbildung 2). Um robuste Ergebnisse zu generieren wurden
die ML-Modelle mittels Rastersuche und einer wiederholten funffach verschachtelten
Kreuzvalidierung optimiert [73]. Die Auswertung der Ergebnisse erfolgte anhand des Mit-
telwertes (MW) mit Standardabweichung (SD, englisch Standard deviation) der Leis-
tungskennzahlen ausgewogene Genauigkeit (BA, englisch Balanced Accuracy), Flache
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unter der Grenzwertoptimierungskurve (AUC, englisch Area under the receiver operating
characteristic curve), Sensitivitat, Spezifitat, Plausibilitatsquotiententest (LR, englisch Li-
kelihood ratio test) [74] und Integrated Discrimination Improvement (IDI) [75] sowie mittels
eines Permutations-Tests mit Bonferroni-Korrektur. Zur Bestimmung der wichtigsten Pra-
diktoren fur jedes Outcome wurden Shapley-Werte ermittelt. Shapley-Werte sind ein sta-
tistischer Erklarungsansatz, um den Einfluss einzelner Variablen auf das Pradiktionser-
gebnis zu quantifizieren [76]. Fur alle Analysen und Visualisierungen wurde die Python
3.6 Programmiersprache mit den Paketen scikit-learn, pandas, statsmodel, matplotlib und

seaborn verwendet.
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Abbildung 2: Uberblick der Analysen.

Die Input-Daten werden sowohl im Gesamten als auch in vier Input-Subdomanen zur Analyse mittels drei
maschinellen Lernalgorithmen herangezogen. Es erfolgt eine Pradiktion von gutem versus schlechtem Out-

come fiir insgesamt sechs klinische MaRstéabe in vier Kategorien.

Abkirzungen: CES-D, Allgemeine Depressionsskala (englisch Center for Epidemiologic Studies Depres-
sion Scale); GB, Entscheidungsbaum mit Gradientenverstarkung (englisch Gradient Boosting); mRS, Mod-
ifizierte Rankin Skala; MMSE, Mini-Mental-Status-Test (englisch Mini-Mental State Examination); MRT,
Magnetresonanztomografie; SVM-lin,  Stitzvektormaschine mit linearem Kernel;  SVM-rbf,
Stltzvektormaschine mit Kernel der radialen Basisfunktion; TICS-M, Modifiziertes Telefoninterview fir den

kognitiven Status (englisch Modified Telephone Interview for Cognitive Status)

Quellenangaben: Abbildung modifiziert aus Fast et al. [50]
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2.2.1 Vorverarbeitung

Im ersten Schritt wurde der Datensatz manuell kontrolliert und Eingabefehler korrigiert.
Danach wurden fehlende Datenpunkten mittels multipler Imputation durch verkettete
Gleichungen (MICE, englisch Multiple Imputation using Chained Equations) [65] kompen-
siert. Die MICE-Methode lauft in mehreren Schritten ab, angefangen bei der Erzeugung
eines Platzhalters (z.B. MW) fur die fehlenden Datenpunkte. Im nachsten Schritt wird
einer dieser Platzhalterwerte wiederum entfernt und mittels Regression anhand des rest-
lichen Datensatzes erneut ermittelt. Dieser Prozess wird nun so lange wiederholt, bis alle
ursprunglich fehlenden Werte imputiert wurden. Dieser Vorgang kann mehrfach durch-
laufen werden, wobei die imputierten Werte jedes Mal erneut aktualisiert werden [65].
Entsprechend der Erkenntnisse von Sterne et al. [77] wurde MICE im Rahmen unserer
Studie lediglich auf die Daten des Trainings- und Validierungs-Sets angewendet. Feh-
lende Daten im Test-Set wurden durch den entsprechenden MW aus dem Trainings- und
Validierungs-Set ersetzt.

In Tabelle 2 wird die Verteilung der Outcomes innerhalb der Patient*innenpopulation dar-
gestellt, wobei ein Missverhaltnis der meisten Outcome-Klassen (gutes versus schlechtes
Outcome) deutlich wird. Da eine solche Verzerrung ein effektives Training der ML-Algo-
rithmen erschwert, wurden die Synthetic Minority Oversampling Technique (SMOTE) [78]
und randomisiertes Oversampling [79] im Trainings-Set eingesetzt. SMOTE generiert sta-
tistisch ahnliche Beispiele einer unterreprasentierten Klasse wahrend randomisiertes
Oversampling bereits vorhandene Beispiele dupliziert. Aus technischen Grinden wurden
zudem alle kategorischen Input-Variablen mittels one-hot encoding [80] transformiert.

2.2.2 Algorithmen

Die Analysen wurden auf Basis der drei ML-Algorithmen SVM-lin, SVM-rbf und GB durch-
gefuhrt. Die entsprechenden Hyperparameter der ML-Modelle wurden im Rahmen einer
Rastersuche optimiert (siehe Tabelle 3). Eine SVM zeichnet sich als mathematisches
Verfahren dadurch aus, dass Input-Daten in einen hohendimensionalen Raum transfor-
miert werden, um diese linear separieren zu kdnnen. Der Algorithmus ermittelt dafur eine
Trennebene zwischen den Datenpunkten der verschiedenen Outcome-Klassen. Die SVM
strebt danach einen moglichst groRen Abstand zu den Datenpunkten in der Nahe der
Trennebene einzuhalten, was mithilfe sogenannter Stutzvektoren (englisch support vec-
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tors) erreicht wird [81]. Die SVM-lin wurde mit den zwei Hyperparametern k und C opti-
miert. Dabei steht k fur die Anzahl der verwendeten Input-Features und C als ein Mal} fur
die Regularisierung. Regularisierung beschrankt die Komplexitat eines ML-Modells, da-
mit es adaquat auf neue Daten verallgemeinern kann. Bei k wurden stets alle Variablen
verwendet, da wir in dieser Arbeit bereits eine Vorauswahl anhand von Input-Subdoma-
nen getroffen haben. Bei der SVM-rbf waren k und der Kernel ebenfalls bereits definiert,
wahrend C und Gamma optimiert wurden. Der Parameter Gamma bestimmte dabei den
Einfluss eines einzelnen Trainingsbeispiels auf das finale Ergebnis. Der GB basiert auf
einem mehrstufigen Entscheidungsprozess, in dem alle moglichen Ergebnisse einer Ent-
scheidung exploriert werden. Diese Methode zeichnet sich durch iteratives Lernen aus,
wobei zusatzlich auch falsch pradizierte Beispiele bertcksichtigt werden [81]. Der Hyper-
parameter max_depth beschreibt die maximale Anzahl der Verzweigungen pro Entschei-
dungsbaum und max_features hingegen die Menge an Input-Variablen. Der Wert n_esti-
mators bezeichnet die Anzahl der Berechnung flur das finale Ergebnis, min_samples_split
die Anzahl der notwendigen Beispiele innerhalb des Rechenvorganges und min_samp-

les_leaf die Mindestzahl der Beispiele fur die jeweils letzte Berechnung [82].

Tabelle 3: Hyperparameter der maschinellen Lernmodelle.

Modell Hyperparameter Werte
SVM-lin k all
C 1; 10; 100; 1000
SVM-rbf | k all
kernel rbf
C 1; 10; 100; 1000
Gamma 0,001; 0,0001
GB max_depth 8; 16; 32; 40; 50
max_features sqrt; auto; log2
n_estimators 25; 50; 75; 100
min_samples_split | 0,1; 0,3
min_samples_leaf | 0,3; 0,5

Abkilrzungen: GB, Entscheidungsbaum mit Gradientenverstarkung (englisch Gradient Boosting); SVM-lin,
Stitzvektormaschine mit linearem Kernel; SVM-rbf, Stitzvektormaschine mit Kernel der radialen Ba-
sisfunktion

Quellenangabe: Tabelle modifiziert aus Fast et al. [50]
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2.2.3 Kreuzvalidierungsverfahren

Grundsatzlich werden ML-Modelle optimiert, um das bestmogliche Pradiktionsergebnis
anhand der Trainingsdaten zu erzielen. Sobald das ML-Modell auf neue Daten (z.B. aus
dem Test-Set) angewendet wird, sinkt daher in der Regel die Leistung. Der Unterschied
ist typischerweise vor allem dann besonders grof3, wenn die Anzahl der Beispiele im Trai-
nings-Set gering ist. Um diese Problematik zu umgehen konnen sogenannte Kreuzvali-
dierungsverfahren eingesetzt werden [83]. In dieser Studie wurde eine funffach ver-
schachtelte Kreuzvalidierung mit zehn Wiederholungen genutzt (siehe Abbildung 3).
Diese bestand aus einer auf3eren und einer inneren Schleife fur Training, Validierung und
Testung. In der aulReren Schleife wurde der gesamte Datensatz funfmal in zufallig ge-
wahlte Training-Sets (80%) und Test-Sets (20%) separiert. In der inneren Schleife wurde
danach jedes Trainings-Set in funf weitere verschachtelte Training-Sets (80%) und Vali-
dierungs-Sets (20%) gesplittet. Die innere Schleife wurde genutzt, um die ML-Modelle zu
trainieren und deren Hyperparameter zu optimieren, bevor diese an den Test-Sets der
auleren Schleife getestet wurden. Die Berechnungen dieser Analysen wurden als Ge-
samtergebnis der wiederholten funffach verschachtelten Kreuzvalidierung gewertet. Die-
ser gesamte Prozess wurde zehnfach wiederholt und die Ergebnisse als MW mit Kon-

fidenzintervall (KI) angegeben.

307 Patient*innen

|

10x AuBere Schleife

Test Training
I

20% 20% | 20% | 20% |  20%

Innere Schleife

Abbildung 3: Ablauf des Kreuzvalidierungsverfahrens.

Quellenangabe: Eigene Abbildung.
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2.2.4 Leistungskennzahlen

Die Leistung der ML-Modelle wurde mit BA, AUC, Sensitivitat, Spezifitat, LR und IDI so-
wie mittels eines Permutationstest mit Bonferroni-Korrektur verglichen. Die BA ist der MW
aus Sensitivitat und Spezifitat. Die Sensitivitat oder Richtig-positiv-Rate gibt die Wahr-
scheinlichkeit an mit der ein richtig positives Objekt auch korrekt positiv klassifiziert wird.
Die Spezifitat oder Richtig-negativ-Rate hingegen beschreibt die Wahrscheinlichkeit mit
der ein richtig negatives Objekt auch negativ klassifiziert wird [84]. Die AUC gibt die Fla-
che unter der Grenzwertoptimierungskurve Kurve an. Diese ergibt sich aus der Gegen-
Uberstellung von Sensitivitat und Falsch-positiv-Rate. Das LR beschreibt die relative
Ubereinstimmung eines ML-Modells mit den beobachteten Daten. Dabei werden das ge-
testete Modell und ein Vergleichsmodell gepruft und bewertet [85]. Das IDI ist ein quan-
titatives Mal fur die Verbesserung der Diskriminationsleistung eines Modells im Vergleich
zu einer Referenzstrategie. Die Berechnung des IDI erfolgt durch Integration der Ande-

rungen in der Steigung der Diskriminierungskurve [75].

2.2.5 Permutationstest

Die statistische Signifikanz der Ergebnisse wurde mittels Permutationstest ermittelt. Hier-
bei handelt es sich um einen exakten Test aus der nichtparametrischen Statistik. Es wer-
den zufallige Stichprobenwiederholungen unter Annahme der Nullhypothese gezogen
und die resultierende Verteilung der Teststatistik bestimmt. Konkret bedeutete diese im
Rahmen unserer Studie, dass die Labels des Datensatzes zufallig permutiert und die
gleichen ML-Analysen wie an den Originaldaten durchgefuhrt wurden. Dieser Vorgang
wurde hundertfach wiederholt und jeweils mit den urspringlichen Ergebnissen vergli-
chen. Um der Problematik von multiplen Vergleichen entgegenzuwirken, wurde zusatz-
lich eine Bonferroni-Korrektur (drei ML-Algorithmen x funf Input-Subdoméanen) angewen-
det. Die Ergebnisse galten nur dann als statistisch signifikant, wenn der p-Wert < 0,05

beziehungsweise < 0,01 lag.

2.2.6 Shapley-Werte

Shapley-Werte sind ein statistisches Konzept aus der kooperativen Spieltheorie. Sie wur-
den 1951 von Lloyd Shapley entwickelt, um den Beitrag individueller Spieler*innen zum
finalen Ergebnis zu berechnen [86]. In Hinsicht auf ML kann dieses Konzept angewendet

werden, um den Beitrag einzelnen Variablen zum Pradiktionsergebnis zu ermitteln. Die-
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ser Erklarungsansatz wurde bereits mehrfach erfolgreich in biomedizinischer und Klini-
scher Forschung angewandt [76]. Die Berechnung erfolgt anhand der Auswirkung auf
das Ergebnis, wenn eine Variable in der Analyse enthalten ist, beziehungsweise wenn
diese ausgeschlossen wird. Anschlieend werden die Ergebnisse aller Variablen gemit-
telt und die Shapley-Werte berechnet. In unserer Studie wurden die Shapley-Werte als
absoluter MW aller Wiederholungen der funffach verschachtelten Kreuzvalidierung ange-
geben. Die Implementierung erfolgte mithilfe des SHAP (SHapley Additive exPlanations)
Frameworks [87]. Der Kernel SHAPexplainer nutzt gewichtete lineare Regression, um die

Relevanz der einzelnen Variablen zu bestimmen.



Ergebnisse 22

3 Ergebnisse

Von den 621 Patient*innen in PROSCIS-B erhielten 496 eine MRT-Bildgebung mit DWI
TRACE und FLAIR Sequenzen auf Geraten der Firma Siemens, wobei in 5 Fallen die
Bilddaten nicht gefunden werden konnten. Von den verbleibenden 491 Patient*innen wur-
den 255 mit einem 3T Scanner am CSB untersucht und 236 an der Charité - Universi-
tatsmedizin Berlin mit Magnetfeldstarken zwischen 1-1,5T. In 56 Falle konnten aufgrund
fehlender Sequenzen oder Bewegungsartefakten die Infarktareale nicht abgegrenzt wer-
den. Weitere 8 Patient*innen hatten zudem ihre Einwilligung in die Studie widerrufen.
Daraus resultierten 427 Patient*innen und schlussendlich ein balancierter Datensatz von
307 Patient*innen. Die Verlustraten der Nachfolgeuntersuchungen betrugen 24,1% fir
mRS, 34,2% fur Bl, 26,2% fur TICS-M und 23,2% fur CES-D, wahrend bei der Mortalitat
keine Verluste auftraten.

Die Leistung der ML-Modelle wurden anhand von BA und AUC gemessen. Als weiterer
Mafstab wurden IDI und LR berechnet, wobei sich bei LR keine signifikanten Unter-
schiede zwischen den ML-Modellen zeigten. Hier ist es allerdings wichtig zu beachten,
dass diese Ergebnisse unabhangig voneinander betrachtet werden sollten, da diese auf
verschiedenen Methoden zur Bewertung der Pradiktionsleistung basieren. Abbildung 4
zeigt eine Visualisierung der Ergebnisse, angegeben in BA fur alle Outcomes, Zeitpunkte
und ML-Modelle. In Tabelle 4 sind die wichtigsten Pradiktoren fur alle Outcomes gemaf
der Shapley-Werte angegeben. Das beste Ergebnis in dieser Arbeit wurde durch SVM-
rbf fur TICS-M nach drei Jahren mit einer BA+tSD = 0,7+0,13 und einer AUCSD =
0,76%0,13 in der demografischen Input-Subdomane erzielt. Im folgenden Abschnitt wer-
den die jeweils besten Pradiktionsergebnisse flr jedes Outcome und jeden Zeitpunkt be-

schrieben.
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Abbildung 4: Pradiktionsergebnisse angegeben in ausgewogener Genauigkeit (BA, englisch Balanced ac-

curacy) fur alle Outcomes, Zeitpunkte und Input-Subdomanen.

In A wurden alle Input-Variablen in Betracht gezogen, wahrend in B — E die Ergebnisse der B demo-
grafischen, C klinischen, D serologischen und E MRT Input-Subdoméane gezeigt werden. Aufgrund der
ungleichen Verteilung innerhalb des Datensatzes (siehe Tabelle 2) waren die Ergebnisse fiir Bl nach einem

Jahr nicht eindeutig.

Abkurzungen: Bl, Barthel Index; CES-D, Allgemeine Depressionsskala (englisch Center for Epidemiologic
Studies Depression Scale); GB, Entscheidungsbaum mit Gradientenverstarkung (englisch Gradient Boost-
ing); MMSE, Mini-Mental-Status-Test (englisch Mini-Mental State Examination); MRT, Magnetresonanzto-
mografie; mRS, Modifizierte Rankin Skala; PD, bei Entlassung (englisch at patient discharge); SVM-Iin,
Stiitzvektormaschine mit linearem Kernel; SVM-rbf, Stltzvektormaschine mit Kernel der radialen Ba-
sisfunktion; TICS-M, Modifiziertes Telefoninterview fiir den kognitiven Status (englisch Modified Telephone

Interview for Cognitive Status)

Quellenangaben: Abbildungen aus Fast et al. [50]
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3.1 Modifizierte Rankin Skala

Das beste Ergebnis fur mRS bei Entlassung wurden mittels GB mit BA+SD = 0,69+0,07
und einer AUCSD = 0,77+0,06 unter Verwendung aller Input-Variablen erzielt. Die funf
wichtigsten Pradiktoren waren NIHSS, hsCRP, Glucose, Cholesterol und supra-/infraten-
torieller Infarkt. Fir mRS nach einem Jahr erzielte SVM-rbf mit BA+SD = 0,68+0,09 und
AUC+SD = 0,73+0,01 in der demografischen Input-Subdoméane das beste Ergebnis. Die
fuhrenden Variablen hierbei waren Bauchumfang, biologisches Geschlecht, Alter, Bil-
dung und BMI.

3.2 Barthel Index

Fur Bl bei Entlassung zeigte SVM-lin mit BA+SD = 0,65+0,08 und AUC+SD = 0,73+0,11
die beste Leistung unter Verwendung aller Input-Variablen. Die starksten Pradiktoren wa-
ren NIHSS, Rauchen, Trial of ORG 10172 in Acute Stroke Treatment (TOAST) Klassifi-
kation, Muster und Ursprung des Infarkts. Fur Bl nach einem Jahr konnten keine signifi-

kanten Resultate erreicht werden.

3.3 Mini-Mental-Status-Test

Das beste Ergebnis fur MMSE bei Entlassung erzielte SVM-rbf mit BA+SD = 0,67+0,09
und AUC+SD = 0,71+0,11 in der demografischen Input-Subdomane, mit Bildung, biolo-

gischem Geschlecht, Alter, Bauchumfang und BMI als wichtigste Pradiktoren.

3.4 Modifiziertes Telefoninterview fiir den kognitiven Status

Far TICS-M nach einem Jahr demonstrierte SVM-lin mit BA+SD = 0,67+0,09 und
AUC+SD = 0,73%0,09 die beste Leistung in der demografischen Input-Subdomane. Die
fuhrenden Variablen waren Bildung, Alter, BMI, biologisches Geschlecht und Huftumfang.
TICS-M nach drei Jahren wurde am besten durch SVM-rbf in der demografischen Input-
Subdomane modelliert, mit BA+SD = 0,7+0,13 und AUC+SD = 0,7640,13. Bildung, Alter,
biologisches Geschlecht, Bauchumfang und Huftumfang zahlten hier zu den wichtigsten

Variablen.
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3.5 Allgemeine Depressionsskala

Bei der Pradiktion der CES-D nach einem Jahr war GB mit BA+SD = 0,63+0,09 und
AUC+SD = 0,7+0,1 in der demografischen Input-Subdomane am erfolgreichsten. Die
starksten Pradiktoren waren Bildung, biologisches Geschlecht, BMI sowie Bauch- und
Huftumfang. Es konnte jedoch kein signifikantes Ergebnis fur CES-D nach drei Jahren

erzielt werden.

3.6 Mortalitat

Es wurden keine signifikanten Ergebnisse bezuglich der Mortalitat innerhalb von einem
und drei Jahren festgestellt.

Tabelle 4: Die besten Pradiktionsergebnisse und wichtigsten Pradiktoren laut Shapley-Werten fur alle

Ergebnisse.

Outcome | Zeitpunkt | Modell Input Absoluter Variable
SHAP-Mittelwert

mRS bE GB Alle Variablen | 0,68 [0,64-0,72] NIHSS
0,44 [0,41-0,47] hsCRP
0,21 [0,19-0,24] Glucose
0,18 [0,15-0,21] Cholesterol
0,18 [0,15-0,20] Supra-/Infratentoriell

Jahr 1 SVM-rbf | Demografisch | 0,52 [0,47-0,57] Bauchumfang [cm]

0,50 [0,46-0,54] Biologisches Geschlecht
0,47 [0,43-0,51] Alter
0,37 [0,33-0,41] Bildung [Jahre]
0,19 [0,15-0,22] BMI

BI bE SVM-lin | Alle Variablen | 1,11 [1,05-1,18] NIHSS
0,61 [0,57-0,65] Raucher
0,46 [0,42-0,49] TOAST Kilassifikation
0,41 [0,36-0,45] Muster des Infarkts
0,37 [0,34-0,41] Ursprung des Infarkts

TICS-M Jahr 1 SVM-lin Demografisch | 0,68 [0,62-0,73] Bildung [Jahre]
0,51 [0,46-0,56] Alter
0,40 [0,34-0,46] BMI
0,20 [0,17-0,23] Biologisches Geschlecht
0,19[0,16-0,21] Huftumfang [cm]

Jahr 3 SVM-rbf | Demografisch | 1,32 [1,16-1,49] Bildung [Jahre]

0,54 [0,48-0,60] Alter
0,42 [0,36-0,47] Biologisches Geschlecht
0,38 [0,31-0,44] Bauchumfang [cm]
0,36 [0,31-0,42] Huftumfang [cm]
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MMSE bE SVM-rbf | Demografisch | 0,48 [0,43-0,53] Bildung [Jahre]
0,36 [0,33-0,38] Biologisches Geschlecht
0,35 [0,30-0,41] Alter
0,14 [0,11-0,17] Bauchumfang [cm]
0,13 [0,10-0,15] BMI
CES-D Jahr 1 GB Demografisch | 0,52 [0,49-0,55] Bildung [Jahre]

0,42 [0,38-0,46]

Biologisches Geschlecht

0,36 [0,31-0,41]

BMI

0,29 [0,25-0,32]

Huftumfang [cm]

0,21 [0,17-0,26] Bauchumfang [cm]

Der absolute SHAP-Mittelwert wurde mit dem 95%-Konfidenzintervall angegeben.

Abkirzungen: Bl, Barthel Index; BMI, Kérpermasseindex (englisch Body-Mass-Index); bE, bei Entlassung;
CES-D, Alilgemeine Depressionsskala (englisch Center for Epidemiologic Studies Depression Scale); GB,
Entscheidungsbaum mit Gradientenverstarkung (englisch Gradient Boosting); hsCRP, Hochsensitives C-
reaktives Protein; mRS, Modifizierte Rankin Skala; MMSE, Mini-Mental-Status-Test (englisch Mini-Mental
State Examination); NIHSS, National Institute of Health Stroke Scale; SHAP, SHapley Additive exPlana-
tions; SVM-lin, Stitzvektormaschine mit linearem Kernel; SVM-rbf, Stiitzvektormaschine mit Kernel der
radialen Basisfunktion; TICS-M, Modifiziertes Telefoninterview fir den kognitiven Status (englisch Modified
Telephone Interview for Cognitive Status); TOAST, Trial of ORG 10172 in Acute Stroke Treatment.

Quellenangabe: Tabelle modifiziert aus Fast et al. [50]
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4 Diskussion

Im Rahmen dieser Arbeit wurden zum ersten Mal standardisierte ML-Modelle zur Pradik-
tion von funktionellem Outcome, kognitiver Beeintrachtigung, Depression und Mortalitat
nach erstmaligem ischamischem Schlaganfall eingesetzt. Sie basierte auf einer homoge-
nen Gruppe von Patient*innen und pradizierte Langzeitergebnisse in einem Zeitraum von
bis zu drei Jahren. Wahrend in der bisherigen Literatur vor allem funktionelle Outcomes
wie mRS oder Bl als primare Endpunkte herangezogen wurden, haben wir in dieser Stu-
die auch kognitive Beeintrachtigungen und Depressionen berucksichtigt, da diese eine
zentrale Rolle bei der Rehabilitation nach Schlaganfall spielen. Des Weiteren wurden die
wichtigsten Pradiktoren der einzelnen Outcomes mithilfe von Shapley-Werten ermittelt.

Diese und weitere Aspekte werden im Folgenden naher erlautert.

Abbildung 5: Darstellung der Entscheidungsfindung des Entscheidungsbaums mit Gradientenverstarkung

(GB, englisch Gradient Boosting) fir die modifizierte Rankin-Skala (mRS) bei Entlassung.

Abbildungen A und B zeigen die Relevanz einzelner Variablen basierend auf Shapley-Werten fir die
Pradiktion bei zwei verschiedenen Patient*innen. Die Lange der Balken reprasentiert dabei den Einfluss
der jeweiligen Variable auf das Ergebnis. Die Farbe rot steht dabei fiir einen positiven Effekt und blau fiir
einen negativen Effekt. Abbildung A zeigt eine Person mit einem mRS von einem Punkt, welche von GB
korrekt als gutes Outcome klassifiziert wurde. Die Entscheidung wurde aufgrund von niedrigen Werten bei
der National Institutes of Health Stroke Scale (NIHSS), hochsensitivem C-reaktiven Protein (hsCRP,
englisch high-sensitivity C-reactive protein), Cholesterol und akutem Infarktvolumen in der Diffusion-
gewichteten Sequenz (DWI, englisch Diffusion-weighted imaging) getroffen, im Gegensatz zu einem hohen

Wahlund Score. Die Person in Abbildung B hingegen hatte ein schlechtes Outcome mit einem mRS von
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vier Punkten. Basierend auf hohen Werten bei NIHSS, hsCRP und Cholesterol klassifizierte der GB auch
dieses Outcome korrekt, trotz niedrigem akuten Infarktvolumen in DWI. Die Entscheidung des GB wurde

dabei stets auf Grundlage des Gesamteffekts aller betrachteten Variablen getroffen.

Quellenangabe: Abbildungen aus Fast et al. [50]

4.1 Modifizierte Rankin Skala

Die mRS zahlt zu den wichtigsten Mal3staben in der Messung funktioneller Outcomes
nach Schlaganfall. Die Ergebnisse unserer Analysen decken sich daher grofdtenteils mit
dem bereits etabliertem Forschungsstand. Schon Wouters et al. [88] und Kazi et al. [89]
stellten NIHSS als wichtigsten Pradiktor fur mRS nach akutem Schlaganfall fest. Erhohtes
hsCRP und erniedrigtes Cholesterol hingegen wurden mit schlechteren mRS Outcomes
assoziiert [90,91]. Bei untergewichtigen Patient*innen (BMI < 18,5 kg/m?) wurden zudem
ungustige funktionelle Outcomes und erhdhte Mortalitatsraten festgestellt [92]. In Abbil-
dung 5 wird der Entscheidungsfindungsprozess von GB fur mRS bei Entlassung anhand
zweier Beispielpatient*innen illustriert.

Die erste bekannte Applikation von ML-Methoden in der Pradiktion von mRS stammt von
Monteiro et al. [93]. Es wurden 425 Patient*innen mit 152 Input-Variablen einbezogen,
um das Outcome nach drei Monaten zu modellieren. Die Modelle setzten sich aus einer
regularisierten logistischen Regression, einem Entscheidungsbaum, einer SVM, einem
Zufallswald (RF, englisch Random Forest) und Xgboost mit einer zehnfachen Kreuzvali-
dierung zusammen. An dieser Studie war besonders interessant, dass NIHSS zu ver-
schiedenen Zeitpunkten einbezogen wurde - bei Aufnahme, zwei Stunden nach Beginn
der Behandlung, nach 24 Stunden, nach sieben Tagen und bei Entlassung. Der RF Klas-
sifikator erreichte damit eine AUC = 0,936+0,034. Die wichtigsten Pradiktoren waren
NIHSS, eine NIHSS Komponente bezuglich Okulomotorik, Glucose, systolischer Blut-
druck und Alter. In einer Studie mit 3522 Patient*innen von Heo et al. [94] wurde ein Deep
Neural Network (DNN) mit drei Ebenen und 15 Knotenpunkten verwendet. Dies erzielte
eine AUC = 0,888 in der Pradiktion von mRS. Die Analyse inkludierte 38 Parameter mit
Variablen wie NIHSS, demografische Variablen, Zeit zwischen Erstmanifestation der
Symptome und Aufnahme, Schlaganfall-Subtyp, Vorerkrankungen, Medikamentenein-
nahme und serologische Werte. Es wird jedoch nicht erwahnt, ob die Analysen wiederholt
wurden oder eine Resampling-Methode zur Anwendung kam. Die Anwendung dieser
Techniken ist notwendig, um robuste ML oder Deep Learning (DL) Modelle zu entwickeln
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und sogenanntes Overfitting zu vermeiden. Trotz dieser potenziellen Einschrankungen
suggerieren die Ergebnisse, dass DL-Anwendungen moglicherweise geeigneter sind fur
die Pradiktion von mRS. Chiu et al. [95] fokussierten sich auf die Pradiktion multipler
Klassen innerhalb der mRS (jeweils 0-2, 3-4 und 5-6 Punkte) bei 590 Patient*innen unter
Reperfusionstherapie. |hr Modell erzielte bessere Ergebnisse als der DRAGON score
[96] in der Klassifikation der genannten Kategorien. Wie bei allen genannten Studien
wurde NIHSS abermals als die wichtigste Input-Variable erkannt. Vergleichbare Ergeb-
nisse fanden sich auch in den Studien von Alaka et al. [97], Ramos et al. [98] und Li et
al. [99].

4.2 Barthel Index

Obwohl signifikante Ergebnisse fur Bl bei Entlassung erzielt wurden, konnte der Bl nach
einem Jahr von keinem der ML-Modelle zuverlassig pradiziert werden. Ursachlich dafur
konnte die extreme Ungleichverteilung der Outcome-Klassen im Datensatz sein (siehe
Tabelle 2). Obwohl die SMOTE Technik dies bis zu einem gewissen Mal} kompensieren
kann, stoRt auch dieses Verfahren bei kleineren Datenmengen an Grenzen. In Analogie
zur mRS galt auch hier NIHSS als der filhrende Pradiktor. Diese Ahnlichkeit wird durch
inhaltliche Uberschneidungen und Korrelationen zwischen mRS und Bl erklart [100]. Dar-
Uber hinaus konnte, in Ubereinstimmung zu Musa et al., der vaskuldre Ursprung des In-
farkts als wichtiger Pradiktor erfasst werden [101].

Sale et al. [102] entwickelten ein ML-Modell basierend auf einer SVM-lin fur die Pradiktion
prognostischer Faktoren hinsichtlich motorischer und kognitiver Entwicklung durch reha-
bilitatives Training nach Schlaganfall. Das Modell erfasste Alter, biologisches Geschlecht,
Schlaganfalltyp und eine Reihe serologischer Parameter bei 55 Patient*innen. Die Ergeb-
nisse des Test-Sets fur ischamischen Schlaganfall ergaben eine Korrelation von 0,75,
eine mittlere absolute Abweichung von 87,03% und einen mittleren quadratischen Fehler
von 21,74 fur Bl. Als wichtigste Parameter ergaben sich der funktionale Selbstandigkeits-
index (FIM, englisch Functional Independence Measure) und Bl bei Aufnahme sowie das
Thrombozyten-Lymphozten-Ratio, die Erythrozytenverteilungsbreite und die Lymphozy-
tenzahl. In einer Studie von De Wit et al. [103] identifizierten die Autor*innen eine Reihe
von Bl Variablen bei Entlassung (Fahigkeiten bezuglich Kérperpflege und eigenstandiges
Ankleiden) als wichtigste Pradiktoren hinsichtlich des funktionellen Outcomes (Bl > 95)

funf Jahre nach Schlaganfall bei 153 Patient*innen. In einem Review von Meyer et al.
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[104] wurden die Parameter Funktionslevel bei Aufnahme (Bl oder FIM), NIHSS, Dyspha-
sie, Impulsivitat, Neglect, vorangegangener Schlaganfall und Alter als die wichtigsten In-
put-Variablen bezuglich Bl Outcome nach Rehabilitation identifiziert.

4.3 Mini-Mental-Status-Test

Der MMSE wurde als Messinstrumente fur kognitive Beeintrachtigung herangezogen.
Dabei erbrachte die demografische Input-Subdoméane die besten Ergebnisse fur den
MMSE bei Entlassung. Bereits durch Ojala-Oksala et al. [105] wurde die protektive Wir-
kung eines hoheren Bildungsstatus gegenuber kognitivem Abbau etabliert. Geschlechts-
spezifische Aspekte wurden zudem durch eine Studie von Dong et al. [106] belegt. In
deren Arbeit hatten Frauen 90 Tage nach einem Schlaganfall generell schlechtere Er-
gebnisse im MMSE im Vergleich zu Mannern. Daneben ist auch der BMI in Hinsicht auf
den MMSE relevant, da einerseits Untergewicht (BMI < 20 kg/m?) mit schlechteren kog-
nitiven Outcomes sowie Ubergewicht mit einer spezifischen Dysfunktion des Frontallap-
pens assoziiert wurde [107].

Youn et al. [108] entwickelten ein ML-Modell basierend auf 10185 Patient*innen mit 24
Input-Variablen und erzielten damit eine AUC = 0,77 fur den MMSE. Es wurden jedoch
weder das ML-Modell genauer spezifiziert noch die wichtigsten Input-Variablen eruiert.
Das sogenannte COMPASS-Modell wurde von Zhu et al. [109] beschrieben und schatzt
die MMSE-Testergebnisse von Patient*innen der Alzheimer’'s Disease Neuroimaging Ini-
tiative Datenbank innerhalb von 24 Monaten ein. Eine Abnahme der MMSE-Testergeb-

nisse von mehr als drei Punkten konnte mit einer AUC = 0,814 berechnet werden.

4.4 Modifiziertes Telefoninterview fur den kognitiven Status

Rund ein Drittel aller Patient*innen entwickeln eine demenzielle Symptomatik innerhalb
eines Jahres nach Schlaganfall [110]. Das Alter ist dabei einer der starksten Pradiktoren
fur kognitive Defizite nach einem Schlaganfall [111,112]. Ebenso ist der langfristig pro-
tektive Effekt eines hoheren Bildungsniveaus [113] sowie wieder die Relevanz des biolo-
gischen Geschlechts ein bekannter Einflussfaktor [111]. Ahnlich wie bei dem MMSE be-
statigen auch hier die Ergebnisse von Lee et al. [107] den Einfluss von BMI, Huft- und
Bauchumfang.
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Casanova et al. [113] haben sich in einer Studie mit 7142 Patient*innen aus der Health
and Retirement Study (HRS) Kohorte mit der Pradiktion von kognitivem Abbau beschaf-
tigt. Die Ergebnisse wurden anhand einer abgekurzten Version des TICS-M gemessen.
Die Studie inkludiert genetische Faktoren und epidemiologische Information sowie eine
Reihe klinischer Parameter. Bildung, Alter, soziookonomischer Status, Geschlecht,
Schlaganfall und Diabetes Mellitus waren die wichtigsten Variablen bei der Nutzung eines
RF Klassifikator, welcher damit eine Genauigkeit von 0,78, Sensitivitat von 0,75 und Spe-
zifitat von 0,81 erreichte. In einer weiteren Arbeit mit 9979 Patient*innen aus der HRS
und basierend auf einem RF untersuchten Aschwanden et al. [114] den Einfluss von 52
Parametern in der Pradiktion von kognitivem Abbau und Demenz. Den grof3ten Effekt
zeigten hier afroamerikanische Ethnizitat, 6konomischer Wohlstand, Bildung, BMI, sub-
jektives Gesundheitsempfinden, emotionale Belastung und hispanische Ethnizitat mit ei-
ner Vorhersage-Fehlerquote = 0,34. Die Ergebnisse dieser beiden Studien implizieren,
dass soziookonomischer Status und Ethnizitat eine wichtige Rolle in der Entwicklung kog-

nitiver Verlaufsparameter spielen.

4.5 Allgemeine Depressionsskala

Etwa ein Drittel aller Patient*innen nach ischamischem Schlaganfall entwickelt eine kli-
nisch relevante Depression innerhalb eines Jahres [115]. In unserer Studie erzielten alle
ML-Modelle mit der demografischen Input-Subdomane die besten Ergebnisse fur CES-
D. Als wichtigster Pradiktor fur Depression nach Schlaganfall erwies sich die Bildung
[116,117]. Dartuber hinaus wurden in einer Studie von Shi et al. [118] weibliches Ge-
schlecht und ein Alter unter 70 Jahren mit einem hoheren Risiko fur die Entstehung einer
Depression assoziiert. Laut Xu et al. [119] gilt das gleiche fur einen erhdhten Bauchum-
fang.

Eine gekurzte Variante der CES-D wurde in einer weiteren Studie von Xu et al. [120]
genutzt, um Patient*innen aus dem HRS-Datensatz zu analysieren. Dafur wurden elf In-
put-Variablen in einer Population alterer Menschen herangezogen, um Pradiktoren fur
Depression zu eruieren. Ein ruckgekoppeltes neuronales Netzwerk wurde genutzt, um
eine AUC = 0,873 in der Pradiktion von Depression zu erreichen. Eine Studie von Hama
et al. [121] erreichte eine besonders hohe AUC von uber 0,90 in der Pradiktion fur De-

pression nach Schlaganfall, gemessen anhand der Hospital Anxiety and Depression
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Scale, unter Anwendung eines logarithmisch-linearen Netzwerks mit gaulRscher Misch-
verteilung bei 274 Patient*innen des Hibino Hospital. Als wichtigste Pradiktoren in dieser
Studie zeigten sich die Japanese Perceived Stress Scale, der Symbol Digit Modalities
Test, Tapping span backwards, Visual cancellation Kana time und der Continuous Per-
formance Test. Hier zeigte sich, dass die Nutzung sehr spezifischer Testmarker die Ge-
nauigkeit drastisch erhohen kann. Li et al. [122] entwickelten ein Modell zur Klassifizie-
rung anhand der Hamilton Rating Scale for Depression-17 mit mehr als 17 Punkten drei
Monate nach initialem Schlaganfall. Basierend auf einer Logistischen Regression er-
reichte das Modell eine Kontingenzkoeffizient C = 0,81 (95%-KI: 0,791-0,829) mit 71,1%
Sensitivitat und 78,6% Spezifitat. Zu den Variablen im entwickelten Nomogramm zahlten
Alter, NIHSS, mRS, Bildungsniveau, Calcium-Phosphatprodukt sowie die Vorerkrankun-
gen Hypertonie und Vorhofflimmern. Damit zeigt sich eine Uberschneidung hinsichtlich
Alter und Bildung mit den Ergebnissen unserer Studie.

4.6 Mortalitat

In dieser Studie konnten keine signifikanten Ergebnisse fur Mortalitat erzielt werden. In
der wissenschaftlichen Literatur existieren jedoch einige erfolgreiche Arbeiten fur diese
Fragestellung. Cheon et al. [123] nutzen ein DNN, um Mortalitdt nach Schlaganfall bei
15009 Patient*innen zu modellieren. Mit elf Input-Variablen erreichten sie eine AUC =
0,835 wobei Typ des Schlaganfalls der wichtigste Pradiktor war. In einer Studie von Scru-
tinio et al. [124] mit 1207 Patient*innen nach Rehabilitation wurde eine AUC > 0,90 fur
drei ML-Modelle (RF, ADA-Boost und GB) mit einer zehnfachen Kreuzvalidierung erzielt.
Allerdings ist dieses bemerkenswerte Ergebnis unter der Anwendung der SMOTE Tech-
nik auf dem Test-Set entstanden, was methodisch kritisch zu betrachten ist [78]. Trotz-
dem erreichte der RF Klassifikator eine AUC = 0,844 ohne Anwendung von SMOTE. In
dieser Analyse waren Alter, die Dauer der Nachfolgeuntersuchung, Case-Mix Gruppen,
Dauer zwischen Erstmanifestation des Schlaganfalls und Einweisung zur Rehabilitations-
behandlung sowie der FIM die wichtigsten Pradiktoren von den insgesamt 35 Input-Vari-
ablen. Die methodischen Differenzen und Unterschiede der verwendeten Datensatzen
konnten die Abweichung unserer Ergebnisse erklaren.
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4.7 Klinische Implikationen

Fir die Abschatzung von funktionellen Outcomes nach Schlaganfall existieren mit dem
DRAGON [96] und ASTRAL Score [125] bereits etablierte Methoden zur Pradiktion der
MRS nach Schlaganfall. Zum Zeitpunkt dieser Studie galt dies allerdings nicht fur den BI.
Der SIGNAL2 [126] und CHANGE Score [127] sind validierte prognostische Scores hin-
sichtlich der Entwicklung kognitiver Defizite nach Schlaganfall, gemessen an MMSE und
MoCA. Beide Scores beziehen in ihre Berechnungen neben Alter und Bildungsniveau der
Patient*innen eine Reihe MRT-spezifischer Parameter mit ein. Fir die Prognose hinsicht-
lich Depression nach Schlaganfall entwickelten Li et al. [122] mit ihrem Nomogramm den
ersten Score zur klinischen Anwendung. Die Uberschneidung mit den Ergebnissen aus
unseren Analysen ist dabei vielversprechend. Der iScore [128] und PLAN Score [129]
bieten eine Einschatzung des Mortalitatsrisikos innerhalb von 30 Tagen und eines Jahres
nach Schlaganfall.

Das Ziel zukunftiger Studien sollte sein ein universelles Pradiktionsmodell zu entwickeln,
das die Gesamtheit von funktionellem Outcome, kognitiver Beeintrachtigung, Depression
und Mortalitat modellieren kann, basierend auf einer kleinen Gruppe von Variablen. Dazu
konnten beispielsweise NIHSS, Bildung oder BMI zahlen. Ein solches Modell kdnnte als
ML-basiertes CDSS einen kosteneffektiven Beitrag zur Effizienz im klinischen Alltag lie-
fern. CDSS konnen auf klinisch wichtige Informationen hinweisen und damit Behand-
lungsfehler reduzieren, was letztendlich die Sicherheit der Patient*innen im Gesundheits-
wesen erhoht [130]. Beispielsweise hangt die funktionelle Rehabilitation nach einem
Schlaganfall mafRgeblich von einer ausreichenden kognitiven Funktion und einer adaqua-
ten Behandlung von Depression ab [14,17]. CDSS konnten auf gefahrdete Patient*innen
hinweisen, um personalisierte Rehabilitationsmalinahmen und spezifische Sekundarpra-

ventionsstrategien zu entwickeln.

4.8 Hurden der Methodenentwicklung

Ein problematischer Aspekt in der Anwendung von ML in der medizinischen Forschung
sind die unterschiedlichen technischen Herangehensweisen. Der mangelnde Einsatz von
Resampling-Methoden oder fehlende Informationen zur Anzahl der Wiederholung von
Analysen |asst die Reliabilitat einiger Ergebnisse anzweifeln. Daruber hinaus wird eine

Vielzahl von nicht standardisierten ML-Algorithmen verwendet, oft in Kombination mit
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sehr spezifischen Input-Variablen, was zu teilweise erheblichen Unterschieden in den Er-
gebnissen fuhrt. Es bleibt somit unklar, worauf diese Diskrepanz zuruckzufuhren ist. Um
diesen Anspruchen gerecht zu werden haben wir in dieser Studie eine Reihe von Metho-
den zur Entwicklung robuster ML-Modelle genutzt - angefangen bei einem balancierten
Patient*innenkollektiv, einem standardisiertes Set von drei ML-Algorithmen, wiederholter
funffach verschachtelter Kreuzvalidierung sowie einem Permutationstest mit Bonferroni-

Korrektur.

4.9 Limitationen

Limitierend fur diese Studie waren eine Reihe von methodologischen und inhaltlichen
Aspekten. Allen voran stand eine limitierte Anzahl von Patien*innendaten aus dem
PROSCIS-B Datensatz zur Verfigung sowie keine externe Kohorte zur Validierung der
Ergebnisse. Da Patient*innen nur in Berlin rekrutiert wurden, kdnnte zudem ein regiona-
les Bias vorliegen. Die Bilddaten wurden an unterschiedlichen Scannern innerhalb des
CSB und der Charité - Universitatsmedizin Berlin erhoben, wodurch moglicherweise die
MRT-Parameter einer Verzerrung unterliegen. Vor allem bei der manuellen Abgrenzung
der Infarktareale konnte dies zu einer ungenaueren Erhebung der Volumina bei Pati-
ent*innen mit qualitativ schlechten MRT-Bilddaten gefuhrt haben. Ein weiterer Kritikpunkt
ist, dass der MoCA nur unvollstandig erhoben und somit nicht in diese Studie einge-
schlossen werden konnte. Ahnlich gilt, dass keine detaillierteren Informationen zu den
verabreichten Medikationen oder Unterschiede in den RehabilitationsmalRnahmen er-
fasst wurden. Daruber hinaus unterlag der gesamte Datensatz einer starken Dysbalance
hinsichtlich der Outcome-Klassen (siehe Tabelle 2). Um diese Problematik zu umgehen,
wurden SMOTE und die wiederholte funffach verschachtelte Kreuzvalidierung eingesetzt.
Trotzdem ist es nicht auszuschlie3en, dass diese Einschrankung die Ergebnisse beein-
flusst und damit die Anwendbarkeit auf neue Daten vermindert. Aus technischer Perspek-
tive ware zudem ein Vergleich der Shapley-Werte aus den unterschiedlichen ML-Model-
len interessant, um mogliche Gemeinsamkeiten und Unterschiede zu untersuchen. Zu-
dem wurden Patient*innen nur dann in die Studie eingeschlossen, wenn diese selbst oder
durch eine*n gesetzlichen Vertreter*in schriftlich in die Studie eingewilligt hatten. Dies
hatte zur Folge, dass vom Schlaganfall sehr schwer betroffene Patient*innen aus der
Studie ausgeschlossen wurden, was wiederum die allgemeine Aussagekraft der Ergeb-
nisse einschrankt [131].
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5 Schlussfolgerungen

Mittels eines systematischen Vergleichs von drei ML-Modellen (SVM-lin, SVM-rbf, GB)
wurden in dieser Studie funktionelles Outcome, kognitive Beeintrachtigung, Depression
und Mortalitat nach der Erstmanifestation eines ischamischen Schlaganfalls pradiziert.
Dafur wurden eine Reihe von Input-Subdomanen (demografisch, klinisch, serologisch
und MRT) mit der Gesamtheit aller Input-Variablen verglichen und die jeweils starksten
Pradiktoren mittels Shapley-Werten ermittelt. Die Ergebnisse unserer Studie belegten so-
mit bereits etablierte als auch potenziell neue Pradiktoren. Es sind jedoch weitere Studien
notwendig, um diese Erkenntnisse zu bestatigen und ihre klinische Anwendbarkeit zu

Uberprifen.
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Background: Accurate prediction of clinical outcomes in individual patients
following acute stroke is vital for healthcare providers to optimize treatment
strategies and plan further patient care. Here, we use advanced machine learning
(ML) techniques to systematically compare the prediction of functional recovery,
cognitive function, depression, and mortality of first-ever ischemic stroke patients
and to identify the leading prognostic factors.

Methods: We predicted clinical outcomes for 307 patients (151 females, 156
males; 68 + 14 years) from the PROSpective Cohort with Incident Stroke
Berlin study using 43 baseline features. Outcomes included modified Rankin
Scale (mRS), Barthel Index (Bl), Mini-Mental State Examination (MMSE), Modified
Telephone Interview for Cognitive Status (TICS-M), Center for Epidemiologic
Studies Depression Scale (CES-D) and survival. The ML models included a Support
Vector Machine with a linear kernel and a radial basis function kernel as well as a
Gradient Boosting Classifier based on repeated 5-fold nested cross-validation. The
leading prognostic features were identified using Shapley additive explanations.

Results: The ML models achieved significant prediction performance for mRS
at patient discharge and after 1 year, Bl and MMSE at patient discharge, TICS-M
after 1 and 3 years and CES-D after 1 year. Additionally, we showed that National
Institutes of Health Stroke Scale (NIHSS) was the top predictor for most functional
recovery outcomes as well as education for cognitive function and depression.
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Conclusion: Our machine learning analysis successfully demonstrated the ability
to predict clinical outcomes after first-ever ischemic stroke and identified the
leading prognostic factors that contribute to this prediction.

KEYWORDS

stroke, machine learning, outcome prediction, post-stroke depression, mortality,
functional outcome, cognitive impairment

1. Introduction

Stroke is the second most common cause of death
and a major cause of disability on a worldwide scale
(1). It when the blood supply to brain tissue
is interrupted by either blockage (ischaemic stroke) or
bleeding caused by rupture of cerebral blood vessels
(haemorrhagic stroke) ultimately resulting in irreversible

neuronal death (2).

occurs

The incidence of stroke is set to rise
due to the demographic shift affecting populations across
the globe (3). Thus, it is paramount to identify parameters
that can aid in accurate prediction of long-term clinical
outcome post-stroke.

In recent years the move toward electronic health records
and the application of machine learning (ML) techniques in the
medical research field have opened new frontiers of personalized
medicine and decision support. The key advantage is that—
in contrast to traditional statistical analyses—not only can
predictors and biomarkers be identified on a group level, but
ML techniques also enable prediction on an individual patient
level. In other words, the outcome for a single patients can
be predicted by considering a vast array of variables (4).
Numerous studies have successfully demonstrated the ability of
ML models to predict specific clinical outcomes after stroke
with remarkable accuracy and identified leading baseline factors
that carry high prognostic value (5-8). Most studies so far
have focused on the prediction of the modified Rankin Scale
(mRS) (9) as it is the gold standard for determining functional
recovery after stroke. While there are some studies investigating
the ML-based prediction of the Barthel Index (BI) (10) and
Modified Telephone Interview for Cognitive Status (TICS-M)
(11), research regarding the Center for Epidemiologic Studies
Depression Scale (CES-D) (12) and Mini-Mental State Examination
(MMSE) (13) is sparse. In addition, the heterogeneity of ML
techniques, clinical outcomes and datasets used in these studies
makes it difficult to assess the broader implications of their
findings (4).

The primary aim of the present study was therefore
to conduct a systematic comparison of ML-based outcome
prediction after first-ever ischemic stroke featuring measures
of functional recovery (mRS, BI), cognitive function (MMSE,
TICS-M), depression (CES-D), and mortality. The analysis was
based on three powerful ML models and an array of baseline
features including demographic, clinical, serological and MRI
variables. As a secondary aim, we set out to identify to the
key prognostic markers for each outcome using state-of-the-art
visualization techniques.

Frontiersin Neurology

2. Methods

2.1. Dataset and feature selection

The patients included in these analyses were selected from
the PROSpective Cohort with Incident Stroke Berlin (PROSCIS-
B) study. Recruitment for this prospective cohort study was
conducted over a three-year period starting in March 2010 at
the Center for Stroke Research Berlin and Charité University
Hospital with a consecutive three-year follow-up period. The study
population consists of patients aged 18 years and over with acute
first-ever stroke according to the WHO stroke criteria (14). The
complete inclusion and exclusion criteria are described in detail on
https://clinicaltrials.gov (NTCO01363856). The study was approved
by the ethics committee of the Charité - Universititsmedizin
Berlin (EA1/218/09) and was conducted in accordance with the
Declaration of Helsinki. For the purposes of this exploratory
analysis only patients with ischemic stroke and input features with
no more than 15% missing values were included.

MRI data was collected after study completion from clinical
routine data. In order to quantify the characteristics of the imaging
data all acute and chronic stroke lesions were delineated on
Diffusion-weighted imaging (DWI) and Fluid-attenuated inversion
recovery (FLAIR) sequences, respectively, using MRIcron (15)
from the Center for Advanced Brain Imaging (University of
South Carolina, Chris Rordan, USA). The delineation and volume
extraction for acute and chronic stroke lesions were performed
by medical students supervised by two independent expert
neuroradiologists while all further MRI parameters were obtained
by expert neuroradiologists.

Due to significant differences in the number and mean age of
female and male patients, we balanced the dataset by separating all
patients into groups according to sex and age and then randomly
selecting patients within these groups until there were no more
significant differences (up to p < 0.1). This was necessary to ensure
the predictions of our models were not based on an inherent
bias in the training data (e.g., women being older on average and
thus having worse outcomes) (16). The patient selection process
is shown in Figure 1 and the characteristics of the dataset are
described in Table 1.

2.2. Input data and outcomes

This study includes a total of 43 stroke-related baseline
variables in four input subdomains. They consisted of 6
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FIGURE 1

Flowchart depicting patient selection process. PROSCIS, PROSpective Cohort with Incident Stroke; MRI, Magnetic resonance imaging.

demographic and 16 clinical variables, 10 serological markers and
11 MRI parameters as listed in Table 1. Procalcitonin serum levels,
which have previously been identified as a prognostic marker for
30-day mortality after stroke (18), had to be excluded since this
variable had more than 15% missing values. The outcomes included
measures of functional recovery (mRS and BI), cognitive function
(MMSE and TICS-M), depression (CES-D) and survival. The mRS
and BI were assessed at patient discharge, and 1 year post-stroke.
Cognitive impairment was evaluated using the MMSE at discharge
and later with the TICS-M at 1 and 3 years. CES-D and survival
were also assessed 1 and 3 years after the index event. The follow-
up process included an initial telephone assessment of cognitive
function, followed by a structured interview conducted either by
phone or mail. Table 2 shows the distribution of outcomes in the
dataset, their respective follow-up time points, and the cut-off
points for good vs. poor clinical outcome as defined by clinical
scoring gold standards.

2.3. Machine learning analysis

The aim of this study was to conduct a systematic comparison
of ML-based outcome prediction models after first-ever ischemic
stroke. To accomplish this, a linear model, a non-linear model, and
a tree-based model were selected for comparison (see Figure 2). To
reduce complexity and potential problems brought on by multiple
comparisons, a small set of three ML algorithms were selected.
A Support Vector Machine (SVM) with linear kernel (SVM-lin)
(19) and a SVM with radial basis function kernel (SVM-rbf) (20)
were chosen as linear and non-linear models due to their strong
performance in previous studies and the ability to directly compare
them (6, 16, 21). Similarly, Gradient Boosting (GB) (22) was
chosen as the tree-based classifier due to its superior performance
and when compared to other tree-based models (23, 24). We
compensated for missing data in the training and validation set
with Multiple Imputation using Chained Equations (MICE) (25).
The outcome class imbalances in the training set were counteracted
with the Synthetic Minority Over-sampling Technique (SMOTE)
(26) and random oversampling (27). Categorical input features
were transformed using one-hot encoding. Then, models were
carefully evaluated using ten times repeated 5-fold nested cross-
validation with fixed seed to increase robustness (28). Here the data
is split into five training (80%) and test sets (20%). Each of these
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training sets is then subdivided into further five training (80%)
and validation sets (20%). The hyperparameters of the ML models
(listed in Supplementary Table S1) have been optimized on these
training and validation sets via grid search before finally being
evaluated on the unseen data of the test sets.

Performance of each model was evaluated using balanced
accuracy (BA), area under the receiver operating characteristic
curve, sensitivity, specificity, likelihood ratio (LR) and Integrated
Discrimination Improvement index (IDI). BA is the arithmetic
mean of sensitivity and specificity while the receiver operating
characteristics curve (ROC) plots the true positive rate in relation
to the false positive rate of the ML models. The area under the curve
(AUC) of the ROC is routinely used as a measure of performance
in ML. For each outcome, we reported the mean BA and AUC
along with their standard deviation (SD) for ten iterations of
5-fold nested cross-validation. The LR compares the fit of two
models by taking the ratio of their likelihoods (29) while the IDI
ranks the model according to the change of the discrimination
slopes (30). To test for statistical significance, we performed non-
parametric permutation testing (31). Here, the exact same ML
analysis and nested cross-validation procedure was performed a
hundred times on randomly permuted ground truth labels before
being compared to the original results. Results were considered
statistically significant below p < 0.05 and p < 0.01 after Bonferroni
correction for multiple comparisons (3 ML algorithms x 5 feature
subsets). We used the Python 3.6 programming language with the
scikit-learn, pandas, statsmodel, matplotlib and seaborn packages
for all analyses and visualizations.

2.4. Feature importance and Shapley values

In order to discern feature importance we implemented
Shapley values using the SHAP (SHapley Additive exPlanations)
framework (32). This statistic is a solution concept originating from
cooperative game theory which calculates the relative importance
of an input feature for the final prediction result and has
already demonstrated convincing results in biomedical and clinical
research applications (33, 34). Shapley values are calculated by
determining the average marginal contribution of each feature
over all possible combinations of input features. This is done
by analyzing the effect of each feature on the prediction when
it is included or excluded, while also taking into account the
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TABLE 1 Baseline characteristics of patient population.
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Parameter Totaln = Female Male P-value
Demographic
Sex, 1 (%) 307 151 (49.2) 156 (50.8)
Age in years, Mean + SD 68 + 14 69+ 15 67+ 13 0.1
Education in years, Mean =+ SD 141+ 46 129 +43 153+ 4.6 0.0
BMI, Mean & SD 27.3+48 27.5+54 27.1+40 0.16
‘Waist circumference [mm], Mean =+ SD 997.4 +131.6 964.6 + 142.1 1,028.1 4 113.0 0.0
Hip circumference [mm], Mean + SD 1,035.8 =112.5 1,034.7 £ 128.5 1,036.8 £ 95.8 0.58
Clinical
Blood pressure, Mean =+ SD Systolic 140.1 +22.3 139.8 +22.8 140.3 & 21.7 0.57
Diastolic 76.1 £13.7 74.7 £13.0 774 £ 143 0.03
Alcohol consumption, 1 (%) 108 (35.2) 38(25.2) 70 (44.9) 0.0
Smoking, n (%) Active 102 (33.2) 39 (25.8) 63 (40.4) 0.1
Never 130 (42.3) 71 (47.0) 59 (37.8)
Former 70 (22.8) 39(25.8) 31(19.9)
Dependent before stroke, 1 (%) 39(12.7) 22 (14.6) 17 (10.9) 0.39
Physically active, 7 (%) 101 (32.9) 44 (29.1) 57 (36.5) 0.09
Thrombolysis, n (%) 60 (19.5) 33(21.9) 27 (17.3) 0.48
Revascularization, n (%) 5(1.6) 0(0.0) 5(3.2) 0.04
NIHSS, Median [IQR] 2[1-4] 2[1-4] 2(1-4) 0.41
Pre-existing conditions
Diabetes Mellitus, n (%) 71 (23.1) 35(23.2) 36(23.1) 0.61
Hypercholesterinemia, n (%) 66 (21.5) 32(21.2) 34 (21.8) 0.95
Hypertension, n (%) 198 (64.5) 98 (64.9) 100 (64.1) 0.98
Atrial fibrillations, n (%) 64 (20.8) 31(20.5) 33(21.2) 1.00
Angina pectoris, 1 (%) 37 (12.1) 14 (9.3) 23 (14.7) 0.18
Myocardial infarction, # (%) 10(3.3) 2(1.3) 8(5.1) 0.33
Peripheral artery disease, n (%) 15(4.9) 7 (4.6) 8(5.1) 0.95
Serological markers
Glucose [mmol/L], Mean =+ SD 73432 7.6 +3.9 71+25 0.41
HbAlc [mmol/mol], Mean + SD 10.9 £+ 15.5 12.2 £ 18.9 9.5+ 10.7 0.21
Cholesterol [mmol/L], Mean & SD 1:1+27 113 £2:7 109 +£2.7 0.10
HDL [mmol/L], Mean + SD 29+0.9 3.2+09 26+08 0.00
LDL [mmol/L], Mean =+ SD 6.8+2.2 6.8+23 6.7 +2.1 0.46
Triglycerides [mmol/L], Mean + SD 7.6+4.8 7.0+45 8.1+5.1 0.00
Creatinine [jumol/L], Mean =+ SD 82.4 £ 25.0 75.9 +23.1 88.6 +£25.3 0.00
eGFR [ml/min], Mean = SD 76.8 £ 20.6 735+321.2 79.9 £19.6 0.02
hsCRP [mg/L], Mean + SD 1.2:451.9, L3421 1.0+1.7 0.15
White blood cells [cells/mm?], Mean + SD 8.0+28 82+28 78+28 0.47
MRI
Acute infarct DWI [ml], Mean =+ SD 6.1+ 14.5 5.6+ 11.4 6.6+ 17.1 0.17
Acute infarct FLAIR [ml], Mean & SD 504129 4.6 +10.4 54+15.0 0.11
(Continued)
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TABLE 1 (Continued)

Parameter Female Male P-value
Infarct location, n (%) Supratentorial 225(73.3) 116 (76.8) 109 (69.9) 0.18
Infratentorial 52 (16.9) 21(13.9) 31(19.9)
Both 30 (9.8) 14 (9.3) 16 (10.3)
Infarct side, 1 (%) Left 138 (45.0) 67 (44.4) 71 (45.5) 0.26
Right 132 (43.0) 69 (45.7) 63 (40.4)
Both 37 (12.1) 15 (9.9) 22(14.1)
Unilateral infarct, n (%) 270 (87.9) 136 (90.1) 134 (85.9) 0.46
Chronic infarct, n (%) 79 (25.7) 37 (24.5) 42 (26.9) 0.90
Chronic infarct [ml], Mean & SD 1525 13+24 1.6 £2.6 0.34
Wahlund Score, (17) Median [IQR] 6 [3-10] 6[3.5-11] 5[2-8] 0.02
Infarct origin, n (%) MCA 143 (46.6) 75 (49.7) 68 (43.6) 0.58
ACA 1(0.3) 1(0.7) 0(0.0)
PCA 17 (5.5) 10 (6.6) 7 (4.5)
AchA 18 (5.9) 8(5.3) 10 (6.4)
Infratentorial 52 (16.9) 21(13.9) 31(19.9)
Thalamus 19 (6.2) 8(5.3) 11(7.1)
Multiple 57 (18.6) 28(18.5) 29 (18.6)
Infarct pattern, n (%) Territorial 96 (31.3) 52 (34.4) 44 (28.2) 0.61
Subcortical 74 (24.1) 37(24.5) 37(23.7)
Scattered 72 (23.5) 35(23.2) 37(23.7)
Lacunar 1(0.3) 0(0.0) 1(0.6)
Infratentorial 52(16.9) 21(13.9) 31(19.9)
TOAST, n (%) Large-artery 88 (28.7) 46 (30.5) 42 (26.9) 0.4
Cardioembolism 89 (29.0) 50 (33.1) 39 (25.0)
Small-vessel 14 (4.6) 8(5.3) 6(3.8)
Other 40 (13.0) 17 (11.3) 23(14.7)
Undefined 76 (24.8) 30(19.9) 46 (29.5)

BMI, body mass index; NIHSS, National Institute of Health Stroke Scale; TOAST, Trial of ORG 10172 in Acute Stroke Treatment; MCA, Middle cerebral artery; ACA, Anterior cerebral artery;
PCA, Posterior cerebral artery; AchA, Anterior choroidal artery.

Data are given as mean = standard deviation (SD) for continuous variables, median with limits of the interquartile range [25th-75th percentile] for ordinal variables and absolute (n) as well as
relative (%) frequency for categorical variables. To determine significant differences between female and male patients we performed a t-test for continuous variables and a chi-squared test for
categorical variables and reported the resulting p-values.

dependencies between features. For the purposes of this study, we
implemented the Kernel SHAPexplainer which acts as a specially-
weighted local linear regression (32).

3. Results

Out of the 621 PROSCIS-B patients 125 had no MRI associated
with their study ID and in 5 further cases we were unable to locate
the MRI data. This resulted in 491 patients with imaging data out of
which 255 had received a 3T scan at the Center of Stroke Research
Berlin (CSB) and 236 had been processed on scanners at Charité
- Universitidtsmedizin Berlin ranging from 1 to 1.5T, all of which
were Siemens MRI units. In 56 cases the imaging data could not
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be delineated due to missing sequences or motion artifacts and in
8 cases participants had retracted their consent for the study which
resulted in a total of 427 fully delineated cases. The final balanced
dataset consisted of 307 patients. There was a loss to follow-up of
74 patients (24.1%) in mRS, 105 patients (34.2%) in BI, 51 patients
(26.2%) in TICS-M, and 49 patients (23.2%) in CES-D from the
initial sample size. No loss was observed for mortality.

We evaluated and ranked the performance of the ML models
using the metrics of BA and AUC. The results of these analyses
can be found in Supplementary Tables S2-S6. In Figure 3, we show
the performance in BA for all outcomes (mRS, BI, MMSE, TICS-
M, CES-D, and survival), time points, and ML models (SVM-lin,
SVM-rbf and GB). Additionally, we calculated the Integrated IDI
and LR to provide further insight into the models’ performance.
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TABLE 2 Cut-offs and distribution of outcomes, listed as frequency for patient numbers in total, males, and females.

Distribution of outcomes in patient population

Outcome Time points Good outcome, n Poor outcome, n
(total/female/male) (total/female/male)

mRS PD 221/110/111 86/41/45

Year 1 193/89/104 40/27/13
BI PD 263/125/138 44/26/18

Year 1 195/90/10 7/6/1
MMSE PD 271/126/145 29/21/8
TICS-M Year 1 147/69/78 48/32/16

Year 3 125/60/65 19/8/11
CES-D Year 1 163/79/93 48/35/13

Year 3 132/53/79 30/19/11
Mortality Year 1 271/132/139 36/19/17

Year 3 142/78/64 165/73/92

Cut-off points for good vs. poor outcome

Outcome Total points Good outcome Poor outcome
mRS 0-6 0-2 3-6

BI 0-100 61-100 0-60

MMSE 0-30 24-30 0-23
TICS-M 0-50 30-50 0-29

CES-D 0-60 0-15 16-60

mRS, modified Rankin Scale; BI, Barthel Index; MMSE, Mini-Mental State Examination; TICS-M, Modified Telephone Interview for Cognitive Status; CES-D, Epidemiologic Studies Depression
Scale; PD, patient discharge.
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FIGURE 2

Process flow of input data, machine learning analysis and outcome prediction. mRS, modified Rankin Scale; Bl, Barthel Index; MMSE, Mini-Mental
State Examination; TICS-M, Modified Telephone Interview for Cognitive Status; CES-D, Epidemiologic Studies Depression Scale; SVM-lin, Support
Vector Machine with linear kernel; SVM-rbf, Support Vector Machine with radial basis function kernel; GB, Gradient Bossting Classifier; MRI, Magnetic
resonance imaging.
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FIGURE 3
Prediction performance in balanced accuracy (BA) for all outcomes, time points and input subdomains. In (A) all input parameters were considered
while (B—E) show the results of the (B) demographic, (C) clinical, (D) serological and (E) MRI input subdomain. Results for Bl after 1 year were
unreliable due to the extreme class imbalance in the dataset (see Table 2). mRS, modified Rankin Scale; Bl, Barthel Index; MMSE, Mini-Mental State
Examination; TICS-M, Modified Telephone Interview for Cognitive Status; CES-D, Epidemiologic Studies Depression Scale; SVM-lin, Support Vector
Machine with linear kernel; SVM-rbf, Support Vector Machine with radial basis function kernel; GB, Gradient Bossting Classifier; MRI, Magnetic
resonance imaging.
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TABLE 3 Best prediction results and most important predictors for all outcomes as determined via Shapley values.

Outcome Mean absolute Variables
SHAP value
mR$S PD GB All 0.68 [0.64, 0.72] NIHSS
0.44 [0.41, 0.47] hsCRP
0.21 [0.19, 0.24] Glucose
0.18 [0.15,0.21] Cholesterol
0.18 [0.15, 0.20] Supra-/Infratentorial
Year 1 SVM-rbf Demographic 0.52 [0.47, 0.57] Waist circumference [cm]
0.50 [0.46, 0.54] Sex
0.47 [0.43,0.51] Age
0.37[0.33,0.41] Education [years]
0.19 [0.15, 0.22] BMI
BI PD SVM-lin All 1.11 [1.05, 1.18] NIHSS
0.61 [0.57, 0.65] Smoking
0.46 [0.42, 0.49] TOAST classification
0.41 [0.36, 0.45] Infarct pattern
0.37 [0.34, 0.41] Infarct origin
TICS-M Year 1 SVM-lin Demographic 0.68 [0.62, 0.73] Education
0.51 [0.46, 0.56] Age
0.40 [0.34, 0.46] BMI
0.20 [0.17,0.23] Sex
0.19 [0.16,0.21] Hip circumference [cm]
Year 3 SVM-rbf Demographic 1.32[1.16, 1.49] Education [years]
0.54 [0.48, 0.60] Age
0.42 [0.36, 0.47] Sex
0.38 [0.31, 0.44] Waist circumference [cm]
0.36 [0.31, 0.42] Hip circumference [cm]
MMSE PD SVM-rbf Demographic 0.48 [0.43, 0.53] Education [years]
0.36 [0.33,0.38] Sex
0.35 [0.30, 0.41] Age
0.14 [0.11,0.17] Waist circumference [cm]
0.13 [0.10, 0.15] BMI
CES-D Year 1 GB Demographic 0.52 [0.49, 0.55] Education [years]
0.42 [0.38, 0.46] Sex
0.36 [0.31, 0.41] BMI
0.29 [0.25, 0.32] Hip circumference [cm]
0.21 [0.17,0.26] Waist circumference [cm]

mRS, modified Rankin Scale; BI, Barthel Index; MMSE, Mini-Mental State Examination; TICS-M, Modified Telephone Interview for Cognitive Status; CES-D, Epidemiologic Studies Depression
Scale; PD, patient discharge; SVM-lin, Support Vector Machine with linear kernel; SVM-rbf, Support Vector Machine with radial basis function kernel; GB, Gradient Boosting Classifier; BMI,
body mass index; NIHSS, National Institute of Health Stroke Scale; TOAST, Trial of ORG 10172 in Acute Stroke Treatment.

The mean absolute SHAP value is reported with 95% confidence interval.
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The detailed results are reported in Supplementary Tables S7-S11.
While the LR revealed no significant differences between the ML
models it is important to note that the results obtained from
the BA, AUC and the LR should be viewed independently, as
they are based on different methods of evaluating the models’
performance. Although in many cases the performance of the three
ML models was at a comparable level the strongest predictive
performance overall was achieved by SVM-rbf for TICS-M after
3 years (BA £+ SD = 0.7 £ 0.13; AUC &+ SD = 0.76 £ 0.13; p <
0.05) using the demographic input subdomain. Table 3 states the
most important predictors according to the Shapley values. The
following paragraphs will list significant results (p < 0.05 or p <
0.01 Bonferroni corrected) according to the permutation test for
each outcome per input subdomain.

3.1. Modified Rankin Scale

The highest prediction score for mRS at patient discharge was
achieved by GB (BA £ SD = 0.69 £ 0.07; AUC + SD = 0.77
+ 0.06; p < 0.01) followed by SVM-lin (BA + SD = 0.67 +
0.07; AUC + SD = 0.74 &+ 0.07; p < 0.01) and SVM-rfb (BA
+ SD = 0.65 £ 0.06; AUC £ SD = 0.77 £ 0.06; p < 0.01)
using all input parameters. In the serological input subdomain
GB (BA £ SD = 0.63 £ 0.07; AUC & SD = 0.68 £ 0.08; p <
0.01) and SVM-rbf (BA £ SD = 0.57 £ 0.06; AUC = SD = 0.63
+ 0.07; p < 0.05) attained significant prediction results. The top
five predictors using all input parameters were National Institutes
of Health Stroke Scale (NIHSS), hsCRP, glucose, cholesterol and
supra-/infratentorial infarct location.

The mRS after 1 year could best be predicted using the
demographic input subdomain by SVM-rbf (BA £ SD = 0.68 £
0.09; AUC & SD = 0.73 £ 0.01; p < 0.01) followed by SVM-lin (BA
=+ SD = 0.67 & 0.08; AUC =+ SD = 0.73 & 0.01; p < 0.01) and GB
(BA £ SD = 0.61 £ 0.08; AUC = SD = 0.66 £ 0.09; p < 0.05).
In the serological input subdomain, SVM-rbf (BA £ SD = 0.63 +
0.1; AUC =+ SD = 0.64 £ 0.12; p < 0.01) led in prediction results.
Waist circumference, sex, age, education, and BMI were the leading
predictors in the demographic input subdomain.

3.2. Barthel Index

For BI at patient discharge, SVM-lin (BA & SD = 0.65 +
0.08; AUC £ SD = 0.73 £ 0.11; p < 0.05) and GB (BA =+
SD = 0.63 £ 0.08; AUC + SD = 0.74 £ 0.07; p < 0.05)
achieved significant prediction results using all input parameters.
The strongest predictors were NIHSS, smoking, the Trial of ORG
10172 in Acute Stroke Treatment (TOAST) classification, infarct
pattern and infarct origin. However, BI after 1 year could not be
predicted by any model.

3.3. Mini-Mental State Examination

The leading ML models for predicting MMSE at patient
discharge were SVM-rbf (BA + SD = 0.67 % 0.09; AUC =+ SD =
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0.71 £0.11; p <0.01) and SVM-lin (BA & SD = 0.65 & 0.1; AUC &
SD = 0.7 = 0.1; p < 0.05) using the demographic input subdomain
with education, sex, age, waist circumference and BMI being the
most important predictors.

3.4. Modified Telephone Interview for
Cognitive Status

The best predictions for TICS-M after 1 year were by SVM-lin
(BA £ SD = 0.67 £ 0.09; AUC =+ SD = 0.73 £ 0.09; p < 0.01),
SVM-rbf (BA + SD = 0.65 £ 0.09; AUC =+ SD = 0.72 £ 0.09; p
< 0.01) and GB (BA £ SD = 0.63 £ 0.08; AUC + SD = 0.69 +
0.11; p < 0.01) using the demographic input subdomain. Further
significant prediction results were achieved by GB (BA & SD =
0.6 £ 0.08; AUC =& SD = 0.66 & 0.1; p < 0.01) using the clinical
input subdomain. The top five predictors in the demographic input
subdomain were education, age, BMI, sex, and hip circumference.
TICS-M after 3 years was most successfully predicted by SVM-
rbf (BA = SD = 0.7 £ 0.13; AUC + SD = 0.76 £ 0.13; p <
0.05), SVM-lin (BA £ SD = 0.69 + 0.14; AUC + SD = 0.77 £
0.13; p < 0.05) and GB (BA & SD = 0.68 £ 0.12; AUC £ SD =
0.74 & 0.13; p < 0.01) using the demographic input subdomain.
Education, age, sex, waist circumference, and hip circumference
were the leading variables.

3.5. Center for epidemiologic studies
depression scale

For the prediction of CES-D after 1 year the use of the
demographic input subdomain led to a significant prediction
performance by GB (BA + SD = 0.63 + 0.09; AUC + SD = 0.7 +
0.1; p <0.05), SVM-lin (BA £ SD = 0.63 £ 0.08; AUC + SD = 0.68
+0.1; p < 0.05) and SVM-rbf (BA £ SD = 0.62 + 0.07; AUC + SD
= 0.7 & 0.09; p < 0.01). The strongest predictors were education,
sex, BMI as well as hip and waist circumference. No ML model
achieved significant prediction results for CES-D after 3 years.

3.6. Survival

Survival within 1 or 3 years could not be predicted reliably by
any model.

4. Discussion

To the best of our knowledge, this is the first study to apply
highly comparable standardized ML models to predict a wide
range of long-term patient outcomes including functional recovery,
cognitive impairment, depression, and mortality from a single,
homogenous patient collective. While functional recovery scores
like mRS and BI are often used as primary outcome endpoints in
most major stroke cohorts, cognitive impairment and depression
play a vital role in terms of long-term patient outcome. Up to 80%
of patients are affected by cognitive impairment post-stroke and up
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FIGURE 4

Decision-making process by the Gradient Boosting Classifier for the modified Rankin Scale (mRS) at patient discharge on the level of individual
patients depicted via Shapley values. The relative importance of an input variable can be quantified by its Shapley value and represented by the length
of a bar. In this example, features in red counted toward a good outcome while blue features signified poor outcome for mRS at patient discharge. In
(A) a patient with a mRS score of 1 point was correctly classified as having a good outcome with variables such as low National Institutes of Health
Stroke Scale (NIHSS), high-sensitivity C-reactive protein (hsCRP), cholesterol and acute infarct volume in Diffusion-weighted imaging (DWI)
outweighing a high Wahlund Score. In (B) a patient with a mRS score of 4 points was correctly predicted as having poor outcome due to high NIHSS,
hsCRP and cholesterol whilst offsetting a low acute infarct volume in DWI. In both instances the decision was made by considering the total impact

of all features.

to 30% will develop a clinically relevant depression within 2 years
after the index event (35, 36). These factors not only negatively
affect functional recovery by decreasing a patient’s capability for
actively participating in rehabilitation measures but also disrupt
their social integration. Although numerous previous studies have
used similar ML models to predict functional recovery after stroke
(5), here we demonstrate the accuracy of ML models to predict
post-stroke cognitive status and depression up to 3 years post-
stroke, as well as functional recovery.

Our results are in line with previous studies in identifying
NIHSS as the leading predictor for mRS at patient discharge
amongst all input variables (37, 38). Increased levels of hsCRP
were correlated with poor clinical outcome which supports findings
reported by den Hertog et al. (39) in acute stroke. Interestingly,
waist circumference was the leading predictor for mRS after 1
year. Being underweight (BMI < 18.5 kg/m?) has previously been
associated with unfavorable outcomes in terms of mortality and
functional recovery in previous studies (40). Figure 4 illustrates the
decision-making process of GB for mRS at patient discharge on a
single-subject level.

In a study by Monteiro et al. (6) various ML models were
applied to predict mRS after 3 months from 425 patients using 152
input variables. The best performance using baseline variables was
achieved using a Random Forest (RF) classifier with an AUC of
0.808 £ 0.085. In a separate study by Heo et al. (7) a DNN was
used on 3,522 patients and achieved a classification accuracy of
AUC = 0.888 with no reported SD. However, the authors did not
mention whether cross-validation or repetition were used, which
are important for developing a robust ML model and avoiding over-
fitting. In a study by Li et al. (21) predicting mRS after 6 months a
SVM (AUC = 0.865; 95% CI 0.823-0.907) performed comparably
well with six other models, including a RF classifier (AUC = 0.874;
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95% C10.835-0.912) and a DNN (AUC 0.867; 95% CI 0.827-0.908).
In contrast, in our study, for mRS at patient discharge the SVM-lin
(AUC = SD = 0.74 = 0.07) was outperformed by GB (AUC + SD
= 0.77 £ 0.06). However, comparing the results of these studies
is challenging due to variations in follow-up time points, input
variables, methodology, and performance measures. Nevertheless,
it appears that SVMs tend to perform similarly to, or worse than,
tree-based classifiers or DNNs for predicting mRS outcomes.

Considerable overlap exists between mRS and BI in the
development of functional recovery post stroke (41). This is
reflected in NIHSS being the leading predictor for BI at patient
discharge. Our results also confirm the relative importance of
stroke origin for this outcome (42). The BI after one year could not
be predicted—this may be due to the extreme class imbalance of this
outcome (see Table 2). In contrast, in a study by den Hertog et al.
(39) a ML model for identifying prognostic factors for motor and
cognitive improvement after post-stroke rehabilitative training was
developed based on a SVM-lin. The model included 55 patients and
the results of the ischemic test set reported performance scores of
correlation = 0.75, MADP = 87,03% and RMSE = 21,74 for BI. The
most important parameters for the prediction were identified as
the Functional Independence Measure and BI at patient discharge
as well as serological markers such as Platelet-to-lymphocyte ratio,
Red Cell Distribution Width and Lymphocytes.

Amongst the leading predictors for cognitive function post-
stroke were demographic factors such as education, age and BMI
which confirms previously published results (43, 44). While our
findings are in line with the results by Casanova et al. (45) and
Aschwanden et al. (46) their studies additionally identified the
importance of socioeconomic status and ethnicity in terms of
cognitive function post-stroke. Unfortunately, in the current study,
these variables could not be accounted for.
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Education being the top predictor for levels of depression after
1 year is in accordance with several studies linking low education
level to an increased risk of post-stroke depression (47). Previous
studies have found a significant association between higher waist
circumference with an elevated rate of depression (48). In the
current analysis, female sex was also identified as an important
predictor of depression (49). A study by Hama et al. (50) achieved
an impressive AUC above 0.90 for the prediction of post-stroke
depression using a probabilistic artificial neural network on 274
stroke inpatients at the Hibino Hospital. The predicted clinical
score was the Hospital Anxiety and Depression Scale and its lead
predictors were the Japanese Perceived Stress Scale, the Symbol
Digit Modalities Test, tapping span backward, visual cancellation
Kana time and the Continuous Performance Test. This jump in
prediction accuracy may be explained in part by the inclusion of
these very specific test scores.

4.1. Methodological considerations

While many previous ML-based studies achieved noteworthy
results, there are some potentially problematic methodological
factors to consider: ideally, a ML model is trained and tested on
numerous different samples in order to create a robust predictor for
new, unseen data (51). In face of limited clinical data, it is crucial to
include a re-sampling procedure to ensure effective training (52).
Additionally, few studies performed more than one iteration of
their analyses which negatively impacts robustness (28). In our
study, we accounted for these factors by using a repeated 5-fold
nested cross-validation. Furthermore, many studies use datasets
and ML methods specific to the purpose of predicting an individual
outcome. This impedes comparability as it remains unclear whether
differences in performance are based on variations in input data or
technical aspects of the ML analysis (5). Neglecting to balance these
datasets regarding age and sex may also lead to biased results (53).
We therefore balanced the dataset according to age and sex and
predicted a range of clinical outcomes from the same dataset using
three classical ML models while ensuring independence between
training and test data. In addition, and in contrast to previous
ML studies, we estimated the relative importance of features using
Shapley values allowing to assess the impact of different input
features for clinical outcome prediction in individual patients
(see Figure 4).

4.2. Clinical implications

In the coming years, the advancement of big data analytics
based on collaboration networks and electronic health records is set
to drive a paradigm shift in clinical research (54). Novel automated
and computer-based methods will play a key role in making use
of increasing datasets and processing power. Therefore, we take
a crucial step forward in the application of ML-based research
methods to one of the most common and severe diseases around
the globe and show that established as well as less traditional risk
predictors can be identified and reproduced with ML techniques
even in a limited sample size.
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There is currently no established prediction score for
depression outcomes following ischemic stroke. However, there
are already a variety of scores available in the scientific literature
for predicting functional outcomes (such as the Wang et al.
(55) and ASTRAL (56) scores), cognitive outcomes (such as
the CHANGE (57) and SIGNAL2 (58) scores), and mortality
outcomes (such as the iScore (59) and PLAN (60) scores). In future
studies, the aim should be to develop a universal model that can
predict multiple outcomes-including functional recovery, cognitive
impairment, depression, and mortality outcomes-using a basic set
of variables such as NIHSS, education, sex, age, or BMIL. This model
would ideally be an easy-to-use tool for clinicians in real-world
medical practice and act as an Al-based clinical decision support
system (CDSS). The implementation of CDSS has been shown
to be a cost-effective and efficient method for enhancing clinical
workflow and decision-making (61). CDSSs have the potential to
enhance patient safety by mitigating the occurrence of oversights
and treatment errors. In the case of stroke, functional recovery
is heavily dependent on rehabilitation measures which in turn
requires adequate cognitive function and management of post-
stroke depression (62, 63). The ability of CDSSs to alert providers
to potential challenges in the management process can provide
valuable guidance for more personalized rehabilitation programs
and patient-tailored secondary prevention strategies, ultimately
improving post-stroke outcomes.

4.3. Limitations

This study has several limitations that warrant discussion. First
and foremost, this study had a limited sample size, the outcome
classes were imbalanced, and an external control dataset was
lacking. The application of 5-fold nested cross-validation, SMOTE
and random oversampling partially counteract these limitations.
To avoid shortcut learning and develop a model representative
of the general population, we balanced our dataset by age and
sex. Shortcut learning occurs when the model relies heavily on
easily observable features like age rather than underlying causes,
leading to potential biases and inaccuracies when applied to
individuals outside the trained age range. However, this approach
does not account for the natural incidence variation within
the population, which may impact the ML model’s predictions.
Additionally, most of the patients included in this study had
relatively mild to moderate strokes (NIHSS median of 2 (1-4));
this may have negatively affected prediction performance and limits
generalizability to more severely affected stroke cohorts. There was
also no data available on whether patients entered a rehabilitation
program post-stroke, or which secondary prevention strategies
were initiated. Therefore, these factors could not be accounted for
in terms of post-stroke outcome endpoints in this analysis.

5. Conclusion

Based on a systematic comparison, the results of this study
demonstrated the viability of ML-based outcome prediction
after first-ever ischemic stroke for functional recovery, cognitive
function, depression, and mortality. Compared to group-based
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statistical analyses, the advantage of ML-techniques is their ability
to make predictions on a single-subject level by considering a
multitude of variables which is key for future application in
clinical routine. Furthermore, we extracted the most important
prognostic variables for each outcome. On the one hand,
the results confirmed several already established prognostic
markers and on the other identified novel candidates such
as education, hsCRP and waist circumference as relevant
predictors of important clinical endpoints. However, further studies
are needed to confirm these findings and to establish their
clinical viability.
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