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1. Abkürzungen 

 

HCC = Hepatozelluläres Karzinom 

ICC = Intrahepatisches Cholangiokarzinom  

FNH = Fokalnoduläre Hyperplasie  

LI -RADS = Liver Imaging Reporting and Data System 

OPTN = Organ Procurement and Transplantation Network  

MELD = Model for End-Stage Liver Disease  

CNN = Convolutional Neural Network 

IRB= Institutional Review Board   

HIPAA = Health Insurance Portability and Accountability Act 

PACS = Picture Archiving and Communication System 

MRI = Magnetic Resonance Imaging 

MRT = Magnetresonanztomographie  

CT = Computertomographie  

AUC = Area Under the Curve 

PPV = positiv prädiktiver Wert  

NPV = negativ prädiktiver Wert   

NASH = nichtalkoholische Steatohepatitis   

PSC = Primär Sklerosierende Cholangitis  

RFA = Radiofrequenzablation 

TACE = transarterielle Chemoembolisation 

TAE = transarterielle Embolisation 

MWA = Mikrowellenablation 

SIRT = selektive interne Radiotherapie  
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2. Abstract: 

 

2.1. Englische Version  

Adapted and modified from ĂDeep learningïassisted differentiation of pathologically proven 

atypical and typical hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI 

of the liverñ(1).  

 

Objectives:   To develop a deep learning model that discriminates pathologically proven 

hepatocellular carcinoma (HCC) and non-HCC lesions including lesions 

with atypical imaging features on MRI. 

 

Methods:  118 patients with 150 lesions (93 HCC (62%) and 57 non-HCC (38%)) 

histologically confirmed via biopsy (n= 72), resections (n= 29), liver 

transplant (n= 46), and autopsy (n= 3) were included in this IRB-approved 

retrospective study. Atypical imaging features (not meeting Liver Imaging 

Reporting and Data System [LI-RADS] criteria for definitive HCC/LR5) 

were shown by 47% of HCC lesions. A 3D convolutional neural network 

(CNN) was trained on 140 lesions and tested for its ability to classify the 10 

remaining lesions (5 HCC/5 non-HCC). Performance of the model was 

averaged over 150 runs with random sub-sampling to provide class-

balanced test sets. The similarity between atypical HCC and non-HCC 

lesions prone to misclassification by the CNN was captured using a new 

lesion grading system.   

 

Results:   An overall accuracy of 87.3% was found for the CNN. 

Sensitivities/specificities for HCC and non-HCC lesions were 92.7%/82.0% 

and 82.0%/92.7%, respectively. The Area Under the Receiver Operating 

Curve was 0.912. Performance of the CNN was correlated with the lesion 

grading system, becoming less accurate the more atypical imaging features 

the lesions showed. 
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Conclusion:  This study provides proof-of-concept for CNN-based classification of both 

typical- and atypical-appearing HCC on multi-phasic MRI, utilizing 

pathologically confirmed lesions as ñground truthò. 

 

2.2. Deutsche Version  

 

Hintergrund:  Ziel der Studie war es, ein Deep Learning Modell zu trainieren, welches 

histopathologisch validierte, teils atypisch erscheinende hepatozelluläre 

Karzinome (HCC) und Nicht-HCC-Läsionen auf MRT-Bildern korrekt 

unterscheiden kann.  

 

Methodik:   Diese durch die Ethikkommission genehmigte retrospektive Studie 

umfasste 118 Patienten mit 150 Läsionen (93 HCC (62%) und 57 Nicht-

HCC (38%)), welche mittels Biopsien (n= 72), Resektionen (n= 29), 

Lebertransplantationen (n= 46) und Autopsien (n= 3) histopathologisch 

validiert wurden. Insgesamt zeigten 47% der HCC-Läsionen atypische 

Bildmerkmale, welche nicht die ĂLiver Imaging Reporting and Data 

Systemñ [LI -RADS] Kriterien für ein definitives HCC/LR5 erfüllten. Ein 

3D-Convolutional Neural Network (CNN) wurde mit 140 Läsionen 

trainiert. Anschließend wurde anhand der 10 verbleibenden Läsionen (5 

HCC/5 Nicht-HCC) seine Fähigkeit zur korrekten Klassifizierung getestet. 

Die Performance des Modells wurde über 150 Runs gemittelt, wobei 

zufälliges Sub-Sampling eine Ausbalancierung der Testsets ermöglichte. 

Ein Grading-System wurde entwickelt, um Ähnlichkeiten zwischen 

atypischen HCC bzw. Nicht-HCC zu demonstrieren, welche zu 

Fehlklassifikationen des CNNs geführt haben. 

 

Ergebnisse   Das CNN zeigte eine Gesamtgenauigkeit von 87.3%. Die Sensitivität bzw. 

Spezifität für die Charakterisierung der HCC-Läsionen betrug 92.7% bzw. 

82.0%, für Nicht-HCC 82.0% bzw. 92.7%. Die Area Under the Receiver 

Operating Curve (AUC) lag bei 0.912. Die Performance des CNNs wurde 

mit dem Grading-System korreliert und verschlechterte sich, je mehr 

atypische Bildmerkmale eine Läsion aufwies.   
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Schlussfolgerung: Diese Studie bietet eine erste Evidenz für die CNN-basierte Klassifikation 

von bildmorphologisch typisch sowie atypisch erscheinenden 

Leberläsionen in der MRT unter Verwendung der histopathologischen 

Diagnose als ñGround Truthò.  

3. Manteltext 

3.1. Disclaimer 

Da es sich bei dieser Arbeit um eine publikationsbasierte Doktorarbeit handelt, sind Ähnlichkeiten 

zwischen dem Manteltext und der zu Grunde liegenden Publikation nicht auszuschließen. Daher 

weise ich hiermit explizit daraufhin, dass der nachfolgende Manteltext auf Basis der Publikation 

ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 

hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ (1) 

verfasst wurde.  

 

3.2. Einführung  

 

Das hepatozelluläre Karzinom (HCC) ist die dritthäufigste Krebstodesursache weltweit und ist 

gleichzeitig die häufigste primäre Neoplasie in der Leber (2). Die häufigste Ursache für die 

Entwicklung eines HCCs ist mit über 90% die Leberzirrhose, insbesondere wenn diese auf Basis 

einer chronischen Hepatitis B oder Hepatitis C entstanden ist. Weitere Risikofaktoren sind unter 

anderem die alkoholtoxische Leberzirrhose, die chronische Virushepatitis ohne Leberzirrhose, die 

Hämochromatose,  die nicht-alkoholische Steatohepatitis (NASH) sowie das Aflatoxin B1 des 

Pilzes Aspergillus flavus (3).  

 

Klinisch zeigt sich häufig ein Druckschmerz im rechten Oberbauch sowie Kachexie. Im Rahmen 

der meist vorbestehenden Leberzirrhose können klassische Leberhautzeichen (Spider Naevi, 

Telangiektasien, Weißnägel, Palmarerythem, Bauchglatze etc.) sowie Aszites und gegebenenfalls 

ein Sklerenikterus nachgewiesen werden. Zum Diagnosezeitpunkt findet sich bei 50% der 

Patienten bereits ein multilokuläres Wachstum, bei 25% eine Pfortaderthrombose sowie bei 10% 

eine Infiltration von Lebervenen und Vena cava inferior (3).  

 

Die Therapie des HCCs erfolgt in Deutschland stadiengerecht anhand der Barcelona-Clinic-Liver-

Cancer (BCLC) - Klassifikation sowie der aktuellen S3-Leitlinie (4,5). Laut der im Januar 2021 

publizierten  BCLC-Klassifikation werden in frühen Stadien die operative Resektion, die 
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Radiofrequenzablation (RFA) sowie die Lebertransplantation als primär kurative 

Therapieoptionen empfohlen (6). Dabei konnte bisher kein Überlebensvorteil zwischen der 

Resektion und der RFA gezeigt werden (7). Im Ăintermediate stageñ wird die Durchführung einer 

transarteriellen Chemoembolisation (TACE) sowie eine systemische Therapie mittels 

Proteinkinaseinhibitoren oder monoklonalen Antikörpern (Immuncheckpoint-/ VEGF-

Inhibitoren) empfohlen.  Grundsätzlich können ablative Verfahren wie die TACE oder die RFA 

zudem auch als Bridging-Therapie angewandt werden, um eine Überbrückung bis zu einer 

potentiellen Lebertransplantation zu ermöglichen.  Im fortgeschrittenen Stadium werden laut 

BCLC 2021 Systemtherapien empfohlen, wobei als erste Wahl hierbei eine Kombinationstherapie 

aus Atezolizumab und Bevacizumab in Frage kommt (6). In diesem Stadium kann auch eine 

selektive interne Radiotherapie (SIRT) erwogen werden. Trotz dieser Vielzahl an therapeutischen 

Maßnahmen ist die 5-Jahresüberlebensrate jedoch weiterhin schlecht. So haben Patienten mit 

lokalablativer Therapie oder Leberteilresektion eine 5-Jahresüberlebensrate von 20-50%  (3). Im  

Ăintermediate stageñ zeigt sich bereits nur noch eine mediane Überlebensrate von 20-30 Monaten 

und im fortgeschrittenen Stadium lediglich eine mediane Überlebensrate von 10-16 Monaten (8ï

10).  

 

Umso bedeutender ist die frühzeitige und korrekte Diagnostik eines HCCs. Diese wird dadurch 

erschwert, dass in der Leber auch andere Malignome wie das intrahepatische Cholangiokarzinom 

(ICC) und Metastasen von vor allem gastrointestinalen Neoplasien sowie eine Vielzahl an 

benignen Tumoren wie Hämangiomen, Zysten oder fokal noduläre Hyperplasien (FNH) auftreten. 

Die kontrastmittelverstärkte multiphasische Computertomographie (CT) und die 

Magnetresonanztomografie (MRT) spielen eine zentrale Rolle für die Diagnose und Klassifikation 

dieser unterschiedlichen Leberläsionen. Im klinischen Alltag bilden standardisierte 

Bildgebungskriterien zusammengefasst im ĂOrgan Procurement and Transplantation Networkñ  

(OPTN) oder in den  ĂLiver Reporting & Data Systemñ (LI-RADS) Kriterien einen Rahmen für 

die radiologische Befundung (11,12). Darin werden klassischerweise drei Hauptkriterien beurteilt, 

welche bildmorphologisch den Verdacht auf ein HCC erhärten können: 1. Spätarterielle 

Kontrastmittelanreicherung (Ăarterial hyperenhancementñ), 2. Portalvenöse 

Kontrastmittelauswaschung (Ăwashoutñ), 3. Spätes Ring-Enhancement (Ăenhancing 

rim/pseudocapsuleñ).  Jedoch ist die Befundung mit einem hohen Zeitaufwand verbunden und 

unterliegt abhängig von der Erfahrung eines Radiologen einer mehr oder weniger hohen 

Interobserver-Variabilität, wodurch die Reproduzierbarkeit limitiert sein kann (13).  Insbesondere 

dann, wenn die Läsionen nicht die oben beschriebenen typischen Bildgebungskriterien erfüllen, 
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kommt es somit häufig zu potentiell unnötigen Gewebebiopsien (14). Solche Biopsien können auf 

Grund ihres invasiven Charakters  zu  Komplikationen wie Blutungen, Sepsis, Karzinoidkrisen  

oder Tumorstreuung  führen (15,16). Diese Komplikationen könnten wiederum eine orthotope 

Lebertransplantation als kurative Therapieoption für HCCs erschweren (17,18). 

 

In den letzten Jahren hat die Anwendung von k¿nstlicher Intelligenz (ĂKIñ) im Bereich der 

medizinischen Bildanalyse deutlich an Aufmerksamkeit dazugewonnen. Aufgrund der Vielzahl an 

verschiedenen Begrifflichkeiten wie beispielsweise ĂMachine Learningñ, ĂDeep Learningñ oder 

ĂConvolutional Neural Networkñ (CNN) kommt es dabei hªufig zu Unklarheiten (Abbildung 1).  

 

 

 

Abbildung 1: Vergleich von Künstlicher Intelligenz, Machine Learning sowie Deep Learning. 

Modifiziert nach (19).   

 

Der Begriff ĂKünstliche Intelligenzñ ist als Überbegriff in der Literatur häufig recht unscharf 

definiert. So wird die künstliche Intelligenz beispielsweise als ein Programm definiert, welches 
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erkennen, schlussfolgern, reagieren und adaptieren kann (19).  An andere Stelle wird sie als ein 

Teilbereich der Informatik definiert, der sich Systemen widmet, welche Aufgaben bearbeiten 

können, die normalerweise menschliche Intelligenz erfordern (20). Der Begriff ĂMachine 

Learningñ ist wiederum ein Teilbereich der künstlichen Intelligenz, bei dem keine explizite 

Programmierung durchgeführt wird, sondern ein Algorithmus trainiert wird, bestimmte Muster 

innerhalb einer Datensammlung zu erkennen (21). Dabei verbessert sich die Performance 

zunehmend mit der Menge an zur Verfügung stehenden Daten. Klassischerweise werden beim 

Machine Learning manuell bestimmte Bildkriterien festgelegt (ĂFeature-Extraktionñ), die der 

Machine Learning-Algorithmus überprüft und anschließend ein Ergebnis generiert (20). Hier liegt 

der entscheidende Unterschied zum ĂDeep Learningñ (Abbildung 2).  

 

 

Abbildung 2:  Unterschied zwischen Machine Learning und Deep Learning. aut. = automatisch. 

Modifiziert nach (19).  In dieser Abbildung wurden Grafiken von Freepik.com verwendet.  

Im Gegensatz zu anderen Machine Learning-Methoden, wie z.B. ĂSupport Vector Machinesñ, Ăk-

Nearest Neighborsñ oder Entscheidungsbªumen benötigt Deep Learning keine manuell 

vorgegebenen Kriterien, um Aufgaben zu lösen. Beim Deep Learning erlernt ein Neural Network 

selbstständig die besten Kriterien für die Klassifizierung der zur Verfügung stehenden Daten. Dies 



 10 

kann insbesondere dann von Vorteil sein, wenn Kriterien für eine Klassifizierung nur schwer 

manuell definierbar sind, bespielweise in der Sprach-, Bild- oder Objekterkennung (20).  

 

Das geläufigste Deep Learning Modell, um Läsionen auf radiologischen Bildgebungen zu 

klassifizieren, ist das  Convolutional Neural Network (CNN) (22).  Seine Entwicklung begann mit 

der Erfindung des Neocognitrons, welches das visuelle System von Vertebraten nachahmt und den 

Weg bereitete für komplexe Bildanalysemodelle, welche eine hohe Performance in der Detektion 

und Klassifikation von Krankheiten wie Hirnblutungen, Pneumonien und Alzheimer-Demenz 

gezeigt haben (23ï27).  

 

CNNs benötigen, ganz im Sinne eines Deep Learning Modells, keine manuelle Definition von 

radiologischen Bildkriterien (ĂFeature Extraktionñ), sondern lernen selbstständig, wie sie die 

Bilder korrekt interpretieren. Nachdem dem CNN eine Vielzahl an Bildbeispielen mit und ohne 

der jeweiligen Krankheit gezeigt werden (ĂTrainingñ), lernt das CNN automatisch radiologische 

Bildkriterien (28). Anschließend werden dem CNN neue, noch nicht klassifizierte Bilder gezeigt 

und deren Performance bestimmt (ĂTestingñ) (20). Klassischerweise besteht ein CNN aus 

verschiedenen Schichten (ĂLayersñ) von Neuronen (ĂNeurons/Nodesñ) mit einem Input am 

Anfang und einem Output am Ende. Die Verbindungen zwischen den einzelnen Neuronen werden 

mittels ĂWeightsñ gewichtet. Die Weights aller Verbindungen auf ein nachfolgendes Neuron 

werden summiert und in eine Aktivierungsfunktion eingespeist, welche wiederum den Output des 

nachfolgenden Neurons generiert. Weiterhin fungiert diese als Selektierungsinstrument, indem 

bestimmte Features in den Output übernommen werden und andere wiederum vernachlässigt 

werden. Eine häufig genutzte Aktivierungsfunktion ist z. B. das ĂRectified Linear Unit (ReLU)ñ 

(20).  

 

Werden dem CNN nun Trainingsdaten als Input präsentiert, werden diese Layers bei der 

sogenannten ĂForward Propagationñ der Reihe nach von Input Richtung Output aktiviert (20). Der 

Output, also die Klassifizierung der Trainingsdaten, wird anschließend mittels einer sogenannten 

Ăloss functionñ automatisch auf seine Richtigkeit ¿berpr¿ft und damit die Ungenauigkeit im 

System erkannt.  Um diese Ungenauigkeiten in der Performance zu reduzieren werden nun bei der 

ĂBack-Propagationñ verschiedene Parameter (sogenannte ĂWeightsñ und ĂBiasesñ) jedes 

einzelnen Neurons adaptiert (20). Dieser Vorgang wird so lange durchgeführt, bis ein optimaler 

Algorithmus mit der bestmöglichen Performance entstanden ist - das CNN Ăhat nun seine eigenen 

Bildkriterien erschaffenñ.  
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Ein CNN besteht klassischerweise aus ĂConvolutional Layersñ, ĂPooling Layersñ und ggf. einer 

oder mehreren ĂFully Connected Layersñ (Abbildung 3). Convolutional Layers sind hierbei die 

namensgebenden und charakteristischen Schichten eines CNNs, da diese sogenannte ĂFilterñ 

enthalten, welche die Mustererkennung in Bildern überhaupt erst ermöglichen (20). Die Filter 

bestehen aus kleinen Rastern (z.B. 3x3), sogenannten ĂFiltermatrizenñ, welche sukzessive ¿ber 

die einzelnen Bildpunkte des Input-Bildes bewegt werden und anschließend einen Output 

berechnen. Häufig werden diese Convolutional Layers gefolgt von einer Pooling/Downsampling 

Layer, deren Ziel es ist, eine niedrigere Auflösung mit gleichzeitig höherem Anteil an 

Informationen für die ĂStructure of Interestñ zu generieren.  Je komplexere Aufgaben das CNN 

bearbeiten soll, desto mehr Convolutional Layers und Pooling Layers werden nachgeschaltet. Den 

Abschluss bildet dann meistens eine Fully Connected Layer, bei der jedes Neuron mit allen 

Neuronen der vorherigen Schicht verbunden ist und so Aussagen über den gesamten Inhalt des 

Bildes getroffen werden können (20).  

 

Abbildung 3:  Schematischer Aufbau eines Convolutional Neural Networks (CNN). Convolut. = 

Convolutional. Die Abbildung wurde selbstständig erstellt.  
 

In der letzten Zeit sind mehrere Studien erschienen, in denen CNNs genutzt wurden um 

Leberläsionen im CT und MRT zu diagnostizieren. Diese vorherigen Studien fokussierten sich 

jedoch auf Läsionen mit typischem Erscheinungsbild, welche eine eindeutige bildgebungsbasierte 

Diagnose anhand der oben genannten standardisierten Kriterien ermöglichten (29ï31).  Um jedoch 
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im klinischen Alltag bestehen zu können, sollten CNNs auch Läsionen erkennen, die nicht in 

etablierte Klassifikationssysteme passen. Mit steigender Anzahl an heterogenen Beispielbildern 

haben CNNs das Potential, atypische Läsionen zu erkennen und dementsprechend den Bedarf an 

Biopsien und deren Komplikationen zu reduzieren.  

 

Um allerdings den Einschluss von bildmorphologisch atypisch erscheinenden Läsionen überhaupt 

erst zu ermöglichen, ist die Wahl einer qualitativ hochwertigen ĂGround Truthñ entscheidend. Der 

Begriff ĂGround Truthñ bezeichnet im Bereich des Machine Learnings den Referenzstandard, 

welcher für das Labeling der Trainings- und Testdaten gewählt wird. Sobald klassische 

Bildgebungskriterien nicht mehr für eine korrekte Klassifizierung von Trainings- und Testdaten 

angewendet werden können, ist eine   histopathologisch validierte Ground Truth unausweichlich. 

Doch auch bei bildmorphologisch klassisch erscheinenden Datensets, wäre die Einführung einer 

histopathologischen Ground Truth ein entscheidendes Instrument, um die Validität von CNNs zu 

fördern und damit das Vertrauen gegenüber CNNs in radiologischen Fachkreisen zu stärken.  

 

In unsere Arbeitsgruppe sind bereits zwei Studien zum Thema Deep Learning durchgeführt 

worden. Hierbei wurde zum einen ein CNN untersucht, welches basierend auf 

kontrastmittelverstärkten MRT-Bildern zwischen sechs verschiedenen Klassen von Leberläsionen 

mit einer Genauigkeit von 92% differenzieren konnte  (29). Zum anderen wurde untersucht,  

inwiefern dieses CNN seine Entscheidung durch das Identifizieren von klassischen 

Bildgebungskriterien begründen und somit für den Radiologen interpretierbarer machen konnte 

(30). Die histopathologisch validierte Ground Truth fehlte bei diesen Untersuchungen jedoch 

bisher, sodass ein Vorhaben der hier vorliegenden Arbeit darin bestand, diese entscheidende Lücke 

zu schließen.  

 

Diese Studie soll die Fähigkeit von CNNs prüfen, auf Basis von histopathologisch geprüften 

Leberläsionen als Ground Truth ein weiteres Spektrum an HCC und Nicht-HCC Läsionen mittels 

kontrastmittelverstärkten MRT-Bildern korrekt zu diagnostizieren.   

 

3.3. Materialien und Methodik   

 

Diese retrospektive Single-Center Studie wurde durch das Institutional Review Board (IRB) und 

den Health Insurance Portability and Accountability Act (HIPAA) genehmigt. Sie wurde 
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durchgeführt gemäß der ĂStandards for Report of Diagnostic Accuracyñ- Richtlinien. Auf eine 

informierte Einwilligung (Informed Consent) konnte verzichtet werden.  

 

Auswahl der Studienkohorte  

 

Zunächst wurden histopathologisch gesicherte HCC und Nicht-HCC Läsionen von Patienten älter 

als 18 Jahre, diagnostiziert zwischen 2010 bis 2018 mittels einer elektronischen Patientenakte 

durch eine Radiologie-Doktorandin (PMO) gesammelt. Die histopathologischen Diagnosen 

wurden aus elektronisch dokumentierten Befunden von Biopsien (n=72), Resektionen (n=29), 

Lebertransplantationen (n=46) und Autopsien (n=3) entnommen.  Die histopathologische 

Befundung bestand hierbei aus einer groben makroskopischen Analyse sowie einer detaillierten 

histologischen Analyse der jeweiligen Läsion. Im Anschluss wurde eine HE- Färbung 

durchgeführt sowie histologische Oberflächenmarker appliziert, um eine exakte 

histopathologische Diagnose stellen zu können.  Zusätzlich zu dem histopathologischen Befund, 

musste ein kontrastmittelunterstütztes multiphasisches T1-gewichtetes MRT-Datenset 

einschließlich einer spätarteriellen, portalvenösen Phase und dem Equilibrium vorliegen, um die 

Einschlusskriterien zu erfüllen. Die im Pathologiebefund beschriebenen Läsionen wurden mit 

Hilfe des PACS sowie der elektronischen Patientenakte durch eine Radiologie-Doktorandin 

(PMO) in den MRT-Bildern identifiziert. Dabei wurde die in den Pathologiebefunden angebende 

Größe und intrahepatische Lokalisation der Läsion genutzt sowie die im PACS gespeicherten 

Radiologie-Befunde/Markierungen, um eine klare Zuordnung zwischen Pathologie und 

Bildgebung herzustellen. Dies geschah in einer kollaborativen Arbeit zusammen mit Pathologen 

und unter stetiger Supervision durch eine board-zertifizierten Radiologen spezialisiert in 

abdominaler Bildgebung mit über 25 Jahren Erfahrung. Wenn mehr als eine Läsion im MRT-Bild 

innerhalb des durch den Pathologen beschriebenen Segmentes sichtbar waren, wurden Bilder von 

CT-gesteuerten Biopsien hinzugezogen, um die biopsierte Läsion zu identifizieren. Wenn diese 

Bilder nicht verfügbar waren, wurden alle Läsionen des Segments aus der Studie ausgeschlossen.  

 

Läsionen, welche vor dem MRT-Scan biopsiert wurden, mussten ausgeschlossen werden, wenn 

Biopsie-bedingte Blutungen zu einer signifikanten Änderung des T1 Signals führten. Bis zu vier 

Läsionen pro Patienten wurden genutzt. In die Nicht-HCC Gruppe wurden nur primäre 

Lebertumore eingeschlossen. HCC-Läsionen, welche zwischen der Bildgebung und der 

Resektion/Transplantation eine lokoregionale Therapie (z.B. TACE/RFA) erhielten, wurden nur 

eingeschlossen, wenn Reste überlebender Zellen in der Histologie gefunden werden konnten und 
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diese eine histopathologische Befundung ermöglichten. Tumore mit einer kompletten Nekrose 

wurden ausgeschlossen.  

 

MRT-Protokoll  

 

Die MRT-Untersuchungen wurden mit 1.5T oder 3T MRT-Geräten, u.a. Signa Excite®, GE 

Discovery®, Siemens Aera®, Espree®, Verio®, Avanto®, Skyra®, und Trio Tim® Geräten 

durchgeführt. Alle Patienten erhielten ein natives T1-gewichtetes Bild, bevor intravenös 

Kontrastmittel appliziert wurde. Dabei wurden Gadolinium-basierte Kontrastmittel genutzt, u.a. 

Gadavist® (Bayer), Dotarem® (Guerbet), Magnevist® (Bayer), ProHance® (Bracco Diagnostics) 

und Optimark® (Covidien), in einer Dosierung von 0.1 mmol/kg. Drei T1-gewichtete 

dreidimensionale (3D) gradient-echo (GRE) breath-hold-Sequenzen mit Fettunterdrückung und 

Akquisitionszeiten von 12-18s wurden gemäß der CT/MRI LI-RADS Empfehlungen 

durchgeführt: (1) spätarterielle Phase (2) portalvenöse Phase (3) Äquilibrium. Bolus Tracking 

wurde in einem großen Teil der Patientenkohorte angewandt.  Die Bildgebungsparameter 

variierten auf Grund des retrospektiven Studienmodells:  Repetitionszeit (TR) = 3-5 ms, Echozeit 

(TE) = 1-2 ms, Kippwinkel von 9-13 Grad, Bandbreite = 300-500 Hz, Schichtdicke = 3-4 mm, 

Bildmatrix = 256 x 132 bis 320 x 216, Bildfeld = 300 x 200 mm bis 500 x 400 mm. Wenn Patienten 

mehrere MRT-Aufnahmen erhielten, wurde die MRT-Aufnahme genutzt, bei der zwischen 

Aufnahme und histopathologischen Befundung das kürzeste Zeitintervall lag.   

 

Bildverarbeitung 

Zunächst wurden die ausgewählten MRT-Bilder von der institutionellen Datenbank 

heruntergeladen. Anschließend wurden von einer Radiologie-Doktorandin (PMO) manuell unter 

Anwendung des DICOM Viewer Radiant® x, y, und z-Koordinaten für jede einzelne Läsion 

definiert. Mit diesen Koordinaten war es möglich, automatisch eine dreidimensionale 

Begrenzungsbox (ĂBounding Boxñ) um die Läsion herum zu erstellen (Abbildung 4).  
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Abbildung 4: Erstellung der Koordinaten und Begrenzungsboxen. 1): Alle Koordinaten wurden manuell 

in der spätarteriellen Phase unter Einsatz eines DICOM-Viewers (Radiant®) bestimmt. Die maximale 

Ausbreitung der Läsion innerhalb einer Achse wurde durch zwei Koordinaten definiert. 2): Die 3D-

Begrenzungsboxen wurden automatisch auf Grundlage der vorher definierten Koordinaten erstellt.                

3): Anschließend wurden die Begrenzungsboxen manuell überprüft, um sicher zu stellen, dass diese in allen 

Phasen korrekt über der jeweiligen Läsion ausgerichtet sind. 4): In den wenigen Fällen, bei denen die 

Begrenzungsboxen beispielsweise durch atmungsassoziierte Bewegungsartefakte in späteren Phasen nicht 

mehr korrekt ausgerichtet waren, wurden die Koordinaten manuell für die portalvenöse bzw. 

verzögerte/Equilibrium-Phase modifiziert. Dabei wurde wie in Schritt 1) beschrieben vorgegangen.             

5): Anschließend wurde das Modell-Training bzw. die Validierung durchgeführt wie in Abbildung 5 

beschrieben.  

 

(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 

hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 
freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 
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Nur das Bildvolumen innerhalb dieser Begrenzungsbox wurde vom Modell analysiert. Die Bilder 

wurden in der Programmiersprache Python 3.5 (Python Software Foundation) verarbeitet. Die 

MRT-Sequenzen wurden mittels Mutual-Information automatisch registriert, um die portalvenöse 

Phase sowie das Äquilibrium bestmöglich in Übereinstimmung mit der spätarteriellen Phase zu 

bringen. Die Bilder wurden dann auf die oben beschriebenen 3D- Begrenzungsboxen 

zugeschnitten.  Zudem wurde im Rahmen der Bildverarbeitung eine Normalisierung hin zu einem 

Intensitätsbereich von -1 zu 1 durchgeführt, um Bias Field Effekte zu reduzieren. Anschließend 

wurden die Bilder auf eine Größe von 36x36x12 Voxel überführt.   

 

Um die Anzahl an Training-Bildproben zu erhöhen, wurde das Training Set nach aktuellen 

Standards um den Faktor 100 (n=14000) augmentiert (Abbildung 5). Dabei wurden die Bilder 

nach dem Zufallsprinzip rotiert, verschoben, skaliert, umgedreht, innerhalb der Phasen verschoben 

und eine Intensitäts-Skalierung bzw. Verschiebung durchgeführt. Dies ermöglichte dem Modell 

bestimmte Bildmerkmale zu lernen, die sich invariant gegenüber  Rotation oder Translation zeigen 

(32).  

 

 

Abbildung 5: Übersicht der einzelnen Arbeitsschritte einschließlich Modell-Training und 

Validierung. 
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(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 

hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 
freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 

   

 

Architektur des Convolutional Neural Network (CNN)   

 

Das Modell wurde in der Programmiersprache Python 3.5 und Keras 2.2 (https://keras.io/) auf 

einem ĂTensorflow backendñ (Google, Mountain View, https://www.tensorflow.org/) erstellt und 

auf einem GeForce GTX 1060 (NVIDIA) Grafikprozessor trainiert. Bei dem CNN handelt es sich 

um ein Vanilla CNN, welches aus drei Convolutional-Layers (64, 128 bzw. 128 Channels, Kernel-

Size 3x3x2), zwei Maximum Pooling Layers (Size 2x2x2 bzw. 2x2x1) und zwei Fully Connected 

Layers (100 bzw. 1 Neuron) besteht. Das hier genutzte CNN errechnet einen sigmoidalen Output, 

welcher mit der Wahrscheinlichkeit einer Läsion, ein HCC zu sein, übereinstimmt. Das CNN nutzt 

Rectified Linear Units, Batch Normalization und einen 10% Dropout.  

 

Training und Bewertung 

 

Das CNN wurde trainiert mittels 70 HCC und 70 Nicht-HCC-Bildbeispielen, welche zufällig aus 

dem augmentierten Datenset gewählt wurden. Es wurde ein Adam Optimizer mit einer Minibatch 

Size von 20 und einer Lernrate von 0.01 genutzt. Anschließend wurde das Modell anhand eines 

Testsets aus 10 bisher ungesehen Läsionen in seiner Fähigkeit, Läsionen korrekt zu klassifizieren 

(Performance), getestet. Dabei wurde das Testset per Zufallsprinzips aus 5 HCC-Läsionen und 5 

Nicht-HCC-Läsionen erstellt. Insgesamt wurden 150 unabhängige Runs mit verschiedenen 

Aufteilungen der Training- und Testdaten-Sets durchgeführt, um die Performance des CNNs zu 

ermitteln. Hierbei wurde eine Monte Carlo Cross-Validation genutzt, um die Anzahl an HCC- und 

Nicht-HCC Läsionen innerhalb eines Sets auszubalancieren. Diese Herangehensweise sowie die  

14:1 Training/Test-Ratio stimmen mit der aktuellen ĂBest Practiceñ des Machine Learning überein 

(21,33). 

 

Läsionen-Grading  

 

Da das Datenset Läsionen enthielt, die atypische Bildmerkmale aufwiesen, wurde ein Läsionen-

Grading-System entwickelt basierend auf den LI-RADS Major Imaging Features. Diese umfassen 

die drei typischen Bildmerkmale einer HCC-Läsion:  1. spätarterielle Kontrastmittelanreicherung 

https://www.tensorflow.org/
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2. Portalvenöse Kontrasmittelauswaschung 3. spätes Ring-Enhancement (Abbildung 6). Für jedes 

anwendbare Bildmerkmal wurde von einer Radiologie-Doktorandin (PMO) unter Supervision 

jeweils ein Punkt vergeben, sodass eine Läsion zwischen 0 und 3 Punkten erhalten konnte.  

Nach diesem Grading-System wurden sowohl die HCC-Läsionen als auch die Nicht-HCC 

Läsionen bewertet, um zwischen diesen beiden Klassen die Ähnlichkeit zu demonstrieren, welche 

zu Fehlklassifikationen des CNNs geführt haben könnten. Eine Läsion mit 3 Punkten konnte 

demnach sowohl eine typische LI-RADS-konforme HCC-Läsion sein als auch eine 

histopathologisch geprüfte Nicht-HCC Läsion, die sich jedoch wie ein HCC in der Bildgebung 

präsentierte.   Eine Läsion mit einem Punkt wiederum, konnte zum einen eine Nicht-HCC Läsion 

sein, zum anderen eine HCC-Läsion mit atypischen Bildmerkmalen, welche nicht dem typischen 

Kontrastmittelverlauf der LI-RADS Kriterien entsprach.  

 

Zwischen den gut (>90% Genauigkeit) und schlecht (<90% Genauigkeit) klassifizierten Läsionen 

wurden die Unterschiede im Grading-Score analysiert, um mögliche Erklärungsansätze für die 

Fehlklassifikationen des CNNs zu erhalten.  

 

Abbildung 6: HCC und Nicht-HCC-Läsionen wurden mit 0-3 Punkten bewertet, um die Ähnlichkeit 

zwischen HCC und Nicht-HCC-Läsionen als mögliche Ursache für Fehlklassifikationen durch das CNN 

darzustellen. KM = Kontrastmittel. a: HCC mit arterieller KM-Anreicherung, b: HCC mit portalvenöser 

Auswaschung und Ring-Enhancement, c: HCC mit arterieller KM-Anreicherung, mit portalvenöser 

Auswaschung und Ring-Enhancement d: Zyste mit keinem erfüllten Kriterium, e: Hämangiom mit Ring-

Enhancement, f: Hämangiom mit Auswaschung und Ring-Enhancement, g: Zyste mit arterieller KM-

Anreicherung, portalvenöser Auswaschung und Ring-Enhancement. 
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(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 
hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 

freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 

   

Statistik 

 

Sensitivität, Spezifizität und die Gesamtgenauigkeit wurden über 150 Runs gemittelt, um die 

Performance des Deep Learning Modells zu validieren. Dabei wurde mit zufälligem Sub-Sampling 

gearbeitet, um ausbalancierte Testsets zu erhalten. Zudem wurde einer Receiver Operating 

Characteristic -Kurve ermittelt und die Area Under the Curve (AUC) berechnet (Abbildung 7).  

 

3.4. Ergebnisse 

 

Studienpopulation  

 

In dieser Studie wurden 118 Patienten mit HCC (n=73, 62%) und Nicht-HCC Läsionen (n=45, 

38%) eingeschlossen. Die HCC-Kohorte bestand aus 57 (78%) Männern und 16 (22%) Frauen, 

während die Nicht-HCC Kohorte 23 (51%) Männer und 22 (49%) Frauen umfasste.   

Das Durchschnittsalter der HCC-Patienten lag bei 61±8 (Durchschnitt, Standardabweichung) und 

das Durchschnittsalter der Nicht-HCC Patienten bei 59±13 Jahren. Die Studienkohorte enthielt 87 

Patienten mit Leberzirrhose, davon 73 (84%) in der HCC-Gruppe und 14 (16%) in der Nicht-HCC-

Gruppe. Die Mehrheit dieser Patienten wurde mit einem Child-Turcotte-Pugh-Score A (n=50, 

57%) klassifiziert und die häufigste Ursache (n=61, 59%) für die Leberzirrhose stellte eine 

Hepatitis-C-Infektion dar. Der Mittelwert des ĂModel for End-Stage Liver Diseaseñ (MELD) 

Scores betrug 9. Die exakten Zahlen können der Tabelle 1 entnommen werden.  
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Tabelle 1: Patientencharakteristika. Numerische Daten wurden als Durchschnitt + Standardabweichung 

oder Median (* ) dargestellt, kategorischen Daten als prozentuale Häufigkeit. HCC = Hepatozelluläres 

Karzinom, ICC = Intrahepatisches Cholangiokarzinom, FNH = Fokal noduläre Hyperplasie, MELD = 

Model for End-Stage Liver Disease, Child-Pugh= Child-Turcotte-Pugh-Score, NASH= Nicht-alkoholische 

Steatohepatitis, PSC = Primär Sklerosierende Cholangitis, ECOG = Eastern Cooperative Oncology Group, 

Tabelle 1: Patientencharakteristika 

 

 

 HCC Nicht - HCC 

ICC Regenerat- 

knoten 

Dysplast. 

Knoten 

Hämangiom Zyste FNH Gallengangs- 

adenom 

Anzahl der Patienten 73 12 2 2 16 10 2 1 

Geschlecht 

- Männlich 

- Weiblich 

 

57 (78) 

16 (22) 

 

9 (75) 

3 (25) 

 

1 (50) 

1 (50) 

 

1 (50) 

1 (50) 

 

7 (44) 

9 (56) 

 

3 (30) 

7 (70) 

 

1 (50) 

1 (50) 

 

1 (100) 

0 (0) 

Alter bei Bildgebung  61±8 69±13 37* 61* 57±10 56±9 42* 53* 

Ethnie  

- Kaukasisch 

- Afroamerikanisch 

- Asiatisch  

- Andere 

 

53 (73) 

9 (12) 

1 (1) 

10 (14) 

 

9 (75) 

2 (17) 

0 (0) 

1 (8) 

 

1 (50) 

0 (0) 

0 (0) 

1 (50) 

 

2 (100) 

0 (0) 

0 (0) 

0 (0) 

 

11 (69) 

2 (13) 

0 (0) 

3 (19) 

 

8 (80) 

0 (0) 

0 (0) 

2 (20) 

 

1 (50) 

1 (50) 

0 (0) 

0 (0) 

 

1 (100) 

0 (0) 

0 (0) 

0 (0) 

MELD  10* 13±6 20*  10* 8±2 6* 10*  10*  

Zirrhose  

- Child-Pugh 

o A 

o B 

o C 

- Ätiologie 

o Hepatitis B 

o Hepatitis C 

o Alkohol  

o NASH 

o PSC 

73 

 

44 (60) 

26 (36) 

3 (4) 

 

2 (3) 

53 (62) 

21 (25) 

8 (9) 

1(1) 

1 

 

0 (0) 

1 (100) 

0 (0) 

 

0 (0) 

1 (50) 

0 (0) 

0 (0) 

1 (50) 

2 

 

0 (0) 

1 (50) 

1 (50) 

 

1 (50) 

0 (0) 

0 (0) 

1 (50) 

0 (0) 

2 

 

1 (50) 

1 (50) 

0 (0) 

 

0 (0) 

2 (100) 

1 (50) 

0 (0) 

0 (0) 

6 

 

4 (67) 

2 (33) 

0 (0) 

 

0 (0) 

2 (33) 

2 (33) 

1 (17) 

1 (17) 

2 

 

0 (0) 

2 (100) 

0 (0) 

 

0 (0) 

2 (100) 

1 (50) 

0 (0) 

0 (0) 

0 

 

0 (0) 

0 (0) 

0 (0) 

 

0 (0) 

0 (0) 

1(100) 

0 (0) 

0 (0) 

1 

 

1 (100) 

0 (0) 

0 (0) 

 

0 (0) 

1 (100) 

0 (0) 

1 (100) 

0 (0) 

Bei malignen Läsionen 

- ECOG 

o 0 

o 1 

o 2 

o 3 

o unbekannt 

- extrahep. Metastasen 

 

 

55 (75) 

16 (22) 

1 (1) 

1 (1) 

0 (0) 

1 (14) 

 

 

3 (25) 

4 (33) 

2 (17) 

1 (8) 

2 (17) 

0 (0) 

 

 

     

HCC related 

- BCLC 

o 0 

o A 

o B 

o C 

o D 

- HKLC  

o 1 

o 2 

o 3 

o 4 

o 5 

 

 

12 (16) 

45 (62) 

0 (0) 

13 (18) 

3 (4) 

 

43 (58) 

26 (36) 

1 (1) 

0 (0) 

3 (4) 
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BCLC = Barcelona Clinic Liver Cancer, HKLC = Hong Kong Liver Cancer classification system. Dysplast. 

= Dysplastisch. 

 

(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 

hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 
freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 

 
 

Insgesamt wurden 93 (62%) HCC-Läsionen und 57 (38%) Nicht-HCC Läsionen analysiert. Die 

Nicht-HCC Gruppe bestand aus 19 (33%) ICCs, 16 (28%) Hämangiomen, 15 (26%) Zysten, 2 

(4%) regenerativen Knoten, 2 (4%) dysplastischen Knoten, 2 (4%) FNHs und 1 (2%) 

Gallengangsadenom. Die mittlere Läsionsgröße betrug 2,3cm. Für HCC-Läsionen lag das mittlere 

Zeitintervall zwischen MRT-Scan und histopathologischer Befundung bei 1.6 Monate (Zeitraum, 

0-25 Monate), sofern die Bildgebung vor der pathologischen Befundung stattfand. Sofern der 

MRT-Scan erst nach der histopathologischen Befundung durchgeführt wurde, geschah dies 

innerhalb eines Tages. Für Nicht-HCC Läsionen lag das mittlere Zeitintervall zwischen MRT und 

pathologischer Befundung bei 1.4 Monaten (Zeitraum, 0-73 Monate), sofern die Bildgebung vor 

der pathologischen Befundung stattfand. Wurde die Bildgebung nach der histopathologischen 

Befundung durchgeführt, geschah dies in einem mittleren Zeitraum von 5.5 Monaten (Zeitraum, 

0-24 Monate) (Tabelle 2). Es wurden pro Patienten eine bis vier Läsionen (Mittelwert=1) und ein 

bis drei MRT-Scans (median=1) eingeschlossen (Tabelle 3).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 22 

 

 

Tabelle 2: Charakteristika der Läsionen. Numerische Daten wurden als Durchschnitt + 

Standardabweichung oder Median (*) dargestellt, kategorischen Daten als prozentuale Häufigkeit. HCC = 

Hepatozelluläres Karzinom, ICC = Intrahepatisches Cholangiokarzinom, FNH = Fokal noduläre 

Hyperplasie, TACE = transarterielle Chemoembolisation, TAE = transarterielle Embolisation, MWA = 

Mikrowellenablation, RFA = Radiofrequenzablation, Dysplast. = Dysplastisch.  

 

(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 
hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 

freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 
   

 

 

 

 

 

 

Tabelle 2: Charakteristika der Läsionen 

 

 
 HCC Nicht - HCC 

ICC Regenerat- 

knoten 

Dysplast.

Knoten 

Hämangiom Zyste  FNH Gallengangs-

adenom 

Anzahl der Läsionen 93 19 2 2 16 15 2 1 

Histopathologie  

- Biopsie 

- Resektion 

- Explantat 

- Autopsie 

 

47 (50) 

10 (11) 

36 (39) 

0 (0) 

 

15 (79) 

4 (21) 

0 (0) 

0 (0) 

 

1 (50) 

0 (0) 

1 (50) 

0 (0) 

 

1 (50) 

0 (0) 

1 (50) 

0 (0) 

 

6 (37) 

5 (31) 

3 (19) 

2 (13) 

 

0 (0) 

10 (67) 

4 (27) 

1 (7) 

 

2 (100) 

0 (0) 

0 (0) 

0 (0) 

 

0 (0) 

0 (0) 

1 (100) 

0 (0) 

Zirrhose 93  1 2 2 6 4 0 1 

Zeitintervall in Tagen (Median)  

- MRT vor Histologie   

- MRT nach Histologie  

 

49 

1 

 

22 

295 

 

42 

0 

 

68 

0 

 

104 

143 

 

181 

0 

 

509 

0 

 

27 

0 

Durchmesser in cm 2,0* 4.2±1.4 3,7* 1.1* 5.0±4.0 4.9±3.5 4,46* 1.4* 

Resttumor   8 0       

Vorbehandelt 

- TACE 

- TAE  

- Ethanolablation  

- MWA  

- RFA 

29 

22 (76) 

3 (10) 

2 (7) 

6 (21) 

3 (10) 

0 

 

 

      

LI -RADS 

- LR5 

- < LR5 

 

49 (53) 

44 (47) 
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Tabelle 3: Bildcharakteristika. HCC = Hepatozelluläres Karzinom, ICC = Intrahepatisches 

Cholangiokarzinom, FNH = Fokal noduläre Hyperplasie, Dysplast. = Dysplastisch. 

 

(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 
hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 

freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 

   

 

Deep Learning Modell-Performance 

 

Das Deep Learning Modell zeigte eine Trainingsgenauigkeit von 94.1% ± 2.0 (19766/21000 

Volumetric Samples). Die Performance wurde mittels eines Test-Sets nach 30 Wiederholungen 

validiert. Dabei zeigte das CNN eine Gesamtgenauigkeit von 87.3% ± 10.5 (1310/1500). Die 

Sensitivität, HCC bzw. Nicht-HCC-Läsionen zu klassifizieren lag bei 92.7%, bzw. 82.0% und die 

Spezifität für HCC bzw. Nicht-HCC Gruppe lag bei 82.0% bzw. 92.7% (Tabelle 4).  

 

 

 

 

 

 

 

 

 

 

 

 

 

Tabelle 3: Bildcharakteristika 

 

 HCC Nicht - HCC 

ICC Regenerat- 

knoten 

Dysplast. 

Knoten 

Hämangiom Zyste FNH Gallengansadenom 

Anzahl Patienten  73 12 2 2 16 10 2 1 

Anzahl MRT -Scans  80 17 2 2 16 11 2 1 

Anzahl Läsionen  93 19 2 2 16 15 2 1 

Tabelle 4:  Performance des Neural Networks bei der HCC-Klassifikation 

 

 
HCC Nicht - HCC Insgesamt 

Training Läsionen 88 52 140 

Test Läsionen 5 5 10 

Sensitivität 92.7% 82.0% 87.3% 

Spezifität 82.0% 92.7% 87.3% 
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Tabelle 4: Performance des Neural Networks bei der HCC-Klassifikation. Die Performance wurde über 

150 Runs mit zufälligen Stichproben gemittelt, um Klassen-balancierte Test-Sets zu erhalten. HCC = 

Hepatozelluläres Karzinom. 

 

(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 
hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 

freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 
   

 

Die Receiver Operating Characteristic Curve zeigte eine AUC von 0.912 (Abbildung 7). Das CNN 

wurde innerhalb von 3.2 Minuten ± 0.9 trainiert und die Berechnungszeit für die Klassifizierung 

einer Läsion im Testset lag bei 2.9 Millisekunden ± 1.7. 

 

 

 

Abbildung 7:  Receiver Operating Characteristic (ROC)-Kurve für die Unterscheidung zwischen 

hepatozellulärem Karzinom (HCC) und Nicht-HCC Läsionen durch das CNN.  AUC = Area Under the 

Curve.  

 

(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 
hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 

freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 
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Bewertung des Läsionen-Grading-Scores   

 

Gemäß des entwickelten Grading Systems wurden 23 (25%) der HCC-Läsionen mit einem Punkt 

bewertet, 28 (30%) mit 2 Punkten und 42 (45%) mit 3 Punkten (Abbildung 8). In der Nicht-HCC-

Klasse wurden 16 (28%) Läsionen mit 0 Punkten, 24 (42%) mit einem Punkt, 11 (19%) mit 2 

Punkten und 6 (11%) mit 3 Punkten kreditiert. The Kruskal-Wallis Test zeigte eine signifikant 

positive Korrelation zwischen der steigenden Punktzahl des Grading-Scores und einer 

verbesserten Klassifikationsgenauigkeit bei HCC-Läsionen (p=0.012), sowie einer reduzierten 

Klassifikationsgenauigkeit für Nicht-HCC- Läsionen (p < .001). In der HCC-Klasse wurden 1 von 

42 (2%) 3-Punkte-Läsionen, 4 von 28 2-Punkte-Läsionen (14%) und 5 von 23 (22%) 1-Punkt-

Läsionen schlecht vom CNN klassifiziert (Ò90% Genauigkeit in 150 Runs). Die eine schlecht 

klassifizierte 3-Punkte-HCC-Läsion sowie drei der vier schlecht klassifizierten 2-Punkte-HCC-

Läsionen zeigten eine schlechte Bildqualität.  Zudem waren zwei der vier schlecht klassifizierten 

2-Punkt- HCC-Läsionen nahe am Leberrand gelegen. In der Nicht-HCC-Klasse wurden keine der 

0-Punkte Läsionen, 2 von 24 (8%) 1-Punkte-Läsionen, 3 von 11 (27%) 2-Punkte-Läsionen und 6 

von 6 (100%) 3-Punkte-Läsionen schlecht vom CNN klassifiziert.   

 

 
 

Abbildung 8: Anzahl der Läsionen gemäß des Grading Scores. HCC = Hepatozelluläres Karzinom.    
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(Entnommen aus ĂDeep learningïassisted differentiation of pathologically proven atypical and typical 
hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liverñ(1) mit 

freundlicher Genehmigung des ĂSpringer Natureñ-Verlags.) 

   

 

 

3.5. Diskussion 

 

In dieser Studie wurde die Fähigkeit eines Deep Learning Modells, ein breiteres Spektrum an 

histopathologisch validierten Leberläsionen mit zum Teil atypischen Bildmerkmalen korrekt in 

die Klassen HCC und Nicht-HCC zu unterteilen auf Basis von kontrastmittelverstärkten MRT-

Bildern. Das Modell erreichte eine Gesamtgenauigkeit von 87.3% mit einer hohen Sensitivität 

(92.7%) und einer moderaten Spezifität (82.0%) für HCC. Die kurze Rechenzeit des CNNs könnte 

eine praxisnahe Integration in den klinischen Alltag eines Radiologen ermöglichen ohne 

Verzögerungen hervorzurufen.  

 

In letzter Zeit haben sich bereits mehrere Studien auf die Klassifikation verschiedener 

Leberläsionen mittels eines Deep Learning-Ansatzes fokussiert.  So wurde zum Beispiel in einer 

vorherigen Studie (29) ein CNN mit sechs verschiedenen Arten von Leberläsionen trainiert  (HCC, 

ICC, Zysten, Hämangiome, FNH und kolorektale Metastasen) und zeigte bei der Klassifikation 

dieser Läsionen eine Gesamtgenauigkeit von ungefähr 90%. Diese Proof-of-Concept Studie nutzte 

jedoch nur Leberläsionen mit typischen Bildmerkmalen. Das Einschließen von atypischen 

Läsionen in Training als auch Testsets ermöglicht jedoch ein repräsentativeres Datenset, dessen 

Testergebnisse sich eher in den klinischen Alltag übersetzen ließe. 

 

Eine andere Studie, welche sich mit Deep Learning-basierter Lebertumorklassifikation befasst, 

schloss auch atypische bzw. unklare Läsionen mit ein. Jedoch wurden hier alle unklaren Läsionen 

vom CNN in eine Klasse gruppiert ohne eine weitere Subklassifikation (31). Das CNN in unserer 

Studie wurde auf einer Mehrheit von atypischen Läsionen trainiert, um diese als HCC bzw. Nicht-

HCC Läsion zu klassifizieren. Diese binäre Unterscheidung ist ein signifikanter Schritt hin zu der 

nicht-invasiven Diagnosestellung bildmorphologisch unklarer Läsionen im klinischen Alltag.  Die 

Entscheidung HCC vs. Nicht-HCC ist insbesondere deshalb entscheidend, weil das HCC als 

maligne Entität eine hohe Letalität aufweist, jedoch kurativ therapiert werden kann, wenn eine 

Diagnose frühzeitig erfolgt. Zudem wurden in der eben genannten Studie CT-Bilder genutzt, 

während in unserer Studie MRT-Bilder als Training- bzw. Testset genutzt wurden. Auf Grund des 
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wesentlich besseren Weichteilkontrastes können MRT-Bilder dem CNN eine größere Bandbreite 

an Bildmerkmalen zur Verfügung stellen. 

 

In unserer Studie entsprachen 47% der HCC-Läsionen nicht den LI -RADS Kriterien für ein 

definitives HCC (LR5) und 48% der Läsionen wurden biopsiert, was generell ein unklares 

Erscheinungsbild der Läsionen nahelegt. Zudem wurde ein Grading-System angewandt, um die 

Repräsentation von atypischen Läsionen einzuschätzen.  Hierbei wurde jeweils ein Punkt für jedes 

klassische Bildmerkmal eines HCCs (spätarterielle Kontrastmittelanreicherung, venöses 

Auswaschen, spätes Ring-Enhancement) vergeben. Gemäß diesem Grading-System wurden 25% 

der HCC-Läsionen auf Grund ihres atypischen Erscheinungsbildes mit einem Punkt versehen und 

30% der Nicht-HCC Läsionen mit 2 oder mehr Punkten bewertet, da ihr Erscheinungsbild dem 

einer klassischen HCC-Läsionen ähnelte. Obwohl unsere Studie eine etwas geringere 

Gesamtgenauigkeit als die obengenannte Studie mit den klassisch-erscheinenden Läsionen zeigt, 

legen die Ergebnisse nahe, dass ein CNN, welches mit pathologisch-validierten teils atypischen 

Läsionen trainiert wurde, immer noch eine relativ hohe Genauigkeit aufweist.  Im Allgemeinen 

zeigten Läsionen mit typischem Erscheinungsbild eine höhere Klassifikationsgenauigkeit. Die 

erniedrigte Spezifität der HCC-Klassifikation ist vermutlich durch Nicht-HCC-Läsionen bedingt, 

welche in der Bildgebung klassische HCC-Kriterien erfüllten.  Jedoch wurde auch eine kleine 

Anzahl an HCC-Läsionen mit 2 und 3 Punkten schlecht klassifiziert, was vermutlich durch 

schlechte Bildqualität oder die Nähe zum Leberrand bedingt war.  

 

Bei dem hier genutzten CNN handelt es sich um ein Vanilla CNN, welches eine angemessene 

Wahl für die hier genutzten kleinen zugeschnittenen 3D Bilder war. Andere anspruchsvollere 

Architekturen wie ResNet (34)  oder das DenseNet (35)  sind für größere Datensets und 2D High 

Resolution-Bilder vorgesehen. Die scheinbar hohe Standardabweichung kommt durch die Zahl 

von Validierungs-Bildern pro Fold zu Stande. 

 

Diese Studie hat mehrere Limitationen. Die relativ kleine Studienkohorte ist einerseits bedingt 

durch das obligate Einschlusskriterium eines histopathologischen Referenzstandards, andererseits 

bedingt durch die monozentrische Datenakquisition. Da die Mehrheit der Nicht-HCC Läsionen in 

der Leber gutartig ist und keine chirurgische Therapie benötigt, waren im Vergleich zu HCC-

Läsionen weniger histopathologisch validierte Nicht-HCC-Läsionen verfügbar. Dementsprechend 

wurden Nicht-HCC-Läsionen häufig als Zufallsbefund im Rahmen einer Transplantation auf 

Grund von Leberversagen oder eines parallel bestehenden HCCs histopathologisch untersucht. 
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Auf Grund dieser begrenzten Verfügbarkeit wurden die Nicht-HCC Läsionen in eine einzelne 

Gruppe zusammengefasst. Metastatische Läsionen wurden ausgeschlossen, da bei diesen ein 

histopathologischer Befund häufig nicht zur Verfügung stand, was dem Umstand geschuldet war, 

dass sekundäre Malignitäten häufig nicht chirurgisch therapiert werden. Die histopathologische 

Validierung erfolgte im Rahmen von Biopsien, Resektionen, Transplantaten und Autopsien. 

Zudem war das Zeitintervall zwischen MRT und pathologischer Validierung relativ lang. Jedoch 

ist die Wahrscheinlichkeit der malignen Transformation eines definitiv benignen Befundes äußerst 

gering (36). Außerdem war das Zeitintervall in dieser Studie weniger relevant, da die 

Histopathologie nur genutzt wurde, um die korrekte Diagnose der Läsion zu erhalten. Auf Grund 

der begrenzten Anzahl an Läsionen wurde zudem eine große Anzahl an HCC-Läsionen mit 

Leberzirrhose eingeschlossen. Jedoch wurden alle Läsionen zugeschnitten und damit der Einfluss 

von Hintergrundgewebe auf die Bildanalyse reduziert. Als eine weitere Limitation erscheint 

zunächst der Gebrauch heterogener Bildgebungsquellen. Hierdurch wird jedoch die Robustheit 

des CNNs gegenüber verschiedenen MRT-Scannern bzw. Protokollen deutlich. Der Algorithmus 

erfasst keine Variabilität bezüglich Kontrastmittel-Arten, MRT Scan-Zeiten oder der Bildqualität. 

Diese Aspekte wären ein interessanter Ansatz für prospektive Studien. Zudem wäre in zukünftigen 

Studien eine Gegenüberstellung der diagnostischen Performance des CNNs vs. eines CNN-

assistierten Radiologen bzw. die Performance des CNNs vs. eines nicht-assistierten Radiologen 

denkbar, um die klinische Anwendbarkeit zu prüfen. Bezüglich des Grading-Systems könnten 

mögliche Bias entstanden sein, da dieses durch eine einzelne Person (PMO) durchgeführt wurde. 

Diese wurden jedoch durch konstante Supervision minimiert.  

 

Diese Studie ist nur ein kleiner Teil einer rapide zunehmenden Anzahl von Forschungsarbeiten, 

welche sich mit den Nutzen und Chancen von Machine Learning im Bereich der radiologischen 

Bildgebung befassen. Das finale Ziel soll dabei jedoch keineswegs der Ersatz der Radiolog*innen 

als Berufsgruppe sein, sondern die klinische Integration von sogenannten ĂDecision Support 

Toolsñ. Dabei handelt es sich um computergestützte Diagnosesysteme, die Radiolog*innen einen 

ersten Diagnosevorschlag übermitteln und damit die Entscheidung erleichtern könnten.  Die häufig 

jahrzehntelange Erfahrung von Radiolog*innen ist von immenser Bedeutung, wenn es darum geht, 

Bildbefunde in komplexe klinischen Patientenbilder einzuordnen, und dabei irrelevante 

Informationen von relevanten unterscheiden zu können. Diese effektive jedoch gleichzeitig 

subjektive Art der Befundung könnte durch die Arbeit eines objektiven, quantifizierbaren sowie 

reproduzierbaren Decision Support Tools optimal ergänzt werden. So zeigte sich beispielsweise, 

dass die klinische Anwendung eines Decision Support Tools  in  der Befundung von Hirn-MRT-



 29 

Bildern die Befundungs-Perfomance insbesondere von  weniger erfahrenen Radiolog*innen 

deutlich verbessert werden konnte (37) . Auch im Bereich der MRT-basierten Prostatadiagnostik 

konnte in einer Multi-Reader-Studie gezeigt werden, dass der Einsatz von Decision Support Tools 

zu einer verbesserten Interreader-Übereinstimmung führen kann (38,39).  

 

Trotz dieser vielversprechenden Forschungsergebnisse bestehen jedoch weiterhin diverse Hürden, 

die es zu überwinden gilt, bevor eine klinische Anwendung von Decision Support Tools möglich 

sein wird. Eine wichtige Maßnahme wäre hierbei die Einführung eines einheitlichen 

Referenzstandards für die Erstellung von Datensets sowie feste Kriterien und Leitlinien für das 

methodische Vorgehen innerhalb von Machine-Learning-Studien.  Zudem fehlen weiterhin große 

qualitativ hochwertige Datensätze aus vorzugsweise prospektiven multizentrischen Studien, um 

die Performance der Algorithmen zu optimieren und gleichzeitig die Akzeptanz in radiologischen 

Fachkreisen zu stärken. Dabei sollte auch die Angst vor nicht menschlich nachvollziehbaren 

Entscheidungen (ĂBlack-Boxñ) eines Deep Learning Systems adressiert werden. Hierbei gibt es 

bereits erste Ansätze, die zeigen, dass ein CNN menschlich definierte Bildkriterien erkennen und 

seine Diagnoseentscheidung durch die prozentuale Anteilhabe jedes Bildkriteriums begründen 

kann (29). Da es sich hierbei um eine Proof-of-Concept-Studie handelt, wird auch hier weitere 

Forschung notwendig sein. Sind jedoch all diese Hürden erst einmal überwunden, so werden 

zukünftig Deep Learning Modelle ihr volles Potential als schnelle und leistungsstarke Decision 

Support Tools im klinischen Alltag entfalten können.  

 

Zusammenfassend, zeigt diese Studie den erfolgreichen Einsatz von Deep Learning bei der 

Klassifikation von sowohl typischen als auch atypischen histopathologisch validierten 

Leberläsionen mittels multiphasischen MRT-Bildern. Bisher basieren nur wenige Deep Learning 

Systeme auf sowohl radiologisch als auch pathologisch validierten Training-Sets. Indem 

ausschließlich histopathologisch bestätigte Läsionen eingeschlossen werden, kann die zugrunde 

liegende biologische Validität eines Deep Learning Systems optimiert und damit der Weg hin zu 

einer klinischen Integration von Decision Support Tools erleichtert werden. Des Weiteren 

ermöglicht dies die Bewertung von Läsionen mit atypischem Erscheinungsbild und erweitert damit 

die Grenzen der nicht-invasiven bildgebungsbasierten Diagnostik. Infolgedessen haben CNNs das 

Potential, den Bedarf an Biopsien sowie die damit verbundenen Komplikationen zu minimieren 

und die Patientenversorgung zu verbessern. Die kurze Rechenzeit unseres CNNs könnte die 

Eingliederung in den klinischen Alltag erleichtern. 
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o Eigenständige Erhebung der Primärdaten: Patientenselektion; 

Patientenrekrutierung (zusammen mit Study Nurse); Auswertung aller Labordaten, 

Patientendaten und anamnestischer Angaben; Aufbau und Aktualisierung der 

kompletten Datenbank 

o Auswertung aller MRT- und CT-Bilder unter Supervision  

o Mitwirkung bei der Auswertung der histopathologischen Daten 

o Durchführung der statistischen Tests in beratender Zusammenarbeit mit einer 

Statistikerin 

o Auswahl geeigneter Visualisierungsmethoden; eigenständige Erstellung aller 

Tabellen und Grafiken 

o Eigenständige Literaturrecherche und -auswahl, Erstellung und Korrektur des 

Manuskriptes  

o Einreichung bei Journal und anschließende Revision des Manuskriptes nach Peer-

Review  

o Präsentation bei wissenschaftlicher Konferenz (RSNA 2018) 
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6. Auszug aus Journal Summary List  
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7. Publikation 

Deep learningïassisted differentiation of pathologically proven atypical and typical 

hepatocellular carcinoma (HCC) versus non-HCC on contrast-enhanced MRI of the liver 
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