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1 Abstracts  
1.1 Abstract (Englisch) 

Background 

In syndromology, computer-aided facial analysis of patients with facial dysmorphisms 

has become a significant tool in the diagnosis of genetic syndromic disorders. Through 

machine learning, software such as Face2Gene, Clinical Face Phenotype Space, and 

FaceBase is trained in the detection of facial dysmorphic features through automated 

image analysis. Based on comparison to previous images, a list of differential 

diagnoses is presented. Given the high cost of genetic analysis and the rarity of 

individual genetic syndromes, automated image analysis can help clinicians shorten a 

diagnostic odyssey.  

However, images of facially inconspicuous individuals cannot be identified as such. 

This study tests 1) Face2Gene's sensitivity, 2) whether Gestalt scores of syndromic 

faces differ significantly from those of inconspicuous faces, and 3) how the suggested 

differential diagnoses are distributed within the healthy control cohort (specificity of the 

system), and 4) whether ethnic background or gender affect Face2Gene's diagnostic 

accuracy. 

Methods 

For the syndromic cohort, we used photographs taken from patients with a total of 17 

diagnosed syndromes, so that each syndrome was represented by an equal number 

of images. Each photograph was matched to the image of a healthy control subject, 

according to age, gender, and ethnicity to form the control cohort. DeepGestalt (v. 

19.1.7) from FDNA was used to phenotype the cohorts.  

Results 

A total of 19 images per syndrome could be analyzed, i.e. both the syndromic cohort 

and the control cohort were composed of 323 images each. The high sensitivity of 

DeepGestalt was confirmed. In 91% of the cases, the correct diagnosis appears 

among the 10 highest ranked of the differential diagnoses suggested by Face2gene. 

Scores within the syndromic cohort were higher than scores within the facially 

unremarkable control cohort. A specially trained classifier achieves better results. 

Conclusions 

This is the first study to compare Face2Gene's results on images of inconspicuous and 

syndromic individuals, analyzing the specificity of DeepGestalt. Until now, detection of 

healthy individuals by image analysis with FDNA's DeepGestalt is not possible. 
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Nevertheless, significant differences were found in the scoring of healthy individuals 

and individuals with dysmorphic facial features. It does not appear impossible that 

future programs could be trained to label an individual as "inconspicuous" or healthy. 

For pediatricians in a clinic without trained geneticists, not only the prioritization of 

potentially present diseases is helpful, but also the labeling of a patient as facially 

inconspicuous in order to direct the focus of diagnostics to other causes of disease. 

1.2 Abstract (Deutsch) 

Hintergrund 

In der Syndromologie ist die computergestützte Gesichtsanalyse von Patient*innen mit 

fazialen Dysmorphien zu einem bedeutenden Instrument in der Diagnostik genetisch-

syndromaler Erkrankungen geworden. Durch maschinelles Lernen werden 

Softwareprogramme wie Face2Gene, Clinical Face Phenotype Space und FaceBase 

in der Erkennung dysmorpher Gesichtszüge durch automatisierte Bildanalyse trainiert. 

Abhängig von der Übereinstimmung zwischen dem Bild einer Person und dem System 

zugrunde liegenden Bildern anderer Betroffener wird eine Liste von 

Differentialdiagnosen präsentiert. Angesichts der hohen Kosten genetischer Analysen 

und der Seltenheit einzelner genetischer Syndrome kann die automatisierte 

Bildanalyse Kliniker*innen helfen, eine diagnostische Odyssee zu verkürzen.  

Face2Gene ist allerdings so angelegt, dass jedem Bild eine Liste von 

Differentialdiagnosen zugeordnet wird. Bilder von fazial unauffälligen Personen 

können also nicht als solche erkannt werden. Diese Studie prüft 1)  Face2Gene’s 

Sensitivität, 2) ob sich die Gestalt Scores für syndromale Gesichter von denen für 

unauffällige Gesichter signifikant unterscheiden und 3) wie sich die vorgeschlagenen 

Differentialdiagnosen innerhalb der gesunden Kontrollkohorte verteilen (Spezifität des 

Systems)  und 4) ob der ethnische Hintergrund bzw. das Geschlecht Face2Gene’s 

diagnostische Genauigkeit beeinflussen. 

Methoden 

Für die Syndrom-Kohorte verwendeten wir Fotos, die von Patient*innen mit insgesamt 

17 diagnostizierten Syndromen stammten, sodass jedes Syndrom durch eine gleiche 

Anzahl an Bildern repräsentiert wurde. Jedes Foto wurde dem Bild einer gesunden 

Kontrollperson zugeordnet, wobei sich Alter, Geschlecht und Ethnizität entsprachen, 

um die Kontrollkohorte zu bilden. Zur Phänotypisierung der Kohorten wurde 

DeepGestalt (v. 19.1.7) von FDNA verwendet. 
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Ergebnisse 

Insgesamt konnten pro Syndrom 19 Bilder analysiert werden, d.h. sowohl die 

Syndrom-Kohorte als auch die Kontrollkohorte setzte sich jeweils aus 323 Bildern 

zusammen. In 91% der Fälle zeigt sich die richtige Diagnose unter den 10 höchst 

Platzierten der von Face2gene vorgeschlagenen Differentialdiagnosen. Auch die 

Scores innerhalb der Syndrom-Kohorte zeigen höhere Werte als die Scores innerhalb 

der fazial unauffälligen Kontrollkohorte. Ein speziell dafür trainierter Klassifikator erzielt 

bessere Ergebnisse. 

Schlussfolgerungen 

Dies ist die erste Studie, die Face2Genes Ergebnisse an Bildern unauffälliger und 

syndromaler Personen vergleicht und damit die Spezifität von DeepGestalt analysiert. 

Bis jetzt ist eine Erkennung gesunder Individuen durch Bildanalyse mit FDNA’s 

DeepGestalt nicht möglich. Dennoch fanden sich signifikante Unterschiede im Scoring 

von Gesunden und Personen mit dysmorphen Gesichtszügen. Es erscheint nicht 

ausgeschlossen, dass künftige Programme darin trainiert werden können, eine Person 

als "unauffällig" oder gesund zu kennzeichnen. Für Kinderärzt*innen in einer Klinik 

ohne spezialisierte Genetik ist nicht nur die Priorisierung potentiell vorliegender 

Erkrankungen hilfreich, sondern auch die Kennzeichnung einer Person als fazial 

unauffällig, um den Fokus der Diagnostik auf andere Genesen zu richten. 
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2 Einführung 

Als Teilbereich der Medizinischen Genetik liegt der Schwerpunkt der klinischen 

Syndromologie auf dem Diagnostizieren genetisch bedingter Syndrome. Die 

Dysmorphologie ist die Kunst und Wissenschaft diese genetisch bedingten Syndrome 

anhand von Kombinationen spezifischer Merkmale und Fehlbildungen zu erkennen. 

Für die Syndromologie von besonderer Bedeutung ist die klinische Interpretation 

spezieller Gesichtsmerkmale und deren Zuordnung zu einer genetisch-syndromalen 

(Verdachts-)Diagnose: die faziale Phänotypisierung.  

 

Für Erkrankungen mit vergleichsweise hoher Inzidenz und ausgeprägten 

charakteristischen fazialen Stigmata gelingt eine faziale Phänotypisierung relativ 

einfach und routiniert. Vom Zeitpunkt des Auftretens erster Symptome bzw. der 

Feststellung vorhandener Dysmorphien bis zur endgültigen Diagnosefindung vergeht 

hier unerheblich viel Zeit. Die Verdachtsdiagnose einer Trisomie 21 etwa wird häufig 

bereits bei der ersten Vorsorgeuntersuchung (U1) im Kreißsaal gestellt. Je seltener 

eine Erkrankung jedoch ist und je unspezifischer der Phänotyp, desto schwieriger ist 

allerdings für die behandelnden Ärzt*innen die Diagnostik. Oft vergehen Jahre bis eine 

zugrundeliegende Mutation oder Diagnose benannt wird. 

Weiterhin beeinflussen die Verfügbarkeit von erfahrenen klinischen Genetiker*innen, 

die Prävalenz bestimmter Erkrankungen, sowie die Kosten(-übernahme) von 

molekulargenetischen und weiteren Untersuchungen die Odyssee an diagnostischen 

Schritten. 

 

In jüngster Zeit wurden mithilfe der Methoden des maschinellen Lernens und der 

digitalen Bilderkennung Programme zur computer-gestützten fazialen 

Phänotypisierung entwickelt. Diese sollen als Entscheidungsunterstützungssysteme 

den diagnostischen Prozess in der klinischen Genetik verbessern, aber auch zu 

Forschungszwecken, z.B. zur Definition neuer Syndrome, verwendet werden können. 

Über den klinischen Nutzen und die Genauigkeit dieser Verfahren ist bisher allerdings 

wenig bekannt. 

Beispiele für solche Software sind die Technologien von Face2Gene (Gurovich et al. 

2019),  vom Clinical Face Phenotype Space (Ferry et al. 2014) und  von FaceBase 
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(Hallgrímsson et al. 2020). Face2Gene ist das am meisten genutzte unter diesen 

Systemen. Mithilfe eines tiefen neuronalen Netzwerks (DeepGestalt), das an mehr als 

17.000 Fotografien von Patient*innen mit einem genetischen Syndrom trainiert wurde, 

kann das  Programm verwendet werden, um anhand gewöhnlicher Frontalaufnahmen 

von Patientengesichtern eine Liste möglicher Verdachtsdiagnosen zu erstellen. 

DeepGestalt vergleicht dazu automatisch die Gesichtszüge des_r abgebildeten 

Patienten_in mit Bildern von Menschen mit dem System bekannten potentiellen 

Differentialdiagnosen und gibt als Ergebnis eine Liste dieser Verdachtsdiagnosen, die 

anhand der Ähnlichkeit sortiert ist, aus. 

 

Im Rahmen dieser Promotionsarbeit habe ich in verschiedenen Studien zur Evaluation 

von DeepGestalt gearbeitet.  

 

In Advances in computer-assisted syndrome recognition by the example of inborn 

errors of metabolism prüften meine Kolleg*innen und ich das Ausmaß möglicher 

Störfaktoren auf die Sensitivität von DeepGestalt bei hereditären 

Stoffwechselerkrankungen. Dabei wurden die Analyseergebnisse verschiedener 

Kohorten hinsichtlich der Merkmale Kohortengröße, Geschlecht, Ethnizität und Alter 

verglichen. Die Faktoren Geschlecht und Ethnizität beeinflussten das Ergebnis nicht. 

Insgesamt zeigte sich eine hohe Sensitivität und Unterscheidungskraft bei 

phänotypisch ähnlichen Syndromen, wie z.B. Mukopolysaccharidose Typ I und Typ II 

(Jean T. Pantel et al. 2018). 

 

Eine große klinische Ähnlichkeit zeigen auch die verschiedenen Defekte der 

Biosynthese des Glycosylphosphatidylinositols (GPI), welche die unterschiedlichen 

Formen der Hyperphosphatasie mit geistiger Entwicklungsverzögerung 

(Hyperphosphatasia with Mental Retardation Syndrome, HPMRS), die auch als Mabry-

Syndrom bekannt sind, verursachen. In Characterization of 

glycosylphosphatidylinositol biosynthesis defects by clinical features, flow cytometry, 

and automated image analysis prüften wir die unterschiedlichen Mutationen, die dem 

Mabry-Syndrom ursächlichen GPI-Synthesedefekten zu Grunde liegen, hinsichtlich 

ihrer biochemischen Pathophysiologie und ihrer klinischen Ausprägung (Knaus et al. 

2018). Dabei zeigt sich, dass eine Klassifizierung des zugrundeliegenden Gens mit 
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beachtlicher Sensitivität durch eine computer-gestützte faziale Phänotypisierung 

mittels DeepGestalt gelingt.  

 

In PEDIA: Prioritization of Exome Data by Image Analysis zeigten meine Kolleg*innen 

und ich exemplarisch, wie das neuronale Netzwerk „DeepGestalt“ von Face2Gene zur 

Verbesserung der Analyse von panexomischen Daten in der klinischen Genetik 

verwendet werden kann. Die Studie schloss 679 Proband*innen mit 105 

unterschiedlichen molekulargenetisch gesicherten Syndromen ein. Mithilfe einer 

Support Vektor Maschine wurde dabei ein von DeepGestalt errechneter Wert zur 

Quantifizierung der Ähnlichkeit eines Gesichts mit den typischen fazialen Merkmalen 

eines Syndroms, der Gestalt Score, mit anderen bereits etablierten Maßen für die 

Bewertung von Sequenzvarianten (CADD Score) und Phänotyp (Phenomizer Scores) 

kombiniert.  

In 99% der Fälle ist die richtige Diagnose unter den ersten 10 vorgeschlagenen 

Differentialdiagnosen, in 86-89% der Fälle ist die Diagnose auf Platz 1 (Hsieh et al. 

2019). Damit zeigt PEDIA eine bemerkenswerte Sensitivität in der Phänotypisierung 

durch die Kombination der Scores aus genetischer Information (Sequenzvariante), 

phänotypischer Information (standardisierte Beschreibung durch Human Phenotype 

Ontology-Terminologie) und Bildinformation. 

Für die Platzierung auf Rang 1 gelingt eine Verbesserung der Treffsicherheit von 36 

bis 74 Prozent ohne Inklusion des Bildscores auf 86 bis 89 Prozent durch die Inklusion 

des Bildscores. 

 

Auch zeigten wir durch den Vergleich von Patient*innen mit Fanconi Anämie (FA) und 

Microcephaly-short-stature-limb-abnormality-Syndrom (MISSLA-Syndrom), wie eine 

Unterscheidbarkeit zwischen beiden klinisch ähnlichen Syndromen durch 

Gesichtserkennung möglich ist, auch wenn die Fanconi Anämie mit deutlich weniger 

fazialer Dysmorphie einhergeht. Eine Fehldiagnose von Patient*innen mit MISSLA -

Syndrom ist aufgrund des überlappenden Phänotyps zur Fanconi Anämie 

beschrieben. Die Erkennung des MISSLA-Syndroms erfolgt mit einer Sensitivität von 

84%, und nur 6% der MISSLA-Fälle sind fehlerhaft als Fanconi Anämie diagnostiziert 

worden (Danyel et al. 2019)  Auch die Treffsicherheit für die Diagnose der Fanconi 

Anämie ist vergleichsweise hoch und zeigt, dass betroffene Patient*innen offenbar 

eine spezifische Facies haben. 
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Daraus ergeben sich relevante klinische und wissenschaftliche Fragen. Durch die App 

Face2Gene CLINIC soll beispielsweise klinisch tätigen Ärzt*innen eine Möglichkeit 

geboten werden, ihren differentialdiagnostischen Ansatz in der Diagnostik genetisch-

syndromaler Erkrankungen durch die Verwendung einer automatisierten fazialen 

Phänotypisierung zu erweitern und die genetische Diagnostik  zu priorisieren, indem 

eine gezielte Durchführung von Gen-Panels für spezifische Syndrome oder 

spezifischer Gentests anstelle einer Exomanalyse erwogen wird. 

 

Krankheiten mit hoher morphologischer Variabilität und mit niedriger Inzidenz stellen 

eine Herausforderung im klinischen Alltag dar. Gerade für sie erscheint der Einsatz 

von Technologien wie Face2Gene daher attraktiv. Sie versprechen eine ebenso 

präzise wie objektive Analyse der klinisch relevanten Gesichtszüge. Allerdings sind - 

auch wenn sie automatisiert und nach eindeutig definierten mathematischen Modellen 

ablaufen - die Verfahren des maschinellen Lernens nicht absolut objektiv. Ihre 

Ergebnisse hängen wesentlich von der Zusammenstellung des Datensatzes ab, der 

zum Training eines Algorithmus verwendet wurde. Voraussetzung für das Erkennen 

eines Syndroms in einem dysmorphen Gesicht ist für die Software - ebenso wie für 

einen menschlichen Dysmorphologen - das Kennen der entsprechenden Krankheit. 

D.h., dass Face2Gene nur solche Syndrome vorschlagen kann, zu denen auch eine 

ausreichende Zahl an Beispielbildern in seinem Trainingsdatensatz vorkommt und 

dass die Fähigkeit des Systems, diese Syndrome zu detektieren, mit der Zahl der 

entsprechenden Bilder im Trainingsdatensatz zunimmt. Damit einher gehen mögliche 

Schwächen in der computer-gestützten Erkennung syndromaler Erkrankungen. So ist 

z.B. unklar, wie gut ein solches System bei Angehörigen verschiedener ethnischer 

Gruppen (Menschen afrikanischer, asiatischer, europäischer Herkunft, etc.) 

funktioniert, da eine mögliche Beeinflussung durch spezifische ethnische Unterschiede 

der Gesichtsmorphologie im Phänotyp denkbar ist und der Trainingsdatensatz nicht 

zwingend für alle diese Gruppen repräsentativ ist. Gleiches gilt für Bilder von 

Menschen verschiedenen Alters und für mögliche Sensitivitätsunterschiede aufgrund 

des Geschlechts. Unterschiede in der Repräsentanz bestimmter Syndrome, Ethnien 

bzw. Altersgruppen im Trainingsdatensatz von DeepGestalt sind anzunehmen, da die 

Prävalenz der einzelnen Krankheiten in der Bevölkerung in Abhängigkeit von diesen 
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Variablen schwankt. Auch die Bildqualität (Tragen einer Brille, Auflösung, Lichteffekte 

etc.)  könnte die Genauigkeit der Analyse beeinflussen. 

Dies sind relevante Forschungsfragen, aus denen sich Ansätze ergeben, mögliche 

Lücken in der Einsatzfähigkeit durch die Erweiterung und Verbesserung des 

Trainingssets und die Entwicklung zusätzlicher Scores zu schließen. 

 

Es ist nicht ohne Weiteres auszuschließen, dass auch die Fähigkeit, gesunde 

Proband*innen als solche zu erkennen, sie also keiner syndromalen Krankheit 

zuzuordnen, in einem bioinformatischen Modell erfasst werden könnte. DeepGestalt 

wurde allerdings nicht für diese Aufgabe trainiert und kann daher nicht direkt zu diesem 

Zweck verwendet werden. In den oben genannten Arbeiten zeigte sich, dass die 

Zuordnung von Differentialdiagnosen in Kohorten unauffälliger Kontrollbilder gewisse 

Wiederholungsmuster aufweisen. Hier sind die erfahrenen klinischen Genetiker*innen 

möglicherweise weniger fehleranfällig. 

Ein Modell zur Erkennung gesunder Proband*innen ohne kraniofaziale Dysmorphien 

sollte perspektivisch auch die Qualität der Differentialdiagnostik in Kohorten mit 

kraniofazialen Dysmorphien verbessern. Zur Prüfung der Spezifität für Gesunde wurde 

eine entsprechende Kontrollkohorte zusammengestellt und Face2Gene’s Ergebnisse 

systematisch ausgewertet.  

 

In meiner Publikation „Efficiency of Computer-Aided Facial Phenotyping (DeepGestalt) 

in Individuals with and without a Genetic Syndrome: Diagnostic Accuracy Study“ haben 

meine Kolleg*innen und ich so zuletzt die Genauigkeit der automatisierten 

Gesichtserkennung bei Patient*innen mit fazialen Dysmorphien und einer gesunden 

Kontrollkohorte bestimmt und gezeigt, dass der Software DeepGestalt eine 

Differenzierung grob gelingt, eine trennscharfe Klassifizierung eines Gesichts als 

unauffällige Facies allerdings noch nicht möglich ist. 

 

3 Material und Methodik 
3.1 Bilder von symdromalen Proband*innen  

Für die Syndrom-Kohorte wurden Portraitfotos von Patient*innen mit insgesamt 17 

klinisch beziehungsweise molekulargenetisch gesicherten Diagnosen verwendet. Die 

Zahl der pro Diagnose gesammelten Bilder sollte jeweils gleich groß sein. Die 
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Patientenbilder wurden aus Publikationen entnommen oder zum Zwecke dieser Studie 

erstellt, nachdem das informierte, schriftliche Einverständnis eingeholt wurde. 

Die Auswahl der Syndrome dieser Studie basiert auf den insgesamt 201 

verschiedenen Diagnosen, die Face2Gene Clinic in der gesunden Kontrollkohorte, die 

wir in Danyel et al. beschrieben haben, vorgeschlagen hat. Es wurden gezielt 

Syndrome mit unterschiedlich häufiger Nennung unter den möglichen 

Differentialdiagnosen ausgewählt. Die relativen Häufigkeiten reichten dabei von 1% 

bis 76%. Die untersuchten Syndrome waren: Fragiles-X-Syndrom (MIM:#300624), 

Angelman-Syndrom (MIM:#105830), Rett-Syndrom (MIM:#312750), Phelan-

Mcdermid-Syndrom (MIM:#606232), Klinefelter-Syndrom, Beckwith-Wiedemann-

Syndrom (MIM:#130650), 22q11.2-Deletions-Syndrom (MIM:#611867), Sotos-

Syndrom (MIM:#117550), Noonan-Syndrom (MIM:PS163950), Loeys-Dietz-Syndrom 

(MIM:PS609192), Williams-Beuren-Syndrom (MIM:#194050), Rubinstein-Taybi-

Syndrom (MIM:PS180849), Achondroplasie (MIM:#100800), Wolf-Hirschhorn-

Syndrom (MIM:#194190), Pallister-Killian-Syndrom (MIM:#601803), und Treacher-

Collins-Syndrom (MIM:PS154500). Als ein Beispiel für eine Diagnose, die nicht unter 

den falsch-positiven Nennungen der gesunden Kontrollkohorte von Danyel et al. zu 

finden war, wurde das Apert-Syndrom verwendet (siehe Figure 1,  Pantel et al. 2020)  

3.2 Bilder gesunder Kontrollpersonen 

Um eine Kohorte negativer (d.h. unauffälliger) Kontrollbilder zu bilden, wurde für jedes 

Foto aus der Syndrom-Kohorte ein nach Alter, ethnischem Hintergrund und 

Geschlecht vergleichbares Bild verwendet. Die Abwesenheit klinisch-relevanter 

kraniofazialer Auffälligkeiten wurde durch Ärzt*innen mit Erfahrung im Bereich der 

Humangenetik beurteilt. 

3.3 Faziale Phänotypisierung 

Die digitale Phänotypisierung aller Fotos erfolgte mit DeepGestalt v. 19.1.7 

ausschließlich über die eingepflegten Bilder. Es wurden weder klinische Informationen 

in Form von HPO-Terms noch molekulargenetische Informationen oder Diagnosen an 

DeepGestalt übergeben. 
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3.4 Statistische Analyse 

Für die Erstellung der Klassifikation “auffällig” versus “ unauffällig” auf Basis der von 

DeepGestalt ausgegebenen Gestalt-Scores wurden lineare Support-Vector-

Maschinen (SVM) in Scikit-Learn (Version 0.21.3) mit Python 3.7 in einem leave-one-

out Schema trainiert.  

Die diagnostische Genauigkeit wurde mittels der Fläche unter der Isosensitivitätskurve 

(ROC-Kurve) bestimmt. Ein idealer Test erzielt den Maximalwert von einer area under 

the ROC-curve  (AUROC) von 1. Ein unbrauchbarer Test, der lediglich nach dem 

Zufallsprinzip klassifiziert, erzielt einen Wert von 0,5. Eine komplette Fehlklassifikation 

(alle Positiven werden negativ, alle Negativen werden als positiv klassifiziert) erzielt 

eine AUROC von 0. Unterschiede zwischen den ROC-Kurven wurden mittels DeLong-

Test geprüft. Unterschiede in der Verteilung der Scores wurden mittels Welch-Test 

geprüft. Die Daten wurden auch nach den Variablen Ethnie und Geschlecht 

entsprechend statistisch ausgewertet. Für die Analyse nach dem Geschlecht wurden 

allerdings das Rett-Syndrom und das Fragile-X-Syndrom ausgeschlossen, denn diese 

Syndrome folgen X-chromosomalen Erbgängen. Die Frequenz der Betroffenen ist 

daher stark abhängig vom Geschlecht. 

 

4 Ergebnisse 
4.1 Bilder und Matching 

Für die Studie wurden insgesamt 646 Bilder verwendet, wovon 323 Bilder Menschen 

ohne faziale Dysmorphien darstellen und die Kontrollkohorte bilden, die andere Hälfte 

zeigt Menschen mit fazialen Dysmorphien und bildet die Syndrom-Kohorte. Hierbei 

sind je 19 Bilder für die 17 verschiedenen genetische Syndrome vertreten. Der Anteil 

der weißen Menschen beträgt 83%. Das Verhältnis weiblich zu männlich beträgt etwa 

1:1 (160/161). Bei zwei Bildern war eine Geschlechtszuordnung nicht möglich. 

 

4.2 Sensitivität von DeepGestalt 

Die Zuordnung der Fotos syndromaler Proband*innen zur richtigen Diagnose durch 

DeepGestalt erfolgte - wie erwartet - mit hoher Sensitivität. Die richtige Diagnose 

erscheint in durchschnittlich 91% der Fälle in den Top 10 der Vorschläge, in 61% der 

Fälle sogar auf Rang 1 (Figure 2b, (Pantel et al. 2020). Die hohe Detektionsrate lässt 
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sich sowohl bei Bildern von Patient*innen europäischer Herkunft (Top-10-Sensitivität 

90%) als auch bei Bildern von Patient*innen mit einer anderen ethnischen Herkunft 

(Top-10-Sensitivität 97%) feststellen. Weiterhin prüften wir die Sensitivität 

geschlechtsspezifisch. Es zeigt sich kein relevanter Unterschied in der Sensitivität 

zwischen den Ergebnissen der weiblichen und der männlichen Kohorte.  

Fragiles-X- Syndrom, Noonan-Syndrom, Phelan-McDermid-Syndrom, Rett-Syndrom, 

Sotos-Syndrom, Treacher-Collins und Williams-Beuren-Syndrom erscheinen in der 

Phänotypisierung in jeweils allen 19 Fällen unter den Top 10. DeepGestalt weist für 

diese Syndrome folglich eine Sensitivität von 100% auf. Selbst für das Loeys-Dietz-

Syndrom, für welches das System die niedrigste Detektionsrate unter den getesteten 

Syndromen zeigte, erreicht es immerhin eine Top-10-Sensitivität von 74%. 

4.3 Spezifität von DeepGestalt 

Die Verteilung der Diagnosevorschläge innerhalb der gesunden Kohorte zeigt ein 

bemerkenswertes Muster. Unter den 238 in der Kontrollkohorte vorgeschlagenen 

Syndromen sind beispielsweise Fragiles-X-Syndrom, Angelman-Syndrom, Rett-

Syndrom und Klinefelter-Syndrom weit überzufällig häufig vertreten. So findet sich in 

mehr als 80% der Fälle Fragiles-X-Syndrom in der Liste der jeweils 30 

vorgeschlagenen Differentialdiagnosen (Figure 2a, Pantel et al 2020).  

 

Neben der Rangliste der Top 30 ist es wichtig zu berücksichtigen, wie hoch die 

einzelnen Scores sind: es ist anzunehmen, dass die Zuordnung einer Diagnose zu 

einem hohen Gestalt-Score einen höheren positiv-prädiktiven Wert hat als die weiteren 

Diagnosen in der Rangliste mit niedrigeren Scores. Auch die Priorisierung einer 

Diagnose auf Rang 1 könnte - bei niedrigem Gestalt-Score - trotzdem 

unwahrscheinlich sein. Der durchschnittliche Erstrang-Score in der Syndrom-Kohorte 

betrug 0,47, der maximale Erstrang-Score lag bei 1,0. In der Kontrollkohorte lag der 

durchschnittliche Erstrang-Score bei 0,27, der maximale Erstrang-Score betrug 0,85. 

Mit einer Fläche unter der ROC-Kurve (AUROC) von 0,72 zeigten die höchsten 

Gestalt-Scores von Syndrom-Kohorte und Kontrollkohorte eine Unterscheidbarkeit. 

Die Unterschiede in der Verteilung der Scores waren dabei statistisch signifikant 

(P<.001). Wir verglichen außerdem die Ergebnisse geschlechtsspezifisch. Für die 

weibliche Kohorte ergab sich eine AUROC von 0,71, für die männliche Kohorte 
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ebenfalls eine AUROC von 0,71 (s. Abbildung 1). Die Performance von DeepGestalt 

unterscheidet sich also nicht in den geschlechtsspezifischen Kohorten. 

 

Mit der SVM Klassifikation durch Stützvektormethode (Support Vector Machine) in die 

Kategorien “auffällig” und “unauffällig” ist eine noch stärkere Trennbarkeit erzielt 

worden (AUROC 0,89, P<.001). Auch hier lassen sich Syndrome nennen, die in allen 

Fällen korrekt zugeordnet wurden, im Sinne der binären Klassifikation also als 

syndromal erkannt wurden, nämlich Apert-Syndrom, Wolf-Hirschhorn-Syndrom und 

Williams-Beuren-Syndrom. Das Klinefelter-Syndrom liefert mit nur 7 richtigen 

Zuordnungen das schlechteste Ergebnis. 

Insgesamt ist die AUROC der SVM-Klassifikation höher als die AUROC der Gestalt-

Scores und zeigt damit eine bessere Differenzierung. Das Ergebnis ist umso besser, 

je mehr potentielle Diagnosen, d.h. je mehr der jeweils höchsten Gestalt-Scores in die 

Klassifizierung der SVM einfließen. Weiterhin erfolgte auch hier eine 

geschlechtsspezifische Klassifizierung. Für die weibliche Kohorte ergab sich eine 

AUROC von 0,93, für die männliche Kohorte eine AUROC von 0,86 (s. Abbildung 1). 

 

Die geschlechtsspezifischen Kurven von DeepGestalt und SVM-Klassifikation wurden 

im letzten Schritt verglichen und zeigten für die weibliche, für die männliche und für die 

gemischte Kohorte einen p-Wert von <0,001 und zeigen damit eine Trennbarkeit (s. 

Abbildung 1).  
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Abbildung 1: Isosensitivitätskurven der Bildklassifikationen durch DeepGestalt (lila) und durch die SVM 
(türkis) 
Pantel et al. 2020, Figure 3	
	

4.4 Bias 

Die Ergebnisse der Bildanalysen von Personen europäischer Herkunft sind 

vergleichbar mit denen der Bildanalysen von Menschen anderer Herkunft. Die 

diagnostische Trennschärfe bezüglich der Differenzierung in auffällig versus 

unauffällig zeigt sich in der Kohorte der Menschen mit einem europäischen 

Hintergrund zwar besser als in der Kohorte mit anderen Ethnien, allerdings ist erstere 

Kohorte auch quantitativ größer - der Anteil von Bildern weißer Personen beträgt 84% 

(272 von 323 Bildern). Ein Rückschluss auf statistisch signifikante 

Leistungsunterschiede in Abhängigkeit vom ethnischen Hintergrund der Abgebildeten 

ist bei vorliegender Ausgangsverteilung daher nicht möglich. Die 

Geschlechtsverteilung ist mit einem Verhältnis von 160 zu 161 allerdings fast 

gleichmäßig. Hier zeigt sich keine relevante Differenz in der Performance. 	

In der weiblichen Syndrom-Kohorte betrug der maximale Score 0,99, der 

durchschnittliche Score 0,48 und der minimale Score 0,085, in der entsprechenden 

Kontrollkohorte betrug der maximale Score 0,84, der durchschnittliche: Score 0,27 und 

der minimale 0,08. Für die männlichen Kohorte ergeben sich in der Syndrom-Kohorte 

ein maximaler Score 0.99, ein durchschnittlicher Score von 0,47 und ein minimaler 
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Score von 0,08, für die gesunde Kontrollkohorte ergaben sich ein maximaler Score 

von 0.79, ein Durchschnittsscore von 0.27 und ein minimaler Score von 0.06. Das 

Geschlecht des_r Patienten_in sehen wir daher nicht als Bias.	

	

	
	
Abbildung 2: Verteilung der maximalen Gestalt scores bei Bildern von syndromalen und unauffälligen 
Personen im Geschlechtervergleich. m = männlich, f = weiblich	
Dargestellt werden die Daten von Pantel et al .2020. 

5 Diskussion 

Die hohe Sensitivität der Testkohorte bestätigt die bereits in der PEDIA-Studie 

präsentierten Ergebnisse, die in einer älteren technischen Version von DeepGestalt 

zustande gekommen sind (Hsieh et al. 2019). In der PEDIA-Studie haben wir gezeigt, 

dass durch den Einschluss des Gestalt-Scores in die Priorisierung der 

Differentialdiagnosen die Treffsicherheit erheblich ansteigt. Die Sensitivität von 

DeepGestalt und PEDIA steigt außerdem mit dem wachsenden Trainingsdatensatz. 

Eine niedrige Treffsicherheit bei der automatisierten Identifizierung vorliegender 

genetischer Krankheiten könnte zum Einen auf die geringe Prävalenz des jeweiligen 

Syndroms und zum Anderen auf die relative Neubeschreibung eines Syndroms 

zurückgeführt werden. In beiden Fällen stünde der Software in der Konsequenz ein 

vergleichsweise kleiner Satz an Patientenbildern für das Trainieren der 

Syndrommodelle zur Verfügung. Dementsprechend könnte die Genauigkeit von 
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DeepGestalt variieren. Dies ist eine mögliche Erklärung für die Syndrom-abhängige 

Spezifität von DeepGestalt.  

Auch eine genetische Heterogenität von Syndromen erschwert eine Gen-spezifische 

Phänotypisierung durch DeepGestalt, da die jeweiligen Subtypen eines solchen 

Syndroms mitunter im Trainingsdatensatz unter einer Klasse zusammengefasst 

werden (z.B. Noonan-Syndrom, Kabuki-Syndrom).  

Die Größe des Trainingssets als Störfaktor ist allerdings ein veränderlicher Parameter 

und unterliegt einer positiven Dynamik. Die neueren Versionen von DeepGestalt, die 

mit größerem Datensatz arbeiten, erzielen eine höhere Sensitivität. So zeigte sich in 

dieser Arbeit eine Top 10 Sensitivität von 91% für die gesamte Kohorte von 323 

Patient*innen. In der Studie von Hsieh et al, die mit einer früheren Version von 

DeepGestalt arbeitete, zeigt sich eine Top 10 Sensitivität von 48,6% für die Kohorte 

von 679 Patient*innen.  Wie die Genauigkeit von DeepGestalt, soll auch die 

diagnostische Genauigkeit von PEDIA durch die Vergrößerung des Datensatzes stetig 

verbessert werden. 

Neben der Größe des Datensatzes ist auch die Zusammenführung verschiedener 

Informationen (Genotyp- und Phänotyp-basiert) für die Performance der Klassifikation 

entscheidend. Aufgrund der Ergebnisse der PEDIA-Studie ist nämlich anzunehmen, 

dass die Kombination der verschiedenen Scores aus molekulargenetischer,  klinischer 

und bildbasierter Information eine bessere Trennschärfe erzielt als die Priorisierung 

allein anhand der bildbasierten oder der Genotyp-basierten Scores.  

Eine Kombination der Scores ist insbesondere dann signifikant, wenn entweder der 

Phänotyp oder der Genotyp für die richtige Diagnose wegweisend sind; Krankheiten 

mit hoher klinischer Variabilität und bekannter Pathogenität der Genvariante sind 

Beispiele hierfür. Dieser Logik folgend profitieren Fälle mit pathognomonischem 

Phänotyp und genetischer Heterogenität auch davon. Durch den Einschluss von 

spezifischen klinischen Merkmalen (Bsp.: hypoplastische Nägel, fehlende Phalangen 

etc.) die Teil des nicht-fazialen Phänotyps sind und damit durch DeepGestalt nicht 

berücksichtigt werden, gelingt schließlich die sensitivste diagnostische Beurteilung.   

 

Bei dem hier diskutierten Ansatz erfolgte die Phänotypisierung lediglich bildbasiert. 

Überträgt man die Ergebnisse von PEDIA mit kombinierten Scores auf die vorliegende 

Studie, so ist von einer weiteren Steigerung der Trennschärfe hinsichtlich “auffällig” 

und “unauffällig” auszugehen. 
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Eine hohe Sensitivität in der Phänotypisierung durch eine Bildanalyse mittels 

DeepGestalt zeigte sich auch in Knaus et al im experimentellen und klinischen 

Vergleich von Erkrankungen des GPI-Ankersystems. So zeigte die Kombination von 

Gesichtserkennung und Genotyp die höchste Sensitivität, sodass Knaus et al sogar 

eine neue Klassifizierung der GPI-Störungen diskutieren, die bisher lediglich anhand 

der Erhöhung der alkalischen Phosphatase durch die Einteilung in Hyperphosphatasia 

with Mental Retardation Syndrome (HPMRS) und Multiple Congenital Anomalies 

Hypotonia Seizures Syndrome (MCAHS) erfolgte. Da eine solch subtile 

Differenzierung fazialer Auffälligkeiten durch DeepGestalt möglich ist, scheint eine 

Unterscheidung von syndromologisch auffälligen und unauffälligen Bildern, wie sie in 

der aktuellen Studie demonstriert wurde, plausibel. 

 

Die diagnostische Genauigkeit von DeepGestalt bei Bildern von Menschen 

europäischer Herkunft war gegenüber der Genauigkeit des Systems bei Bildern von 

Menschen anderer Herkunft leicht erhöht. Die Unterschiede waren jedoch nicht 

statistisch signifikant. Dies ist wahrscheinlich in der geringen Zahl von Bildern in der 

nicht-europäischen Kohorte begründet.  

Allerdings ist Ethnizität als potentieller Störfaktor bereits mehrfach diskutiert worden. 

Lumaka et al zeigen anhand der Untersuchung von Patient*innen mit Down-Syndrom, 

dass die Performance der computer-gestützten Syndromerkennung bei weißen 

Patient*innen besser gelingt als bei afrikanischen Patient*innen (Lumaka et al. 2017), 

da gewisse faciale Merkmale im Kontext der ethnischen Zugehörigkeit mehr oder 

weniger markant sind. Ein ähnliches Ergebnis konnten wir in der Arbeit Advances in 

computer-assisted syndrome recognition by the example of inborn errors of 

metabolism für das Down-Syndrom reproduzieren. Im Vergleich von Patient*innen mit 

Mukolipidose, Mukopolysaccharidose I und II, sowie Smith-Lemli-Opitz und 

Nicolaides-Baraitser-Syndrom sehen wir beispielsweise keine signifikante 

Veränderung der Performance bei der Gegenüberstellung der Kohorten europäisch 

versus nicht-europäisch Herkunft (Pantel et al. 2018). 
Die wahrscheinlichste Erklärung für die steigende Unabhängigkeit des Systems vom 

ethnischen Hintergrund in der vorliegenden Arbeit und in der Arbeit von Pantel et al, 

2018 im Vergleich zur Studie von Lumaka et al. ist,  dass Lumaka et al. eine sehr frühe 
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Version von DeepGestalt verwendet haben und inzwischen ein ethnisch diverserer 

Trainingsdatensatz zur Verfügung steht.  

Auch gehen wir bei steigender Größe des Datensatzes von einer Verbesserung der 

Klassifizierung “auffällig” versus “unauffällig” aus. Das neuronale Netzwerk muss also 

grundsätzlich in der Lage sein, mit zumindest moderater Genauigkeit eine Facies als 

unauffällig zu markieren.  

In dieser Arbeit fand sich keine signifikante Diskrepanz in den Ergebnissen der 

männlichen und weiblichen Teilkohorte. Das Geschlecht der abgebildeten Person 

spielt für die diagnostische Genauigkeit von DeepGestalt offenbar keine Rolle. 

Ähnliche Schlussfolgerungen zeigten sich bei Tests des Systems an Bildern von 

Proband*innen mit metabolischen Erkrankungen. (Pantel et al. 2018) 

 

Die unterschiedliche Frequenz bestimmter Syndrome in der Liste möglicher 

Differentialdiagnosen wurde in einer nachfolgenden Arbeit bestätigt (Marwaha et al. 

2021). Die Tatsache, dass bestimmte Syndrome von DeepGestalt überzufällig häufig 

vorgeschlagen werden, hat unmittelbare Konsequenzen für den klinischen Einsatz des 

Systems. Zur sinnvollen Interpretation der Ergebnisse von Face2Gene sollte die 

Falsch-Positiv-Rate der jeweiligen Differentialdiagnose genannt werden. Diagnosen 

mit einer hohen Falsch-Positiv-Rate sind weniger wahrscheinlich zutreffend. Solche 

mit einer niedrigen Falsch-Positiv-Rate werden eher erwogen. Einige der 

Syndrommodelle von DeepGestalt sind klinisch fragwürdig. So weist das System eine 

hohe Falsch-Positiv-Rate für das Klinefelter-Syndrom auf, was wenig verwunderlich 

erscheint, da dieses Syndrom keine spezifischen Gesichtszüge zeigt (Bird and Hurren 

2016). 

 

Der Einsatz einer automatisierten Technologie zur Gesichtserkennung wirft auch 

ethische Fragen auf. Wie soll mit dem Risiko der (fälschlichen) Pathologisierung von 

Menschen mit auffälligen Gesichtszügen umgegangen werden? Wer soll in welchem 

Kontext zum Einsatz der Technologie berechtigt sein? Wie kann der Einsatz der 

Technologie und der Umgang mit den dafür nötigen Daten kontrolliert werden? Erste 

Arbeiten diskutieren diese Fragen bereits (Martinez-Martin 2019; McCradden, Patel, 

and Chad 2021). Mit dem zunehmenden Einsatz von Bilderkennungstechnologien und 

Verfahren des maschinellen Lernens nicht nur in der klinischen Genetik wird künftig 

eine noch umfassendere ethische Auseinandersetzung damit nötig werden. Die 
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syndromologische Interpretation der Gesichtszüge einer Person wird mitunter von 

dieser oder den Eltern als unangenehm empfunden. Künftige Forschung ist nötig, um 

zu klären, ob eine automatisierte Gesichtsanalyse für das Arzt-Patienten-Verhältnis in 

der Syndromologie dienlich ist oder als negativ angesehen wird ist.   

 

6 Schlussfolgerungen 

Ob eine genetisch-syndromale Krankheit vorliegt, kann letztlich nur durch eine 

genetische Untersuchung sicher bestätigt werden. Häufig beschriebene Erkrankungen 

sind für Pädiater*innen und Humangenetiker*innen in den meisten Fällen einfacher zu 

diagnostizieren. Insbesondere Erkrankungen mit auffälligen phänotypischen Stigmata 

führen seltener zu einer diagnostischen Odyssee.  

Pädiater*innen in Praxen oder kleinen Kliniken, die auf dem Gebiet der Syndromologie 

begrenzt erfahren sind oder in kleinen Einzugsgebieten mit anteilig wenig Erkrankten 

arbeiten, können von der Nutzung computer-gestützter Phänotypisierung profitieren, 

wenn der Verdacht einer syndromalen Krankheit besteht oder der Auftrag für eine 

molekulargenetische Untersuchung konkretisiert werden soll. Aber auch für ärztlich 

Tätige mit einem großen Erfahrungsschatz kann der Einsatz von Software wie 

DeepGestalt im klinischen Alltag sinnvoll sein. Eine zeitnahe Diagnosefindung gibt 

allen voran Eltern und Patient*innen Gewissheit und Aufschluss über die Prognose 

und den Verlauf der Erkrankung, sowie das Wiederholungsrisiko für weitere Kinder. 

Auch entscheidende therapeutische Ansätze, falls vorhanden, können früher erfolgen 

und gegebenenfalls einen besseren Effekt erzielen. 

 

Aufgrund der bislang mittelgradigen Spezifität ist die Nutzung der automatisierten 

Bilderkennung für Nutzer*innen, die außerhalb medizinischer Professionen tätig sind, 

allerdings nicht sinnvoll. Für den Einsatz von DeepGestalt sollten Kliniker*innen und 

Genetiker*innen nach wie vor in der klinisch-diagnostischen Beurteilung fazialer 

Dysmorphien geschult sein. Weiterhin müssen dem_r Nutzer_in neben der 

Bildanalyse Ressourcen zur Ergänzung der Diagnostik zur Verfügung stehen, um eine 

Verdachtsdiagnose abschließend zu klären, so bedarf es etwa der Verfügbarkeit von 

Laboranalysen, Bildgebung und funktioneller Diagnostik. Dieser Standard ist bei 

breiter Verfügbarkeit etwa als App für Laien nicht zu sichern, daher halte ich eine 
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ausschließliche Nutzung für autorisierte Personen zum Zwecke der Diagnosefindung 

und zu Forschungszwecken für sinnvoll.  

 

Die künftige Leistungsfähigkeit von DeepGestalt ist vielversprechend, muss aber 

durch weitere Studien begleitet werden. 
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8 Eidesstattliche Versicherung einschließlich Anteilserklärung 
8.1 Eidesstattliche Versicherung 

„Ich, Nurulhuda Hajjir, versichere an Eides statt durch meine eigenhändige 

Unterschrift, dass ich die vorgelegte Dissertation mit dem Thema: Evaluation der 
diagnostischen Genauigkeit eines Systems zur computergestützten fazialen 
Phänotypisierung syndromaler Patientinnen und Patienten 

 selbstständig und ohne nicht offengelegte Hilfe Dritter verfasst und keine anderen als 

die angegebenen Quellen und Hilfsmittel genutzt habe. 

Alle Stellen, die wörtlich oder dem Sinne nach auf Publikationen oder Vorträgen 

anderer Autoren/innen beruhen, sind als solche in korrekter Zitierung kenntlich 

gemacht. Die Abschnitte zu Methodik (insbesondere praktische Arbeiten, 

Laborbestimmungen, statistische Aufarbeitung) und Resultaten (insbesondere 

Abbildungen, Graphiken und Tabellen) werden von mir verantwortet. 

 

Ich versichere ferner, dass ich die in Zusammenarbeit mit anderen Personen 

generierten Daten, Datenauswertungen und Schlussfolgerungen korrekt 

gekennzeichnet und meinen eigenen Beitrag sowie die Beiträge anderer Personen 

korrekt kenntlich gemacht habe (siehe Anteilserklärung). Texte oder Textteile, die 

gemeinsam mit anderen erstellt oder verwendet wurden, habe ich korrekt kenntlich 

gemacht. 

 

Meine Anteile an etwaigen Publikationen zu dieser Dissertation entsprechen denen, 

die in der untenstehenden gemeinsamen Erklärung mit der Erstbetreuerin angegeben 

sind. Für sämtliche im Rahmen der Dissertation entstandenen Publikationen wurden 

die Richtlinien des ICMJE (International Committee of Medical Journal Editors; 

www.icmje.og) zur Autorenschaft eingehalten. Ich erkläre ferner, dass ich mich zur 

Einhaltung der Satzung der Charité – Universitätsmedizin Berlin zur Sicherung Guter 

Wissenschaftlicher Praxis verpflichte. 

 

Weiterhin versichere ich, dass ich diese Dissertation weder in gleicher noch in 

ähnlicher Form bereits an einer anderen Fakultät eingereicht habe. 
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Die Bedeutung dieser eidesstattlichen Versicherung und die strafrechtlichen Folgen 

einer unwahren eidesstattlichen Versicherung (§§156, 161 des Strafgesetzbuches) 

sind mir bekannt und bewusst.“  

 

Datum       Unterschrift 

 

8.2 Ausführliche Anteilserklärung an der erfolgten Publikation im Rahmen 
des Promotionsverfahrens 

Nurulhuda Hajjir hat für die Publikation Efficiency of Computer-Aided Facial 

Phenotyping (DeepGestalt) in Individuals With and Without a Genetic Syndrome: 

Diagnostic Accuracy Study die Fragestellung zur Überprüfung der Spezifität von 

DeepGestalt entwickelt und hierfür das Studiendesign einer diagnostischen 

Genauigkeitsstudie mit negativen (nach Alter, Geschlecht und ethnischem Hintergrund 

passenden) Kontrollen mitentworfen.  Sie hat die Syndrom-Kohorte und die 

Kontrollkohorte mitaufgebaut (Auswahl der passenden Syndrome und Auswahl 

passender Bilder) und 135 Proband*innen und die dazugehörigen Kontrollen 

eingepflegt. Die klinische Phänotypisierung der Kontrollkohorte erfolgte bei diesen 

durch Frau Hajjir.  Weiterhin hat sie das Manuskript mitverfasst. 

 

Pantel, Jean Tori; Hajjir, Nurulhuda; Danyel, Magdalena; Elsner, Jonas; Abad-Perez, 

Angela Teresa; Hansen, Peter; Mundlos, Stefan; Spielmann, Malte; Horn, Denise; Ott, 

Claus-Eric; Mensah, Martin Atta,  

Efficiency of Computer-Aided Facial Phenotyping (DeepGestalt) in Individuals With 

and Without a Genetic Syndrome: Diagnostic Accuracy Study, J. Med. Internet Res., 

2020 

 

Beitrag im Einzelnen: 

- Entwicklung der diagnostischen Genauigkeitsstudie zur Überprüfung der 

Spezifität von DeepGestalt. 

- Aufbau des Studiendesigns. 

- Auswahl der Patient*innen und Aufbau der Syndrom-Kohorte. 

- Auswahl der unauffälligen Bilder und Aufbau der Kontroll-Kohorte. 
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- Benennung möglicher Störfaktoren (Geschlecht, Ethnizität) und Exklusion 

dieser. 

- Klinische Interpretation der Daten. 

- Mitverfassen des Manuskriptes. 
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Unterschrift, Datum und Stempel der erstbetreuenden Hochschullehrerin 
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Unterschrift der Doktorandin 
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9 Auszug aus der Journal Summary List (ISI Web of Knowledge SM) 
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10 Druckexemplar der ausgewählten Publikation 
10.1 Druckexemplar von Efficiency of Computer-Aided Facial Phenotyping 

(DeepGestalt) in Individuals With and Without a Genetic Syndrome: 
Diagnostic Accuracy Study 
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10.2 Anhang zu Efficiency of Computer-Aided Facial Phenotyping 
(DeepGestalt) in Individuals With and Without a Genetic Syndrome: 
Diagnostic Accuracy Study 
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11 Lebenslauf 

 
Mein Lebenslauf wird aus datenschutzrechtlichen Gründen in der elektronischen 
Version meiner Arbeit nicht veröffentlicht. 
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